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Resumen

Doctor en Ingenieŕıa mención Sistemas de Información

Clasificación automática del grado general de disfońıa

por Mario Alejandro Garćıa

El análisis audioperceptivo es una parte principal de la rutina de evaluación cĺınica

de pacientes con trastornos de la voz para medir y registrar la calidad vocal. Esta

valoración repercute en la detección y tratamiento de enfermedades vocales. GRBAS

es una escala de valoración de cinco dimensiones usualmente utilizada en este proceso,

donde la dimensión “G” representa el grado general de disfońıa.

En este trabajo se desarrolla un modelo de aprendizaje profundo para calcular el grado

general de disfońıa en escala GRBAS con el propósito de contribuir a la comprensión y

mejora de este tipo de modelos en el ámbito de la calidad vocal.

La arquitectura de la red neuronal se definió a partir de dos versiones de un modelo lla-

mado modelo inicial, creado en base a modelos más pequeños. Estos modelos neuronales

pequeños, diseñados a partir del conocimiento del dominio del problema, se enfocan

en resolver la representación frecuencial del audio, la extracción de caracteŕısticas y la

clasificación. Una de las versiones recibe el audio sin procesar como entrada y la otra

recibe el cepstrograma. Los modelos fueron entrenados y evaluados con los datos de una

base de datos pública que contiene audios y valoraciones en escala GRBAS, a los que se

añadieron valoraciones de calidad vocal realizadas por un evaluador local.

Las métricas utilizadas para evaluar los modelos de clasificación son la exactitud y el error

absoluto medio. Debido a que las valoraciones audioperceptivas tienen un alto grado de

variación entre distintos evaluadores médicos y también entre distintas valoraciones del

mismo evaluador médico, se plantea que el rendimiento de los modelos automáticos se

debe evaluar en relación al ı́ndice de concordancia medio interevaluador e intraevaluador

de la base de datos.

En base a los resultados obtenidos, por un lado se concluye que la versión del modelo que

recibe el cepstrograma como entrada es capaz de predecir el grado general de disfońıa,

para los datos utilizados, con una exactitud cercana a la de un evaluador humano. Por

otro lado, se concluye que una red neuronal profunda diseñada para reconocer patrones

de perturbación de amplitud, perturbación de frecuencia y ruido, obtiene información

útil para la predicción del grado general de disfońıa, que para el diseño utilizado (donde



ii

la extracción de caracteŕısticas está basada en el cepstrum) no es posible utilizar el audio

sin procesar como entrada y que el modelo presentado es un buen punto de partida para

futuros desarrollos de clasificadores de la calidad vocal aplicables en la práctica cĺınica.
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A Roberto Muñoz, Marcelo Marciszack, Juan Calloni, Marta y José de la SCyT por el
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3.1.2. Extracción de caracteŕısticas . . . . . . . . . . . . . . . . . . . . . 47

3.1.3. Representación frecuencial . . . . . . . . . . . . . . . . . . . . . . . 48

3.1.4. Consideraciones . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50

Propagación hacia adelante . . . . . . . . . . . . . . . . . . 50

Propagación hacia atrás . . . . . . . . . . . . . . . . . . . . 50

3.2. Evaluación de resultados . . . . . . . . . . . . . . . . . . . . . . . . . . . . 51

3.3. Bases de datos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 53

3.3.1. Perceptual Voice Qualities Database . . . . . . . . . . . . . . . . . 53

3.3.2. Base de datos del Hospital Universitario Pŕıncipe de Asturias . . . 55
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Caṕıtulo 1

Introducción

En este trabajo se lleva a cabo la clasificación de la calidad vocal con técnicas de apren-

dizaje profundo (AP). El objetivo de la clasificación es el grado general de disfońıa (G)

en escala GRBAS. Para lograrlo se desarrolla un modelo de clasificación basado en re-

des neuronales artificiales (RNA) que recibe audio como entrada y predice el grado de

disfońıa asignado por un profesional de la voz.

1.1. Motivación

El análisis audioperceptivo es una parte principal de la rutina de evaluación cĺınica de

pacientes con trastornos de la voz para documentar la calidad vocal [1]. Esta valoración

repercute en la detección y seguimiento del tratamiento tanto de patoloǵıas vocales

como de otras enfermedades que, si bien no tienen origen en los órganos productores de

la voz, presentan como śıntoma o signo el deterioro de la calidad vocal, por ejemplo la

enfermedad de Parkinson [2, 3].

La necesidad de estandarizar la valoración y de interrelacionar los aspectos auditivos y

fisiológicos de la producción vocal, estimuló la creación de distintos métodos y escalas

de evaluación audioperceptiva, como por ejemplo GRBAS y CAPE-V[1].

Aún con la utilización de estas escalas, la valoración de la voz tiene una gran variabi-

lidad entre distintos profesionales de la salud (variabilidad interevaluador) y también

entre distintas valoraciones del mismo evaluador (variabilidad intraevaluador) [4]. La

clasificación automática de la calidad vocal podŕıa reducir la subjetividad del análisis

actual, estandarizando la valoración entre distintos profesionales y permitiendo resulta-

dos repetibles e independientes de los cambios ambientales para un mismo profesional.

1
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1.1.1. GRBAS

La escala GRBAS es un método de valoración audioperceptiva de la voz. Está basada en

estudios que se iniciaron en el año 1966 de la Japan Society of Logopedics and Phoniatrics

[5] y que posteriormente fueron divulgados por Minoru Hirano en el año 1981 [6]. Consiste

en la valoración de la voz a nivel de la fuente glótica a través de 5 dimensiones que forman

el acrónimo GRBAS:

G: Grado general de disfońıa (Grade).

R: Rugosidad (Roughness), irregularidad de la onda glótica.

B: Soplosidad (Breathiness), sensación de escape de aire en la voz.

A: Astenia (Asteny), pérdida de potencia.

S: Tensión (Strain), sensación de hiperfunción vocal.

Se valora en cuatro grados, desde el “0” hasta el “3”. El grado “0” indica ausencia de

disfońıa y el “3” disfońıa severa. La escala fue mundialmente adoptada y validada en

numerosos páıses [7–10]. Actualmente se utiliza en la investigación y de manera rutinaria

en los consultorios de los profesionales que hacen cĺınica vocal. Sirve como metodoloǵıa

simple y al alcance de la mano para valorar la evolución pre/post tratamiento.

La debilidad de los métodos audioperceptivos reside en la subjetividad de la valoración

de la voz y en la necesidad de que sea realizada por oyentes experimentados en la escucha

y la disociación de los parámetros [11, 12]. Una alternativa al método audioperceptivo

es el análisis acústico.

1.1.2. Análisis acústico y calidad vocal

El análisis acústico (no automático) de la voz, a pesar de ser más objetivo que el método

audioperceptivo [13], necesita de la intervención del evaluador y esto impone también

un grado de subjetividad. Por este motivo surge la necesidad de la estandarización de

todos los pasos en los que el sujeto evaluador interviene: elección del material de habla

que se graba, grabación, dispositivos electrónicos, software, elección de tipos de análisis

a realizar (no se puede analizar todas las voces, más o menos disfónicas, con las mismas

pruebas) y finalmente, el análisis f́ısico-acústico y fisiológico de los datos obtenidos. Se

han realizado esfuerzos por encontrar relaciones entre caracteŕısticas acústicas del audio

y los niveles de GRBAS u otras escalas [14, 15], algunos relacionados con la voz normal

y otros con diferentes patoloǵıas. Por ejemplo, el trabajo de Nuñez Batalla et al. [16]
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establece una relación entre la dimensión A de GRBAS y la pérdida de componentes

armónicos en ciertas porciones del espectrograma de banda angosta. A pesar de los

esfuerzos realizados, no se ha de logrado encontrar una relación entre medidas acústicas

de la voz y la calidad vocal (o las enfermedades que la afectan) que permita mapear las

primeras en el dominio de la segunda.

Existe una gran cantidad de medidas acústicas y de herramientas (métodos y paquetes

de software) para calcularlas. Una complicación para el cálculo de estas medidas es que

gran parte depende de la frecuencia fundamental (F0) de la señal, que se utiliza como

un estimador de la frecuencia de vibración de las cuerdas vocales [17]. La frecuencia es

fácil de definir para funciones sinusoidales y periódicas, pero este no es el caso de la

voz, ni siquiera para segmentos muy cortos de tiempo [18–20]. Para señales no periódi-

cas la noción de frecuencia es ambigua y muchas veces confusa, lo que ha dado lugar a

una multitud de técnicas para medirla y la consecuente discrepancia entre las medidas

[19, 20]. En [14], Freitas et al. calculan la correlación de medidas acústicas tradiciona-

les individuales y las dimensiones de GRBAS, encontrando gran variabilidad según el

software de análisis utilizado (Dr. Speech, MDVP, Praat y Voice Studio).

Actualmente se continúa con el desarrollo, tanto de nuevas formas de calcular F0 [19,

21, 22], como de nuevas medidas acústicas para la voz, algunas de estas muy comple-

jas basadas en sistemas dinámicos no lineales [13, 23, 24]. Los investigadores agrupan,

según su conveniencia, las medidas acústicas en “derivadas de F0”, “ratio señal-ruido”,

“medidas wavelet” y “coeficientes cepstrales de frecuencias de mel”; “short term”, “long

time analysis”, “de cuantización de enerǵıa” y “glóticas”; “de sistemas lineales” y “de

sistemas no lineales”; etc. Algunas de estas clasificaciones con sus respectivos conjuntos

de medidas acústicas de la voz se pueden ver en [25–30]. Las medidas relevantes para

este trabajo se explican en el caṕıtulo 5.

1.1.3. Clasificación automática de la calidad vocal

La clasificación automática de la calidad vocal en las escalas de valoración audiopercep-

tiva es un tema activo de investigación. Habitualmente se toma un conjunto de medidas

acústicas como caracteŕısticas para ajustar algún modelo de aprendizaje automático. Un

resumen de algunos trabajos relevantes se puede ver en la sección 1.5.

Las redes neuronales profundas se han convertido en el estado del arte del reconocimiento

de patrones. La tendencia de estos modelos es utilizar los datos de entrada sin procesar

o con procesamiento muy básico y realizar la extracción de caracteŕısticas en el interior

de la red neuronal. En este trabajo se estudia la arquitectura que una red neuronal debe

tener para clasificar el grado de disfońıa G recibiendo audio como entrada. Se busca
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una arquitectura capaz de extraer del audio información similar a las medidas acústicas

relacionadas con la calidad vocal.

1.2. Objetivos

Esta tesis busca contribuir a la comprensión y mejora de las redes neuronales profundas

aplicadas al reconocimiento de patrones relacionados con la calidad vocal, para lo cual se

propuso el siguiente objetivo general: Lograr la clasificación automática del grado general

de disfońıa mediante una red neuronal profunda desarrollada a partir del conocimiento

del dominio.

En relación con el objetivo general, se establecieron los siguientes objetivos particulares:

1. Desarrollar y comparar modelos neuronales que generen distintas representaciones

de los datos de audio.

2. Desarrollar modelos neuronales, basados en medidas acústicas, que extraigan in-

formación útil para estimar el grado general de disfońıa.

3. Desarrollar un modelo neuronal capaz de estimar el grado general de disfońıa.

1.3. Contribuciones

La principales contribuciones de esta tesis son:

Un modelo de aprendizaje profundo para estimar el grado general de disfońıa G

de la escala GRBAS.

Redes neuronales para crear una representación frecuencial interna en la clasifica-

ción extremo a extremo de audio.

• Capa STHadamard para realizar la operación de windowing con redes neu-

ronales. Se logra la segmentación de una señal con ventanas entrenables de

ancho fijo.

• Una red neuronal para la generación del power spectrogram mediante el cálculo

de la transformada de Fourier de término reducido con capas de convolución.

• Una red neuronal para el cálculo del power cepstrum.

Una red neuronal para el cálculo de shimmer sobre audio sintetizado.
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Un conjunto de operaciones de aumentación de datos para la clasificación de la

calidad vocal.

Durante el desarrollo del plan de tesis se realizaron otros aportes que, si bien fueron

publicados, no se utilizaron en el modelo final presentado. Estos son:

Una red neuronal para la estimación de la frecuencia de vibración de las cuerdas

vocales.

Una red neuronal para el cálculo del máximo en una secuencia.

Un método de ajuste en la distribución de la variable objetivo en los datos de

entrenamiento según los niveles de error. Trabajo relacionado con el cálculo de

shimmer sobre audio sintetizado.

1.4. Publicaciones

1.4.1. Publicaciones en revistas y congresos con referato

1. M.A. Garćıa y E.A. Destéfanis. Deep Neural Networks for Shimmer Approximation

in Synthesized Audio Signal. En: XXIII Congreso Argentino de Ciencias de la

Computación, Springer International Publishing, 2017.

2. M.A. Garćıa y colab. Ajuste de Distribución de Datos para Aproximación de Shim-

mer en Audio con Deep Neural Networks. En: V Congreso Nacional de Ingenieŕıa

Informática - Sistemas de Información, Santa Fe, 2017.

3. M.A. Garćıa y E.A. Destéfanis. Spectogram Prediction with Neural Networks. En:

XXIV Congreso Argentino de Ciencias de Computación. Tandil, 2018.

4. M.A. Garćıa y colab. Predicción de la frecuencia fundamental de la voz con redes

neuronales convolucionales. En: VI Congreso Nacional de Ingenieŕıa Informática

– Sistemas de Información, Mar del Plata, 2018

5. M.A. Garćıa y E.A. Destéfanis. Power Cepstrum Calculation with Convolutional

Neural Networks. En: Journal of Computer Science & Technology, 19(2):132–142,

2019.

6. M.A. Garćıa y colab. Cálculo de la posición del valor máximo en una secuencia con

redes neuronales. En: VII Congreso Nacional de Ingenieŕıa Informática – Sistemas

de Información, Buenos Aires, 2019.
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7. M.A. Garćıa y E.A. Destéfanis. Trainable Windowing Coefficients in DNN for Raw

Audio Classification. En: JCC-BDET 2020, CCIS 1291, 153–166, Springer Nature

Switzerland AG, 2020.

1.4.2. Publicaciones en talleres

En esta sección se enumeran trabajos sin referato publicados como resúmenes, pósteres

y/o presentaciones en reuniones cient́ıficas.

1. M.A. Garćıa. Valoración de la Calidad Vocal a través de técnicas de Aprendi-

zaje Automático. En: 7ma. Escuela Argentina de Bioloǵıa y Matemática, Huerta

Grande, 2016.

2. M.A. Garćıa y colab. Aplicación de Técnicas de Aprendizaje Automático para Es-

timar la Calidad de la Voz en Escala GRBAS. En: XIX Workshop de Investigadores

de Ciencias de la Computación., Buenos Aires, 2017.

3. M.A. Garćıa y colab. Deep Neural Networks para Análisis Acústico. En: XX

Workshop de Investigadores de Ciencias de la Computación, Corrientes, 2018.

4. M.A. Garćıa. Cálculo del Espectrograma con Redes Neuronales. En: Jornada de

Difusión de los Resultados de I+D del Centro de Investigación en Informática para

la Ingenieŕıa, Córdoba, 2018.

5. M.A. Garćıa y colab. Extracción de Caracteŕısticas en Audio con Redes Neuro-

nales Convolucionales. En: XXI Workshop de Investigadores de Ciencias de la

Computación, San Juan, 2019.

6. M.A. Garćıa. Clasificación automática de la calidad vocal. En: Jornadas de In-

tercambio y Difusión de los Resultados de Investigación de los Doctorandos en

Ingenieŕıa, Córdoba, 2019.

7. M.A. Garćıa. Data Augmentation para la Clasificación Automática de la Calidad

Vocal. En: Jornadas de Intercambio y Difusión de los Resultados de Investigación

de los Doctorandos en Ingenieŕıa, Virtual, 2020.

8. M.A. Garćıa y colab. Red neuronal multiescala para clasificación de la calidad

vocal. En: XXIII Workshop de Investigadores de Ciencias de la Computación,

Chilecito, 2021.
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1.5. Trabajos relacionados

La clasificación automática de la calidad vocal se encuentra en pleno desarrollo y no

existe consenso sobre los métodos de clasificación ni las medidas acústicas a utilizar.

A continuación se resumen los trabajos más relevantes de los últimos años, con foco

en la utilización de redes neuronales artificiales (RNA) y aprendizaje profundo (AP).

Los trabajos se agrupan, en lo posible, por equipos de investigadores y, dentro de cada

equipo, se ordenan en forma cronológica. Se incluyen los trabajos de detección de voces

patológicas y de clasificación de enfermedades de la voz. Ambos están muy relacionados

con la calidad vocal porque se basan en reconocer patrones de voces anormales. Es común

que los mismos grupos de investigación trabajen en los tres objetivos de clasificación.

Las caracteŕısticas (features) y métodos de clasificación también son con frecuencia los

mismos, pero a diferencia de la clasificación de la calidad vocal, la detección de voces

patológicas y la clasificación de enfermedades cuentan con la ventaja de que la salida

esperada no es subjetiva, esta se obtiene de diagnósticos médicos confirmados.

Durante la lectura de esta sección recordar que G, R, B, A y S representan cada una de

las dimensiones de GRBAS.

En el año 2014 Yu et al. en [30] utilizan 65 atributos acústicos incluyendo los Coeficien-

tes Cepstrales en las Frecuencias de Mel (MFCC), Glottal to Noise Excitation y Vocal

Fold Excitation Ratio para evaluar el grado general de disfońıa G. El mejor resultado

alcanzado tiene una exactitud del 70%. Los datos están compuestos por 746 muestras

de 300 personas emitiendo una vocal sostenida /a/ de la base de datos china grabada

en el People’s Liberation Army General Hospital. La selección de atributos se realiza

con Relief y Minimum Redundancy Maximum Relevance Feature Selection, se reduce la

dimensión con Análisis de Componentes Principales (PCA) y se clasifica con Maquinas

de Soporte Vectorial (SVM) utilizando como kernels Funciones de Base Radial (RBF).

En el año 2015 un equipo formado mayormente por los mismos investigadores reporta

una exactitud del 77.55% utilizando SVM con RBF y del 80.54% con Extreme Learning

Machine en la predicción de G [31]. El trabajo tiene pocos cambios con respecto al an-

terior. Los autores atribuyen la mejora a una mejor distribución de la frecuencia de las

clases lograda mediante la incorporación de 57 voces con grado 3 de disfońıa. El mismo

equipo, con algunos cambios, utiliza una red neuronal profunda en 2016 para predecir

G[32]. En este nuevo trabajo logran una exactitud del 81.53% utilizando un modelo de

5 capas densas con 512 neuronas cada una y función de activación softmax. Las entradas

son vectores de dimensión 44 que incluyen medidas calculadas sobre audio continuo y

medidas y representaciones frecuenciales tomadas de la vocal /a/ sostenida. Estas últi-

mas son Modulation Spectra (MS), MFCC, Shoothed Cepstral Peak Prominence (CPPS)

y Long-Term Average Spectrum. En el último trabajo se menciona que los audios fueron
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valorados por cinco patologistas practicantes, pero no se informa la variabilidad inter-

evaluador. No se hace referencia a dobles evaluaciones, por lo tanto se asume que cada

evaluador valoró solo una vez a cada audio. Tampoco se explica qué valoración se tomó

para el entrenamiento y validación.

Ritchings et al. en el año 2002 clasifican la calidad de voces patológicas en una escala

de 7 niveles con una red neuronal [33]. Utilizan 77 grabaciones propias. Las grabaciones

incluyen audio y la señal de un electroglotógrafo (EGG), aunque para la clasificación

se utiliza un conjunto de caracteŕısticas extráıdas solo de la señal del EGG. El modelo

tiene dos capas con neuronas densamente conectadas y funciones de activación softmax.

Reportan una exactitud superior al 92%, pero los resultados son discutibles porque se

utilizan segmentos de la misma grabación tanto para entrenar como para validar el mo-

delo. En un trabajo conjunto [34] del año 2003, Ritchings y Godino-Llorente revisan el

trabajo anterior bajo la hipótesis de que en lugar de clasificar la calidad de la voz se

estaba reconociendo al hablante y devolviendo la calidad asociada. Cuidadosamente se

seleccionan los segmentos de grabación para que los utilizados en el entrenamiento no se

usen para validar. Con este cambio, la exactitud se reduce en un 40%. Godino-Llorente

es un referente en área de la clasificación automática de la calidad vocal. Durante el

resto de este párrafo se mencionan otros trabajos relevantes más actuales de Godino-

Llorente y su equipo de la Universidad Politécnica de Madrid (UPM). En el año 2015

proponen caracterizar el audio mediante MS para predecir G y R [35]. Comparan dos

grupos de entradas, uno basado en MS y otro en MFCC, con exactitud para G de 81.6%

y 80.5% respectivamente. Realizan una reducción de la dimensión con PCA y Linear

Discriminant Analysis, para clasificar después con Gaussian Mixture Models (GMM).

Los datos son vocales /a/ sostenidas de la Kay Elemetrics Voice Disorders Database,

grabada por el Massachusetts Eye and Ear Infirmary Voice Laboratory (MEEI). En

2019 presentan un trabajo orientado a emular la capacidad de percepción del evaluador

humano en la escala GRBAS para las dimensiones G, B y R[36]. El foco del trabajo

está en la naturaleza ordinal de los niveles de valoración. Se comparan dos modelos de

predicción, Extreme Learning Machines with Ordered Partition para clasificación ordi-

nal y Regresión Gaussiana para regresión. Se usan datos de tres bases de datos para

entrenar, Hospital Gregorio Marañón, Saarbrücken Voice Database (SVD) y Hospital

Universitario Pŕıncipe de Asturias (HUPA), perteneciente a la UPM. La validación se

realiza sobre el set de datos Doctor Negŕın y el corpus Aplicación de las Tecnoloǵıas

de la Información y las Comunicaciones (ATIC). Los audios de todos los dataset fueron

evaluados para este trabajo por un profesional con 15 años de experiencia. Se realizó

una doble valoración (salvo para ATIC), pero no se informa la variabilidad interevalua-

dor obtenida. Como caracteŕısticas se utiliza un conjunto de 24 medidas agrupadas en

perturbaciones, basadas en MS, complejidad y espectrales y cepstrales. La métrica de
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evaluación del modelo es el error absoluto medio (MAE) y una versión del mismo para

clases no balanceadas. El MAE alcanzado es aproximadamente 0.5. En el año 2020, este

mismo grupo publicó pruebas de clasificación de G, R y B con aprendizaje profundo

sobre la base de datos SVD [37]. Se utilizaron tres modelos, uno con tres capas densas

que recibe un conjunto de medidas similares a las del trabajo anterior, otro con capas de

convolución, max pooling y densas que recibe los valores máximos, medios y la desvia-

ción estándar del MS del audio; y por último una combinación de las dos arquitecturas

anteriores. Las métricas para la evaluación de los modelos son versiones de exactitud

y MAE para datos no balanceados. Los mejores resultados se obtuvieron con el primer

modelo (solo capas densas), 62% de exactitud y MAE 0.45 para la predicción de G.

Harar et al. en 2017 clasifican los audios de la SVD en las clases “patológica” y “no

patológica” con una red neuronal profunda [38]. El modelo está compuesto por capas

de convolución, max pooling, long short-term memory y densas. Los datos de entrada

son señales de raw audio de 3.2 s en segmentos de 64 ms multiplicados por una ventana

Hamming con solapamiento de 30 ms. Logran un 68% de exactitud. Los resultados

debeŕıan ser verificados porque, según los datos informados, el juego de datos de test

está muy desbalanceado y no se tomó ninguna precaución al respecto. En 2019, el mismo

grupo detecta voces patológicas sobre MEEI, SVD, Arabic Voice Pathology Database y

HUPA con Gradient Boosted Trees y redes neuronales profundas [39]. La red neuronal

utilizada es una modificación del modelo ResNet[40] de la libreŕıa Keras1 y se entrena

con tres tipos de entradas, MFCC, espectrogramas y raw audio. Se utiliza la métrica

F1-score o valor-F en lugar de la exactitud. El mejor resultado se logra con árboles de

decisión, 0.733. Con redes neuronales y MFCC se alcanzó 0.621, con el espectrograma

0.460 y con raw audio la red no logró aprender.

Otro caso de detección de patoloǵıas vocales con redes neuronales profundas es el publi-

cado por Fang et al. en 2019 [41]. Los datos fueron grabados en el Far Eastern Memorial

Hospital (FEMH), Taiwán. Se compara el rendimiento del modelo con SVM y GMM

para tres variantes de datos de entrada (todos basados en MFCC). En los resultados

sobre FEMH, AP logra mejor rendimiento que el resto, con exactitud de 94.2% para

hombres y 90.5% para mujeres. Se realiza una validación extra sobre MEEI, donde se

obtiene un llamativo 99.1% de exactitud y se invierte el orden de la mejor variante de

datos de entrada. El modelo neuronal parece estar fomrmado solo por capas densamente

conectadas, pero no está claramente explicado.

Muhammad, Alhamid y otros en 2018 presentan un trabajo con dos objetivos, por un

lado se detectan voces patológicas y por el otro, se clasifican las voces patológicas en

6 enfermedades, todo sobre vocales /a/ sostenidas de la SVD [42]. Se usa el modelo

1https://keras.io

https://keras.io
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de AP CaffeNet. Las entradas son espectrogramas a los que se les aplican tres filtros

lineales de regresión. La salida de cada filtro se toma como uno de los canales RGB

de la red. Las salidas se reemplazan por 2 y 6 neuronas con activación softmax para

detectar patoloǵıas y clasificar enfermedades respectivamente. Los modelos se inicializan

con pesos preentrenados y luego se reentrenan. Se alcanza una exactitud de 98.5% en

la detección voces patológicas y de 96.5% en la clasificación de patoloǵıas. También

en 2018, Muhammad y Alhamid vuelven a utilizar AP parar la detección de voces

patológicas, ahora sobre SVD y MEEI [43]. Comparan dos modelos, VGG-16 y CaffeNet.

Las entradas, tomadas de una /a/ sostenida, son espectrogramas filtrados con filtros

pasabandas en las frecuencias de mel más la primera y segunda derivada de los mismos.

Las capas de salida de los modelos son modificadas para una salida binaria. Nuevamente

se entrenan las redes con transfer learning. Al final, las capas de salida se reemplazan

por SVM (NeuroSVM). Se hacen pruebas entrenando y validando con SVD (exactitud

93.5% para VGG y 93.9% para CaffeNet), entrenando con SVD y validando con MEEI

(94.5% y 94.1% en el mismo orden) y entrenando con MEEI y validando con SVD

(73.3% y 75.1%).

Otro trabajo relacionado con esta tesis es el de Choi et al. en 2017, donde se presenta

Kapre2, una red neuronal que calcula la Transormada Discreta de Fourier (DFT) [44].

Este desarrollo se realizó en paralelo con un desarrollo similar presentado en esta tesis.

Kapre está pensado para que la red neuronal realice la DFT como parte del preprocesa-

miento de audio. En el art́ıculo (preprint) se prioriza el análisis de la eficiencia de la red

para pesos no ajustables. No se profundiza en los fundamentos del cálculo ni se analiza la

capacidad de entrenamiento o adaptación de la red. Si bien este trabajo tiene objetivos

y experimentos diferentes, el desarrollo está relacionado con el tema presentado en la

sección 4.1.

1.6. Organización de la tesis

En el caṕıtulo 2 se presenta el marco teórico, donde se describen conceptos importan-

tes para la tesis como la producción de la voz, el aprendizaje automático, las redes

neuronales, y el aprendizaje profundo.

El caṕıtulo 3, Materiales y Métodos, contiene las definiciones sobre los métodos y métri-

cas de evaluación del modelo de clasificación desarrollado, la descripción de las bases de

datos utilizadas en la tesis y el enfoque para el diseño del modelo, donde se explica la ge-

neración de un modelo neuronal inicial a partir de modelos más pequeños que resuelven

la representación frecuencial del audio, la extracción de caracteŕısticas y la clasificación.

2https://github.com/keunwoochoi/kapre

https://github.com/keunwoochoi/kapre
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El caṕıtulo 4 contiene el desarrollo de la representación frecuencial y el caṕıtulo 5 la

extracción de caracteŕısticas y clasificación. En el caṕıtulo 6 se presenta el modelo inicial

resultante y sus variantes.

En el caṕıtulo 7 se detallan los experimentos realizados para evaluar el rendimiento de

los modelos y definir el modelo final. Por último, en los caṕıtulos 8, 9 y 10 se presentan

los resultados, la discusión y las conclusiones respectivamente.



Caṕıtulo 2

Marco teórico

2.1. Producción de la voz y calidad vocal

La producción de la voz es un proceso que involucra diversos órganos y funciones. El

aparato respiratorio impulsa el aire (enerǵıa aerodinámica) que pasa a través de las cuer-

das vocales, ubicadas en la laringe. Cuando las cuerdas vocales se cierran se produce una

transducción de la enerǵıa, que se convierte en sonido (enerǵıa acústica) y que poste-

riormente es modulado en el tracto vocal, donde hay elementos móviles que permiten

variaciones: vest́ıbulo laŕıngeo, faringe, velo, lengua, labios y maxilar. El sonido final que

se escucha es el que resulta de este proceso modulación.

El cierre de las cuerdas vocales y su vibración implican un fenómeno complejo sostenido

por propiedades biomecánicas de masa, rigidez y viscoelasticidad de los tejidos de las

cuerdas vocales. La estructura de la cuerda vocal es descripta por Titze et al. en dos

partes funcionalmente diferentes: cuerpo y cubierta [45] (figura 2.1). La cubierta (for-

mada por el epitelio y las capas superficial e intermedia de la lámina propia) es flexible,

elástica y no contráctil, mientras que el cuerpo (constituido por la capa profunda de la

lámina propia y el músculo vocal) es más ŕıgido y tiene propiedades contráctiles para

ajustar la rigidez y concentrar la masa. Durante la contracción del músculo, el cuerpo

aumenta su rigidez, mientras que la cubierta se vuelve más laxa y flexible.

El proceso de apertura y cierre de la glotis (pseudoespacio entre las cuerdas vocales, que

desaparece cuando estas entran en contacto al fonar) se puede explicar desde las diversas

fuerzas que intervienen [46]; la primera es el efecto Bernoulli, que hace que el flujo de aire

a través de las cuerdas cree una fuerza que las mueve hacia el centro, luego interviene

la elasticidad o retroceso pasivo de las cuerdas vocales para que estas recobren su forma

original y, finalmente, el aire escapando a través de la glotis hace que disminuya la

12
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Figura 2.1: Cuerdas vocales. Imagen tomada de [45].

presión subglótica y la fuerza que mantiene apartados los tejidos de las cuerdas vocales.

Luego las cuerdas se cierren nuevamente hacia su posición de aproximación, para obstruir

el flujo de aire e incrementar otra vez la presión subglótica hasta que la presión logra

deformar los tejidos de las cuerdas e iniciar otro ciclo, tal como se muestra en la figura

2.2. El ciclo glótico se repite con una frecuencia aproximada de 110 veces por segundo en

un hombre sano y de 210 veces por segundo en una mujer. Esta frecuencia de vibración

de las cuerdas vocales es la frecuencia fundamental F0.

Fant, en 1960, describe un modelo denominado fuente-filtro que constituye la base de la

teoŕıa acústica de la producción del habla [48]. Dicho modelo describe que las cuerdas

vocales son la fuente que genera el sonido y el tracto vocal es el filtro que lo modifica, y a

su vez, la configuración que éste adquiera, puede modificar también el comportamiento

de la fuente glótica. En su forma más básica, el sistema para producir sonidos de voz

hablada consiste solo de la fuente vocal y el tracto, tal como se muestra en la figura

2.3. La señal de la fuente s(t) son los soplos periódicos de aire emitidos a través de las

cuerdas vocales. El efecto del tracto vocal está completamente definido por su respuesta

al impulso h(t) y la señal de habla v(t) a la salida es igual a la convolución de s(t) y

h(t):

v(t) = s(t) ∗ h(t)

En la producción de la voz hay dos elementos muy importantes, los armónicos (frecuen-

cias generadas junto con la F0 en la fuente, múltiplos de esta) y los formantes (frecuencias

de vibración en el tracto vocal). Estos formantes son modos de vibración que se gene-

ran con la configuración del tracto vocal para cada fonema. Hay configuraciones que

generan mayor interacción entre el filtro y la fuente, aśı como hay configuraciones que
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Figura 2.2: Esquema del ciclo glótico. En la columna de la izquierda se representa
una sección coronal de las cuerdas vocales a lo largo de un ciclo vocal. Al centro se
representan las posiciones de la mucosa durante las distintas fases del ciclo vocal tal y
como se observaŕıan en una exploración laringoscópica. A la derecha se representa las

correspondientes fases del ciclo vocal. Imagen tomada de [47].

permiten mayor o menor amplificación o atenuación de determinadas zonas de armóni-

cos. El aumento de la interacción produce una mayor eficiencia en la producción de la

voz y cambios en el patrón de vibración de las cuerdas vocales, como disminución en la

duración del cierre, mayor amplitud de vibración, descenso del umbral de presión de la

fonación y reducción de la presión transglótica [50], lo que supone una diferencia en la

calidad de la voz. El modelo fuente-filtro permite estudiar los problemas en la calidad

de la voz separando los efectos de la fuente y del filtro.

2.2. Inteligencia artificial y aprendizaje automático

La inteligencia artificial (IA) es un área de las ciencias de la computación que tiene

su origen (oficial) en 1956 durante un taller en Dartmouth organizado por John Mc-

Carthy, al que asistieron investigadores interesados en la teoŕıa de autómatas, las redes
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Figura 2.3: Esquema fuente-filtro. El gráfico de la izquierda muestra el espectro de
la fuente. El gráfico de derecha es el espectro de la fuente después del filtrado por la

función de transferencia del tracto vocal (centro). Espectros tomados de [49].

neuronales y el estudio de la inteligencia.

No existe un acuerdo total sobre la definición y los ĺımites de la inteligencia artificial.

Algunas de las definiciones vaŕıan en torno a dos dimensiones principales, razonamiento-

conducta y desempeño humano-ideal. Bajo estas dimensiones, las definiciones se agrupan

en cuatro clases (tabla 2.1) [51].

Tabla 2.1: Tipos de definiciones de la inteligencia artificial según las dimensiones
razonamiento-conducta y desempeño humano-ideal.

Desempeño humano-ideal

R
az
o
n
am

ie
n
to
-c
on

d
u
ct
a

Sistemas que piensan como
humanos

Sistemas que piensan
racionalmente

Sistemas que actúan como
humanos

Sistemas que actúan
racionalmente

Una definición que, aunque se podŕıa decir que es un tanto incompleta, define con cla-

ridad el esṕıritu de este campo es la de Rich y Knight [52]:

La Inteligencia Artificial (es la disciplina que) estudia cómo lograr que las

máquinas realicen tareas que, por el momento, son realizadas mejor por

los seres humanos.
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El Aprendizaje Automático es una rama de la inteligencia artificial donde los pasos para

la solución del problema no están expĺıcitamente escritos en un programa, sino que los

programas “aprenden” o se ajustan a distintos problemas en base a la experiencia.

Mitchell et al. definen formalmente el aprendizaje automático de esta manera [53]:

Se dice que un programa aprende de la experiencia E con respecto a algún

tipo de tareas S y medida de desempeño P , si su desempeño al realizar la

tarea T y medirlo con P , mejora con la experiencia E.

En este contexto, la experiencia sobre algún problema es un conjunto de ejemplos de

casos particulares en el que se incluyen las caracteŕısticas espećıficas (entradas) de cada

ejemplo y, para un caso de aprendizaje llamado aprendizaje supervisado, también se

incluyen las soluciones (salidas).

2.2.1. Reconocimiento de patrones

El tipo de problema de inteligencia artificial que se afronta en este trabajo pertenece a

la categoŕıa de reconocimiento de patrones. El concepto de reconocimiento de patrones

está relacionado con el reconocimiento humano, el cual se concibe como la estimación

del parecido relativo con que los datos de entrada pueden ser asociados con un conjunto

de poblaciones estad́ısticas conocidas, las que dependen de la experiencia pasada y que

forman pistas e información a priori para el reconocimiento. De este modo, el problema

de reconocimiento puede ser concebido como el de discriminar, clasificar o categorizar

la información de entrada, no entre patrones individuales sino entre poblaciones, por

medio de la búsqueda de caracteŕısticas o atributos invariantes entre los miembros de

una población [54].

Como se puede ver, los conceptos de aprendizaje automático y reconocimiento de patro-

nes están muy relacionados y hasta son utilizados como sinónimos en muchas ocasiones.

Una distinción útil es que el reconocimiento de patrones divide la solución del problema

en tres etapas (figura 2.4) muy bien definidas, el sensado, la extracción de caracteŕısticas

y la predicción, mientras que el aprendizaje automático se centra en las dos últimas.

Figura 2.4: Etapas del reconocimiento de patrones. La salida puede ser una categoŕıa
o un valor numérico continuo.
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Sensado. La etapa de sensado se refiere a la medición y representación de la infor-

mación obtenida. Por ejemplo, en el caso del audio, la medición se realiza con un sensor

o micrófono que capta las variaciones de presión en el aire y las convierte en una dife-

rencia de potencial eléctrico. Mediante un proceso de muestreo sobre la señal eléctrica

se registra una secuencia de valores continuos que indican la intensidad del sonido en

distintos instantes de tiempo. Finalmente, esta secuencia de valores se representa en un

vector donde cada elemento es la intensidad para un tiempo determinado.

Extracción de caracteŕısticas. En la etapa de extracción de caracteŕısticas se parte

desde el conjunto inicial de mediciones generado en la etapa de sensado y se produce

un conjunto de valores derivados comunmente llamados caracteŕısticas o features. Las

caracteŕısticas obtenidas deben ser informativas (aportar información útil para asociar

un caso particular a una de las poblaciones conocidas) y no redundantes para facilitar

la etapa de clasificación. Frecuentemente se busca que la salida de esta etapa tenga una

dimensión menor a la de los datos sensados. La reducción de la dimensión se puede dar

de una manera natural, como en el ejemplo a continuación, o utilizando alguna técnica

espećıfica como el análisis de componentes principales (PCA por su sigla en inglés). En

el caso del audio, las caracteŕısticas podŕıan ser algunas medidas acústicas calculadas

sobre el vector que contiene las intensidades en el tiempo. Shimmer por ejemplo, es

un indicador de las perturbaciones de amplitud que tiene una señal. La utilización de

shimmer como una de las caracteŕısticas para clasificar el audio produciŕıa dos efectos:

Por un lado, el clasificador recibiŕıa información sobre las perturbaciones de amplitud

que es dif́ıcil de obtener sobre la señal sin procesar. Por el otro lado, al calcular shimmer

sobre un audio de, por ejemplo, un segundo muestreado a 25 KHz, se obtiene un escalar,

entonces, si shimmer fuera la única caracteŕıstica utilizada, la dimensión se reduciŕıa de

25000 a 1.

Predicción. Por último, en la etapa de predicción hay una medida de salida, la cual

puede ser cuantitativa (como volumen de ventas, temperatura, etc.) o categórica (como

fraude/no fraude, ganador A/empate/ganador B, etc.), y que se desea predecir en base

al conjunto de caracteŕısticas obtenidas en la etapa anterior. Se cuenta con un conjunto

de datos de entrenamiento, en el cual se observan la salida y las caracteŕısticas para un

grupo de objetos (como voces, personas, etc.). En el aprendizaje supervisado, se utilizan

estos datos para construir un modelo de predicción capaz de predecir la salida para

nuevos objetos nunca antes vistos. Un buen modelo de predicción es aquel que predice

la salida con gran exactitud. Cuando la medida de salida es una variable categórica, en

lugar de predicción usualmente se llama clasificación a esta etapa, cuando la salida es

una variable continua, usualmente se la llama regresión [55].
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2.2.2. Aprendizaje supervisado y no supervisado

Se ha mencionado el aprendizaje supervisado, donde el modelo de predicción se ajusta

en base al conocimiento a priori. El nombre “supervizado” proviene de una metáfora

donde el alumno (modelo) aprende gracias a las correcciones del maestro. Formalmente,

se quiere predecir los valores de una o más variables de salida Y = [Y1, . . . , Ym] para un

conjunto dado de variables de entrada X⊺ = [X1, . . . , Xn]. Si x
⊺
i = [xi1, . . . , xin] son las

entradas del i -ésimo ejemplo de entrenamiento y yi es el vector de salida esperado, las

predicciones estarán basadas en las muestras de entrenamiento (x1,y1), . . . , (xL,yL),

donde L es la cantidad de ejemplos de entrenamiento. Continuando con la metáfora, el

“alumno” presenta una respuesta y′
i para cada xi del conjunto de entrenamiento, y el

supervisor o “maestro” provee la respuesta correcta (salida esperada) o la desviación

asociada con la respuesta del alumno. Esta desviación es usualmente representada por

una función error (loss) E(y,y′), por ejemplo, E(y,y′) = (y − y′)2 [55].

Existe otro tipo de aprendizaje, el no supervisado, donde los modelos se ajustan sin un

valor de salida esperada. En el aprendizaje no supervisado, el objetivo es inferir las pro-

piedades de la densidad marginal conjunta de los elementos del vector de caracteŕısticas

[55]. Este tipo de aprendizaje no será utilizado en el presente trabajo.

2.2.3. Clasificación

Suponiendo un problema de reconocimiento dem clases distintas denominadas ω1, . . . , ωm,

puede considerarse al espacio de las entradas compuesto por m regiones, donde cada una

de las cuales contiene a los elementos de una clase. La solución puede interpretarse como

la generación de ĺımites de decisión entre las regiones. Estos ĺımites pueden estar dados

por funciones de decisión o funciones discriminantes d1(x), . . . , dm(x), que son funciones

escalares de los vectores de entrada. La función que obtiene el mayor valor es la que

determina la pertenencia del vector a la clase correspondiente a esa función, es decir, si

di(x) > dj(x) para i, j = 1, . . . ,m y i ̸= j, entonces x pertenece a la clase ωi.

En los problemas, muy frecuentes, donde la salida solo puede pertenecer a una clase de

un total de dos clases (clasificación binaria), usualmente se utiliza una única función de

decisión d(x). Si d(x > 0), x pertenece a una clase, en caso contrario, a la otra.

2.2.3.1. Clasificador lineal

El caso más simple de función de decisión es la función de decisión lineal. El modelo

de clasificación que implementa esta función se llama clasificador lineal. Para un vector
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de entradas x⊺ = [x1, . . . , xn], la función de decisión lineal es d(x) = w1x1 + · · · +
wnxn+wn+1, donde los coeficientes wi ∈ R son los parámetros del clasificador. El vector

formado por todos los coeficientes se llama vector de parámetros w = [wi, . . . , wn+1]. Es

útil calcular el valor de la función de decisión como un producto entre vectores, para lo

cual el vector x se redefine como x⊺ = [x1, . . . , xn, 1], lo que lleva el nombre de vector

de entradas aumentado. Con el nuevo vector x, la función de decisión se puede calcular

como d(x) = wx.

Para el caso una clasificación binaria, x pertenecerá la clase ω1 si d(x) < 0 y pertenecerá

a la clase ω2 si d(x) > 0. Entonces, la frontera entre las clases en el espacio de las entradas

queda definida por el hiperplano d(x) = 0. En la figura 2.5 se muestra un ejemplo de

clasificador lineal. Los elementos de la clase ω1 están pintados de color amarillo y los

de ω2 en color azul. La función de decisión se ve como un plano inclinado y la frontera

entre las clases se indica con la ĺınea de puntos.

Figura 2.5: Ejemplo de función de decisión lineal en el espacio de las entradas.

El entrenamiento del modelo se realiza ajustando los valores del vector de parámetros

w. En primer lugar, se crea un vector y = [y1, . . . , yL] con las salida esperada para cada

vector de entradas, donde yj = −1 para xj ∈ ω1 y yj = 1 para xj ∈ ω2. Después,

se calcula el valor óptimo de w como la combinación de parámetros que minimiza la

función del error cuadrático medio mse = 1
L

∑L
j=1(yj −wxj)

2. Partiendo de la derivada

del error cuadrático medio con respecto a los parámetros ∂mse
∂w , se obtiene la expresión

del vector de parámetros óptimo w = (XX⊺)−1Xy⊺, donde X es la matriz formada por

los L vectores de entrada.
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Para un caso simple, donde el vector de entradas (no aumentado) tiene dimensión 2, el

espacio formado por las entradas y la salida tendrá dimensión 3 (como en la figura 2.5),

el hiperplano discriminante dimensión 2 y la frontera entre las clases, calculada a partir

de d(x) = 0 será x2 = −w1
w2

x1 − w3
w2

, una ĺınea recta (dimensión 1). Dado que la frontera

entre las clases es una ĺınea recta, este clasificador solo puede separar clases linealmente

separables. Esta es la gran limitación del clasificador lineal, ya que la mayoŕıa de los

problemas reales no son linealmente separables.

Existen varias estrategias para lidiar con los problemas no-linealmente separables. El

enfoque que se deriva del clasificador lineal es la función de decisión generalizada, donde

la función de decisión se define como d(x) = w1f1(x) + · · · + w2fq(x) + wq+1. Cada

fi(x) es una función real simple del vector de entradas completo. La última ecuación

representa una infinita variedad de funciones de decisión, dependiendo de la elección

de las fi(x) y de la cantidad de términos utilizados. Para el cálculo de los paráme-

tros, primero se realiza una transformación del vector de entradas. El vector utilizado,

x∗ = [f1(x), . . . , fq(x), 1]
⊺, está formado por los valores de las fi(x) previamente calcu-

lados, entonces el cálculo de los coeficientes se reduce a la misma expresión que la del

clasificador lineal.

2.2.3.2. Hiperparámetros

Las coeficientes w de la función de decisión son los parámetros que se ajustan durante

el aprendizaje. Todos los modelos de aprendizaje automático tienen un conjunto de

parámetros para ajustar, en las redes neuronales por ejemplo, son los pesos sinápticos. La

elección de los parámetros determina la calidad de la respuesta de un modelo. También

existe un conjunto de decisiones de mayor nivel que afecta el rendimiento de los modelos,

estos son los hiperparámetros. Los hiperparámetros representan las decisiones de diseño

de los modelos, por ejemplo las funciones y la cantidad de términos utilizados en un

clasificador basado en el concepto de la función de decisión generalizada. En el caso de

las redes neuronales, estos son la cantidad y tipo de capas, la cantidad de neuronas de

cada capa, las funciones de activación, la tasa de aprendizaje, etc.

2.2.4. Evaluación

La habilidad para predecir correctamente nuevos ejemplos que difieren de aquellos uti-

lizados durante el entrenamiento es conocida como generalización. En las aplicaciones

prácticas, la variabilidad de los vectores de entrada es tal que los datos de entrenamiento

comprenden solo una pequeña fracción de todos los vectores de entrada posibles, por lo

que la generalización es un objetivo central en el reconocimiento de patrones [56]. Para
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medir la calidad de las predicciones de un modelo y su capacidad de generalización, es

necesario definir métricas de rendimiento y procedimientos de evaluación.

2.2.4.1. Métricas

La valoración del rendimiento de los modelos con aprendizaje supervisado se lleva a cabo

mediante la comparación de las salidas (predicciones) del modelo para un conjunto de

datos de entrada y las salidas esperadas para los mismos datos.

En el caso de la predicción de valores continuos o regresión, la comparación entre las

salidas está basada en la magnitud de la diferencia. Las métricas más frecuentes son

el error cuadrático medio (usualmente llamado MSE por su sigla en inglés), la ráız del

error cuadrático medio (RMSE) y el error absoluto medio (MAE).

MSE =
1

L

L∑
j=1

(y − y′)2 (2.1)

RMS =

√√√√ 1

L

L∑
j=1

(y − y′)2 (2.2)

MAE =
1

L

L∑
j=1

|y − y′| (2.3)

La métrica RMS es preferible a MSE porque mide en la misma unidad en que se expresa

la salida [56]. Lo mismo pasa con MAE.

Para el caso de la clasificación, la métrica más utilizada es la exactitud o accuracy [57].

La exactitud se calcula como la relación entre la cantidad de casos bien clasificados y la

cantidad total de los casos L.

exactitud =
1

L

L∑
j=1

γ(yj , y
′
j) (2.4)

donde

γ(yj , y
′
j) =

{
0 si yj ̸= y′j

1 si yj = y′j
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Para modelos de clasificación es frecuente contabilizar las ocurrencias de cada una de las

combinaciones posibles de (yj , y
′
j) para formar una tabla llamada matriz de confusión.

La matriz de confusión es una tabla de contingencia que permite visualizar y calcular

información más detallada sobre el rendimiento del modelo. En los casos de clasificación

binaria, los nombres de las clases utilizadas suelen ser “positivo” o “P” y “negativo” o

“N”, indicando si se está en presencia o no de una situación que se pretende detectar,

como por ejemplo una patoloǵıa determinada. En la tabla 2.2 se muestra un ejemplo don-

de, sobre 190 ejemplos, hubo 100 verdaderos positivos (VP), es decir 100 casos positivos

que fueron predichos como positivos, 10 falsos positivos (FP), es decir casos negativos

que fueron predichos como positivos, 0 falsos negativos (FN) y 80 verdaderos negativos

(VN).

Tabla 2.2: Ejemplo de matriz de confusión para clasificación binaria.

Predicción
P N

R
ea
l P 100 0

N 10 80

En la tabla 2.2 (y en el resto del trabajo) se utilizaron las filas para ubicar las ocurrencias

de las clases reales y las columnas para las predicciones, pero en la literatura se puede

encontrar también la distribución contraria.

Partiendo de una matriz de confusión como la de la tabla 2.2, la exactitud se puede

calcular como:

exactitud =
V P + V N

V P + V N + FP + FN

Además de la exactitud, la matriz de confusión de un caso de clasificación binaria, se

puede utilizar para calcular otras métricas útiles para la evaluación de un modelo, como

por ejemplo la sensibilidad y la especificidad. En base a estas métricas se suele realizar

un gráfico llamado curva ROC, donde se puede ver cómo reacciona el modelo cuando se

le ponderan los errores (FP y FN). Si bien estos indicadores de calidad son importantes,

no se pueden aplicar en este trabajo porque la clasificación del grado general de disfońıa

no es binaria, por lo tanto no se profundiza en ellos.

Para los casos de clasificación multiclase, la matriz de confusión contiene los nombres de

cada clase en lugar de “P” y “N”. La tabla 2.3 muestra un ejemplo para las clases “A”,

“B”, “C” y “D”.



23

Tabla 2.3: Ejemplo de matriz de confusión para clasificación multiclase.

Predicción
A B C D

R
ea
l

A 10 5 4 1
B 11 11 7 6
C 2 6 1 8
D 5 3 9 13

Con la matriz de confusión de la tabla 2.3, la exactitud se puede calcular como el cociente

entre la suma de los elementos de la diagonal principal y la suma de todos los elementos

de la tabla.

2.2.4.2. Sobreajuste

Un problema habitual en aprendizaje automático es que los modelos se ajusten a los

datos de entrenamiento en lugar de generalizar. Este comportamiento se llama sobre-

entrenamiento o sobreajuste (overfitting). Por un lado, para resolver problemas reales

los modelos de predicción usualmente necesitan un alto grado de complejidad, es decir,

muchos grados de libertad en la función de decisión. Por otro lado, un modelo complejo

es propenso al sobreajuste.

En la figura 2.6 se puede ver un ejemplo de sobreajuste utilizando un problema de

regresión. El objetivo es la función t = sin(2πx) y el modelo de predicción utiliza un

polinomio de grado M . Se muestra el mejor ajuste de los polinomios de grado M = 0, 2, 3

y 9 a los datos de entrada, que son los puntos marcados con ćırculos azules (muestreados

sobre t y con ruido añadido). Si se observan las curvas completas (todos los puntos),

claramente el polinomio de grado M = 3 es el que mejor se ajusta a la curva, aunque

coincide de forma casi exacta con pocos valores del vector de entradas. El polinomio

de grado M = 9 se ajusta de forma perfecta a los datos, pero la curva obtenida oscila

fuertemente y el ajuste a t es muy pobre.

Los factores que inducen al sobreajuste son principalmente la complejidad del modelo,

la cantidad (pequeña) de datos y el tiempo de entrenamiento. En la siguiente sección

se verá cómo tener en cuenta el sobreajuste durante la evaluación del modelo y en la

sección 2.2.6 se volverá sobre el tema para presentar algunas técnicas que permiten lidiar

con el problema.
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Figura 2.6: Ejemplo de sobreajuste con el ajuste de un polinomio de grado M a la
curva de la función t = sin(2πx) [56].

2.2.4.3. Esquemas de evaluación

El nivel de generalización de un modelo de predicción está relacionado con la capaci-

dad de predicción sobre un conjunto de datos independiente. T́ıpicamente un modelo

tiene hiperparámetros que vaŕıan su complejidad y se desea encontrar el conjunto de

hiperparámetros que minimice el error de predicción. Es importante notar que existen

en realidad dos objetivos distintos que se debe tener en mente:

Selección del modelo: estimación del rendimiento de distintos modelos (distintos con-

juntos de hiperparámetros) con el objetivo de elegir el mejor.

Evaluación del modelo: estimación del rendimiento, sobre datos nuevos, del modelo

elegido.

El mejor enfoque para ambos problemas, aunque depende de la cantidad de datos con

que se cuenta, es dividir aleatoriamente los datos en tres conjuntos, un juego de datos

de entrenamiento, uno de validación y uno de test. Los datos de entrenamiento son

utilizados para ajustar los parámetros de los modelos, los datos de validación se utilizan

en la estimación del rendimiento de cada modelo para la elección del mejor y los datos

de test se usan para evaluar el rendimiento del modelo final elegido. El conjunto de test
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se debe mantener separado y ser utilizado solo al final del proceso, en caso contrario, se

puede producir una adaptación de los hiperparámetros a estos datos [55].

Frecuentemente la cantidad de datos para entrenamiento y pruebas es limitado y, para

construir buenos modelos, se desea utilizar en el entrenamiento la mayor cantidad posible

de datos disponibles. Sin embargo, si el conjunto de validación es pequeño, dará una

estimación poco confiable de la calidad de la predicción. Una solución a este dilema es

utilizar la validación cruzada [56].

Validación cruzada El método de validación cruzada o k-fold permite utilizar todos

los datos de entrenamiento y validación tanto para entrenar como para validar el modelo.

Los datos destinados a este fin se dividen aleatoriamente en k subconjuntos o folds del

mismo tamaño. La validación se realiza en k iteraciones. En cada iteración se elige un

fold para validación y el resto para entrenamiento. El rendimiento se calcula como la

media de los k rendimientos obtenidos.

En la figura 2.7 se muestra el esquema de entrenamiento, validación y test utilizando

validación cruzada para k = 5. En la parte superior de la figura se representa la división

del conjunto total de datos en dos subconjuntos llamados entrenamiento/validación y

test. El primer subconjunto se divide en 5 folds y con estos se forman las 5 combinaciones

(splits) de conjuntos de entrenamiento y validación, donde los datos de validación se

muestran en color celeste y los de entrenamiento en gris claro. Los 5 splits se utilizan

durante el proceso de selección del modelo, mientras que los datos reservados para el

test se usan en la evaluación del modelo final.

Figura 2.7: Esquema de división de datos en subconjuntos de entrenamiento/valida-
ción y test con aplicación posterior de validación cruzada sobre los datos de entrena-

miento/validación.
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2.2.5. Redes neuronales artificiales

Al intentar construir máquinas inteligentes surge de forma natural un modelo: la mente

humana. Por lo tanto, una idea obvia en el campo de la inteligencia artificial es la de

simular directamente el funcionamiento del cerebro en una computadora [52]. Desde la

perspectiva de las aplicaciones prácticas del reconocimiento de patrones, el “realismo

biológico” impondŕıa restricciones completamente innecesarias [56], por lo tanto, si bien

las redes neuronales artificiales están inspiradas en el modelo biológico, se debe pensar en

ellas como modelos que extraen combinaciones lineales de las entradas, convirtiéndolas

en caracteŕısticas (features) derivadas y después modelan la salida como una función no

lineal de esas caracteŕısticas [55]; no como una simulación del cerebro.

2.2.5.1. Perceptron

El perceptron fue ideado por Frank Rosenblatt en 1958 y es el primer modelo de neurona

artificial. Es un método de aprendizaje supervisado que realiza una clasificación binaria

en base a una transformación lineal, al igual que el clasificador lineal presentado en la

sección 2.2.3.1.

El perceptron representa una neurona biológica donde las dendritas son las entradas

del perceptron, el axón es la salida, las sinapsis son los coeficientes de la función de

decisión y el comportamiento (muy simplificado) se replica acumulando la intensidad de

los impulsos recibidos que, al superar cierto umbral, “activan” la neurona emitiendo una

señal por la salida. En la figura 2.8

Figura 2.8: Esquema del perceptron.

Para el vector de entrada x = [x1, x2, ..., xN ], un vector de pesos w = [w1, w2, ..., wN ], el

umbral de activación θ y la función umbral (también threshold o hard-lim) f , la salida

y′ del perceptron se calcula como:

y′ = f

(( N∑
i=1

wixi

)
− θ

)
(2.5)
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Es común llamar Net a la suma ponderada de las entradas
∑N

i=1wixi para simplificar

las expresiones. Entonces, en la ecuación 2.5:

f(Net, θ) =

{
0 si Net− θ < 0

1 si Net− θ ≥ 0

Para hacer más simple el cálculo, usualmente se incluye el umbral θ dentro de Net

añadiendo un nuevo peso sináptico w0 = −θ. Para esto se redefine el vector de entrada

como x = [1, x1, x2, ..., xN ] con el mismo criterio utilizado al aumentar el vector de

entrada del clasificador lineal. A partir de estos cambios, la salida se calcula como:

y′ = f

(
N∑
i=0

wixi

)
(2.6)

donde

f(Net) =

{
0 si Net < 0

1 si Net ≥ 0

En la figura 2.9 se muestra el esquema más usual del perceptron, donde se reflejan los

cambios realizados sobre el umbral. Notar la entrada fija en 1 del peso w0.

Figura 2.9: Esquema del perceptron para w0 = −θ y vector de entrada aumentado.

El ajuste de los pesos del perceptron se realiza con la siguiente ley de aprendizaje:

∆wi = α(y − y′)xi (2.7)

donde y es la salida esperada y α es la tasa de aprendizaje. El proceso es el siguiente:

Inicializar los pesos con valores aleatorios.

Mientras error > 0 para algún vector de entradas, hacer:
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• Ejecutar ciclo completo de entrenamiento (epoch). Mientras existan vectores

de entrenamiento hacer:

◦ Tomar un vector entrada/salida del conjunto de datos de entrenamiento.

◦ Calcular la salida y′ = f
(∑N

i=0wixi

)
◦ Calcular el error = y − y′

◦ Calcular ∆wi = α(y − y′)xi

◦ Modificar los pesos haciendo wit+1 = wit +∆wi

Notar que tal como está declarado el método, y a menos que se defina una cantidad

máxima de ciclos, el entrenamiento termina solo cuando todos los vectores están bien

clasificados.

El perceptron tiene la misma desventaja que el clasificador lineal, solo es capaz de

clasificar correctamente las entradas de problemas linealmente separables. El problema

clásico para ejemplificar las clases no-linealmente separables es el de la compuerta XOR

(figura 2.10), donde resulta obvio que una linea recta no puede separar los puntos (0,0)

y (1,1) de los puntos (0,1) y (1,0) en el espacio de las entradas.

Figura 2.10: Problema de clases no-linealmente separables ejemplificado con la com-
puerta XOR.

El análisis de la compuerta XOR es interesante porque permite vislumbrar la solución

para que las redes neuronales, a pesar de realizar transformaciones lineales en su interior,

puedan resolver problemas de clases no-linealmente separables.

Una compuerta XOR se puede construir con otras compuertas, por ejemplo las del

circuito lógico de la figura 2.11.

Figura 2.11: Uno de los circuitos lógicos posibles para crear una compuerta XOR a
partir de compuertas AND, OR y negadores.
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Si tres perceptrones (P1, P2 y P3) se entrenan, por separado, para funcionar como cada

una de las compuertas del circuito de la figura 2.11 y después se conectan como en la

figura 2.12, se podŕıa predecir el comportamiento de la compuerta XOR.

Figura 2.12: Conexión de tres perceptrones para predecir la salida de una compuerta
XOR.

En la figura 2.13 se muestran las tablas de verdad de las compuertas C1 (AND con la

segunda entrada negada) y C2 (AND con la primera entrada negada) y las fronteras

entre clases en el espacio de las entradas para los perceptrones P1 y P2 entrenados. Es

fácil ver que una linea recta puede resolver ambos casos porque para las dos compuertas

solo una de las combinaciones pertenece a la clase de salida “1”.

Figura 2.13: Clasificación de la salida de las compuertas C1 con el perceptron P1
(arriba) y de la compuerta C2 con el perceptron P2 (abajo).

El perceptron P3 se entrena para funcionar como una compuerta OR, lo que también

se puede lograr fácilmente porque una sola de sus salidas pertenece a la clase “0”. En la

figura 2.14 se puede ver la tabla de verdad de la compuerta OR incluyendo las verdaderas
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entradas de la compuerta C3, que son las salidas de C1 y C2. El perceptron P3 funciona

como una compuerta OR, por lo tanto no podŕıa predecir la salida de una compuerta

XOR a partir de las entradas x1 y x2, pero śı lo puede hacer en el nuevo espacio c1 - c2

formado por las salidas intermedias del circuito de la figura 2.12. La función de activación

escalón introduce una no-linealidad que evita que las sucesivas transformaciones lineales

se conviertan en una sola transformación lineal.

Figura 2.14: Clasificación de la salida de la compuerta C3 con el perceptron P3. En
la tabla de verdad, la salida y se calcula para las entradas c1 y c2, no para x1 y x2.

Como conclusión, una red de perceptrones es capaz de predecir la salida de una com-

puerta XOR si utilizamos el conocimiento del dominio del problema para determinar el

valor de los pesos sinápticos. Esta conclusión se puede extender a cualquier problema

con clases no-linealmente separables.

La conclusión del párrafo anterior es cierta, pero no implica que una red formada por

perceptrones sea capaz de resolver este tipo de problemas en casos reales porque no es

posible entrenarla. Si se cuenta con conocimiento del dominio del problema, sencilla-

mente no tiene sentido utilizar una red neuronal para resolverlo. Si no se cuenta con este

conocimiento, tampoco se conoce la salida esperada para los perceptrones P1 y P2, por

lo tanto, no es posible ajustar sus pesos. El desaf́ıo es encontrar un método que permi-

ta ajustar los parámetros a pesar de no conocerse los valores esperados de las salidas

intermedias.

Se suele generar una confusión relacionada con este tema. Uno de los modelos más exi-

tosos de aprendizaje automático son las redes neuronales con conexiones hacia adelante

(feed-forward neural networks), también llamadas perceptrones multicapa (multilayer

perceptrons). En realidad, “perceptron multicapa” es un nombre inapropiado, porque

el modelo está compuesto por múltiples capas de modelos de regresión loǵıstica (con

no-linealidades continuas), en lugar de perceptrones (con no-linealidades discontinuas)

[56].

2.2.5.2. Adaline

Adaline (ADAptative LINear Element) es un modelo de red neuronal artificial que tiene

dos diferencias con respecto al perceptron.
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La primera diferencia es la función de activación, en Adaline se utiliza una función lineal.

La salida de Adaline es directamente y′ = Net. Si este modelo se aplica a una predicción

del tipo regresión (cosa imposible para el perceptron), la salida utilizada es Net. En el

caso de la clasificación, será necesario utilizar una función escalón en algún momento.

En este punto, hay distintos criterios en la bibliograf́ıa. Algunos autores plantean que

la función de activación de Adaline es lineal y, fuera del modelo, se aplica una función

umbral para determinar la clase. Otros autores plantean que la salida de Adaline es

binaria, pero que el error para la modificación de los pesos se calcula antes de la función

de activación. Si bien el resultado es el mismo, esta diferencia suele generar confusiones.

En este trabajo se utiliza el primer enfoque. En la figura 2.15 se muestra el esquema del

modelo.

Figura 2.15: Esquema de Adaline.

La segunda diferencia es la ley de aprendizaje. En Adaline se utiliza la regla delta,

basada en el mı́nimo error cuadrático medio (Least Mean Squared o LMS error). Los

pesos de la red se ajustan mediante una búsqueda guiada por el gradiente descendiente

de la función del error.

Antes de abordar la explicación de la regla delta se realiza un cambio en los nombres de

algunas variables para facilitar el desarrollo de la sección 2.2.5.3:

O: salida de la red (por output). En Adaline O =
∑N

i=0wixi = Net.

k: identificador de un vector de entrenamiento.

E: error cuadrático medio. E = 1
2L

∑L
k=1(yk − Ok)

2, donde L es la cantidad de

vectores de entrenamiento.

La adaptación de los pesos se lleva a cabo a través de una búsqueda sobre la superficie

del error. Para encontrar el mı́nimo de la función del error los pesos se modifican en

cantidades proporcionales al gradiente decreciente de la función E. La ley de aprendizaje

se define como:

∆wik
= −α

∂Ek

∂wi
(2.8)
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donde α es la tasa de aprendizaje.

Aplicando la regla de la cadena,

∂Ek

∂wi
=

∂Ek

∂Ok

∂Ok

∂Netk

∂Netk
∂wi

∂Ek

∂Ok
=

∂
(
1
2(yk −Ok)

2
)

∂Ok
=

1

2
2(yk −Ok)(−1) = −(yk −Ok)

∂Ok

∂Netk
= 1 (2.9)

∂Netk
∂wi

=
∂
(∑N

l=1wlxkl

)
∂wi

=
∂ (w0x0 + · · ·+ wixi + · · ·+ wNxN )

∂wi

=
∂ (wixi)

∂wi
= xi

Llamando δ = ∂Ek
∂Ok

∂Ok
∂Netk

, la regla delta queda definida como:

∆wik
= −αδ xi

= −α (−(yk −Ok))xi

= α(yk −Ok)xi (2.10)

Finalmente, la expresión de la ley de aprendizaje de Adaline (ecuación 2.10) es igual a

la del perceptron (2.2.5.1), pero en el caso de Adaline el error puede tomar cualquier

valor en R.

El método de entrenamiento también es similar al del perceptron, con la diferencia de

que el error nunca es cero, aśı que se necesita otra condición de corte. T́ıpicamente se

corta el entrenamiento cuando se llega a un umbral de error previamente definido.

En cuanto a las limitaciones, Adaline solo puede clasificar problemas que sean lineal-

mente separables. La conexión en capas de unidades Adaline, como se hizo en la sección

anterior con perceptrones, no tiene sentido. Como no hay no-linealidades en las funciones

de activación, Adaline realiza una transformación lineal de las entradas. Las transfor-

maciones lineales sucesivas se pueden resumir en una sola transformación, por lo tanto,

conectar Adalines en capas da el mismo resultado que una sola neurona Adaline.
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2.2.5.3. Redes con conexiones hacia adelante

Se ha visto que conectar neuronas (no lineales) en capas puede resolver problemas de

clasificación con clases no-linealmente separables. En esta sección se presenta un método

para ajustar los pesos de redes neuronales multicapa.

Una red neuronal con conexiones hacia adelante o feed-forward es una red donde las

neuronas se disponen en capas y cumplen con las siguientes condiciones:

Todas las neuronas de una capa conectan su salida a una de las entradas de cada

una de las neuronas de la capa siguiente (conexiones hacia adelante). Se dice que

estas redes están densamente conectadas.

No hay conexiones hacia neuronas de capas anteriores.

No hay conexiones con neuronas de la misma capa.

En la figura 2.16 se muestra un esquema de red feed-forward de tres capas o una capa

oculta.

Figura 2.16: Esquema de red neuronal con conexiones hacia adelante de tres capas.

Los nodos xi de la figura 2.16 son las neuronas de la capa de entrada, aunque en realidad

no ejecutan ningún cálculo ni tienen parámetros para ajustar, sus salidas son directa-

mente los valores de los A elementos del vector de entradas. Los nodos hi (por hidden)

son las neuronas que forman la única capa oculta del ejemplo. En principio no hay ĺımite

en la cantidad de capas ocultas, ni una cantidad de neuronas definida para cada capa.

Los nodos Oi son las neuronas de la capa de salida. Si la red se aplica en un caso de

clasificación, la cantidad de neuronas de la capa de salida es la cantidad de clases. Si

se trata de un caso de regresión, la capa de salida usualmente tendrá una sola neurona
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y función de activación lineal [55]. En la figura, el primer sub́ındice de los coeficientes

indica la capa (1 para la capa oculta y 2 para la de salida), y los dos sub́ındices siguientes

la i-ésima entrada de la neurona j.

Todas las neuronas de una capa tienen la misma función de activación. Estas funciones

deben ser continuas, derivables y no decrecientes. La función más utilizada (por lo menos

hasta la aparición del aprendizaje profundo) es la función sigmoidal [58]:

f(z) =
1

1 + e−z

con derivada:

∂f(z)

∂z
= f(z) (1− f(z))

Esta función, junto a la tangente hiperbólica, es muy utilizada porque tiene forma de

escalón suavizado. La tangente hiperbólica vaŕıa entre -1 y 1, mientras que la función

sigmoidal lo hace entre 0 y 1. Al reemplazar la función de activación lineal, en la regla

delta cambia la ecuación 2.9. Por ejemplo, si las neuronas de salida tienen activación

sigmoidal, la salida se calcula como:

Oj = f(Netj) =
1

1 + e−Netj

y la derivada de la salida con respecto a Net:

∂Oj

∂Netj
=

1

1 + e−Netj

(
1− 1

1 + e−Netj

)
= Oj(1−Oj)

El ajuste de los pesos se lleva a cabo con una variante de la regla delta llamada regla

delta generalizada o retropropagación (backpropagation). Cada paso o ciclo del método

tiene dos fases. En la primera fase, se toma un vector de entrada y se lo propaga hacia

adelante, a través de todas las capas, hasta calcular la salida. En la segunda fase se

calcula el error de la capa de salida y se lo propaga hacia atrás, calculando el error de

las neuronas de las capas ocultas en base al error cometido por las neuronas de la capa

siguiente ponderado por los pesos que las conectan. Una vez calculados los errores, se

modifican los pesos. Los pasos son:

Inicializar los pesos con valores aleatorios

Mientras no se alcance un error aceptable o el ĺımite de ciclos:
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• Ejecutar ciclo completo de entrenamiento (epoch). Mientras existan vectores

de entrenamiento hacer:

◦ Tomar un par entrada/salida del conjunto de datos de entrenamiento.

◦ Calcular la salida de cada capa hasta llegar a la capa de salida.

◦ Calcular el error de las neuronas de la capa de salida.

◦ Calcular el error de las neuronas de la última capa oculta.

◦ Repetir el punto anterior para todas las capas ocultas (desde la salida

hacia la entrada).

◦ Calcular los ∆wi de cada neurona en función de su propio error.

◦ Modificar los pesos.

A continuación se muestran, como ejemplo, las expresiones de cálculo que se utilizaŕıan

durante el entrenamiento del modelo de la figura 2.16 para funciones de activación

sigmoidales.

Salida de la capa oculta:

Net1j =
A∑
i=0

w1ijxi

hj =
1

1 + e−Net1j

Salida de la capa de salida:

Net2j =

B∑
i=0

w2ijhi

Oj =
1

1 + e−Net2j

Errores de la capa de salida:

δ2j = Oj(1−Oj)(yj −Oj)

Errores de la capa oculta:

δ1j = hj(1− hj)
C∑
i=1

δ2iw2ji
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Ajuste de pesos de la capa de salida:

∆w2ij = −αδ2jhi

w2ij(t+1) = w2ij(t) +∆w2ij

Ajuste de pesos de la capa oculta:

∆w1ij = −αδ1jxi

w1ij(t+1) = w1ij(t) +∆w1ij

Error cuadrático medio:

E =
1

L

L∑
k=1

C∑
j=1

δ22jk

donde L es la cantidad de vectores de entrenamiento.

Las decisiones de diseño de las redes neuronales, como la cantidad de capas ocultas, la

cantidad de neuronas de cada capa oculta, las funciones de activación, las distribuciones

de los valores aleatorios de inicialización de los pesos y la tasa de aprendizaje, entre

muchas otras, no tienen recomendaciones generales que funcionen en todos los casos.

Existen enfoques de diseño basados en búsquedas en el espacio de los hiperparámetros

para definir la arquitectura. Algunos comienzan con modelos simples que crecen en

complejidad hasta lograr resultados aceptables y otros siguen el orden inverso.

2.2.6. Aprendizaje profundo

El aprendizaje profundo (deep learning) es la evolución de las redes neuronales artificia-

les. El término enfatiza que ahora es posible entrenar redes neuronales más profundas que

antes, es decir con mayor cantidad de capas, y pone el foco de atención en la importancia

de esta profundidad. Este nuevo término va más allá de la perspectiva neurocient́ıfica

utilizada en la generación anterior de modelos de aprendizaje automático. Apela a un

principio más general de aprendizaje compuesto de múltiples niveles y que se puede apli-

car en contextos de aprendizaje automático que no están necesariamente inspirados en

la neurociencia. Hoy la neurociencia se considera una fuente importante de inspiración

para los investigadores de aprendizaje profundo, pero ya no es la gúıa predominante [57].
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Las redes neuronales profundas han superado a los sistemas de inteligencia artificial,

tanto basados en otras tecnoloǵıas de aprendizaje automático, como diseñados con fun-

cionalidades ad hoc [57]. Hoy son el estado del arte para la amplia mayoŕıa de tareas de

reconocimiento de patrones.

El aprendizaje profundo es resultado de (muchos) avances sobre distintos temas propios

de las redes neuronales, como también de avances tecnológicos más generales, por ejem-

plo el aumento de la capacidad de cálculo, la posibilidad de paralelizar operaciones, la

conectividad y la creciente cantidad de datos disponibles.

Una de las particularidades que distingue al aprendizaje profundo, y que probablemente

sea la causa de su buen desempeño, es la capacidad para aprender representaciones

complejas de caracteŕısticas y ajustar los parámetros del clasificador al mismo tiempo

[59]. En esta tecnoloǵıa, tal como lo ilustra la figura 2.17, la extracción de caracteŕısticas

se hace en el mismo modelo que la clasificación.

Figura 2.17: Esquema de aprendizaje profundo donde se resalta la integración de la
extracción de caracteŕısticas y la clasificación en el mismo modelo.

El neocognitron, creado en 1982 por Fukushima [60], es considerado por muchos au-

tores el primer modelo de aprendizaje profundo. Es un modelo extremo a extremo de

aprendizaje automático que reconoce caracteres escritos a mano. Su arquitectura se ins-

pira en la naturaleza jerárquica del procesamiento de señales en la corteza visual de

los mamı́feros. Está formado por capas llamadas simples y complejas similares a las ca-

pas de convolución y pooling utilizadas actualmente. Esta red reconoce jerárquicamente

patrones visuales simples en las primeras capas y más complejos en las siguientes, co-

mo los modelos actuales de aprendizaje profundo, aunque el método de entrenamiento

es distinto y más complicado. Recién en 1989, LeCun et al. [61] aplican el método de

retropropagación a un modelo muy parecido al neocognitron y comienza la nueva era

de las redes neuronales. A continuación se mencionan los cambios más importantes que

hicieron posible esta revolución y que son relevantes para este trabajo.

2.2.6.1. Funciones de activación

Una de las complicaciones para entrenar redes neuronales con muchas capas es que el

gradiente de la función del error se desvanece a medida que se propaga. La causa son
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las regiones de derivada casi nula en las funciones de activación sigmoidal y tangente

hiperbólica. Este problema fue descubierto en la década de 1990 [62, 63]. En el año 2011

Glorot et al. [64] demuestran que la función de activación ReLU (por Rectified Linear

Unit) reduce el efecto de desvanecimiento. Con ReLU los modelos t́ıpicamente aprenden

mucho más rápido que con las anteriores funciones de activación [57, 65]. En el presente,

y a pesar de una gran cantidad de variantes, ReLU es la función de activación más

popular [57].

En la tabla 2.4 se muestran algunas de las funciones de activación más comunes y en la

figura 2.18 se pueden ver sus respectivas curvas. Algunas de estas funciones introducen

“mejoras” como, por ejemplo, tener derivada no nula para z < 0, en los casos de Leaky

ReLU y PReLU (por parametric), o transición suave para z = 0 en el caso de ELU (por

exponential).

Tabla 2.4: Funciones de activación

Función Expresión f(z) Derivada f ′(z) Rango

Sigmoidal
1

1 + e−z
f(z)(1− f(z)) [0, 1]

Tan. Hiperbólica tanh(z) 1− tanh(z)2 [−1, 1]

ReLU máx(0, z)

{
0 si f(z) ≤ 0
1 si f(z) > 0

[0,∞]

Leaky ReLU

{
0, 01z si z ≤ 0

z si z > 0

{
0, 01 si z ≤ 0

1 si z > 0
[−∞,∞]

PReLU

{
αz si z ≤ 0
z si z > 0

{
α si z ≤ 0
1 si z > 0

[−∞,∞]

ELU

{
α(ez − 1) si z ≤ 0

z si z > 0

{
αez si z ≤ 0

1 si z > 0
[−α,∞]

2.2.6.2. Redes neuronales convolucionales.

Parte del éxito del aprendizaje profundo se debe a nuevos tipos de neuronas, capas de

neuronas u operaciones que componen las redes neuronales. Además de las capas de

neuronas densamente conectadas con conexiones hacia adelante (capas densas) vistas

en la sección 2.2.5.3, son muy utilizadas las neuronas recursivas, las Long short-term

memory (LSTM), las capas de convolución y las capas de pooling. De las mencionadas,

las dos primeras se aplican sobre series temporales, en problemas relacionados con el

lenguaje por ejemplo, y no son relevantes para esta trabajo.
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Figura 2.18: Funciones de activación sigmoidal, tangente hiperbólica, ReLU, Leaky
ReLU, PReLU (para α = 0, 3) y ELU (para α = 0, 6).

Las redes neuronales convolucionales (CNN por su sigla en inglés) son un caso particular

de red con conexiones hacia adelante cuyas neuronas no están densamente conectadas.

Han sido diseñadas para procesar datos en forma de arreglos (arrays), donde la ubicación

de los elementos es parte de la información, como por ejemplo los pixeles de una imagen.

Sobre este tipo de datos las CNN son muchos más fáciles de entrenar y generalizan mucho

mejor que las redes que solo tienen capas de neuronas densas [58]. En el caso del audio, si

está sin procesar es un arreglo de dimensión 1 y si se usa una representación frecuencial,

como el espectrograma, se convierte en un arreglo 2D al igual que una imagen. En ambos

casos es importante la ubicación de cada dato y la relación con los datos vecinos.

Hay cuatro conceptos fundamentales detrás de las CNN que aprovechan las propiedades

de las señales naturales: conexiones locales, pesos compartidos, pooling y el uso de muchas

capas [58].

La arquitectura de una CNN t́ıpica está formada por una serie de etapas. Las primeras

etapas se componen de dos tipos de capas, las capas convolucionales y las capas de

pooling.

Capas de convolución Cada neurona de una capa de convolución, al igual que las

neuronas de las capas densas, realiza una transformación lineal de sus entradas antes de

la aplicación de la función de activación. La salida de la neurona j se define como:

sj = f(

N∑
i=0

wij xi)
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donde f() es la función de activación, xi es la entrada i, wij es el peso sináptico corres-

pondiente a la entrada i de la neurona j y w0j es el término independiente o bias de la

neurona j (x0 = 1).

Las neuronas en una capa de convolución se organizan en mapas de caracteŕısticas

(feature maps), dentro de los cuales cada unidad está conectada a regiones determinadas

de los mapas de caracteŕısticas de la capa anterior a través de un conjunto de pesos

llamado kernel o filter bank. Todas las neuronas del mismo mapa de caracteŕısticas

comparten el mismo kernel. Mapas de caracteŕısticas distintos en una capa usan kernels

diferentes. En la figura 2.19 se ilustra la conexión de las neuronas. En el ejemplo de

la figura, las neuronas de la derecha se conectan a los elementos de la capa anterior

(izquierda) mediante un kernel de tres pesos. Se puede ver que cada neurona no se

conecta a todos los elementos de la capa anterior, sino que tiene un “campo receptivo”

acotado. Cada uno de los tres pesos se dibujó con un color y estilo de linea distinto para

reforzar la idea de que son compartidos. Notar que, por ejemplo, el primer peso de la

primera neurona es igual al primer peso de la segunda neurona.

Figura 2.19: Pesos compartidos por neuronas del mismo mapa de caracteŕısticas de
una CNN. Las neuronas de la derecha tienen un campo receptivo de tamaño = 3 sobre

la capa anterior (izquierda).

Las neuronas de la misma posición de mapas de caracteŕısticas distintos comparten el

campo receptivo, es decir, se conectan a las mismas entradas. De esta forma la salida

de una capa de CNN es la convolución discreta de las entradas por los kernels. Una vez

entrenada la red, cada kernel se especializa en reconocer o transformar cierto patrón de

los datos de entrada.

La razón para esta arquitectura es doble. En primer lugar, en un arreglo los grupos

locales de valores frecuentemente forman patrones fácilmente detectables. En segundo
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lugar, las distribuciones estad́ısticas locales de las imágenes y otras señales (como el

audio) son invariantes a la ubicación. En otras palabras, si un patrón puede aparecer

en una parte del arreglo, este puede aparecer en cualquier parte, de ah́ı la idea de que

neuronas en diferentes ubicaciones compartan los mismos pesos y detecten los mismos

patrones en distintas partes del arreglo [58].

En la figura 2.20 se muestra el campo receptivo de dos neuronas de un mapa de carac-

teŕısticas. Si se piensa en la operación de convolución discreta, donde los pesos del kernel

son los valores de la máscara de convolución, cada neurona representa uno de los lugares

donde se posiciona la máscara sobre la entrada. En el caso de la figura, el tamaño del

kernel o máscara es 3× 4. Además del tamaño es necesario definir la cantidad de pasos

(strides) de desplazamiento vertical y horizontal, es decir la cantidad de elementos de

diferencia entre una posición y la posición contigua. En este caso, el campo receptivo se

mueve dos elementos en ambos sentidos. Otra decisión que se debe tomar es qué pasa

con los bordes. La máscara no puede tener elementos fuera del espacio de la entrada, por

lo tanto no todos los valores de entrada tienen la misma probabilidad de pertenecer a un

campo receptivo o de ser multiplicados por determinado peso aunque los desplazamien-

tos fueran (1, 1). Es común agregar elementos nulos alrededor de la entrada para que la

máscara pueda abarcar más valores. Esta técnica se llama padding. En las libreŕıas de

aprendizaje profundo generalmente se manejan dos tipos de padding : “valid”, que indica

que la máscara solo se posiciona en lugares válidos de la entrada original, y “same”, que

indica que se agregarán tantos valores nulos alrededor de la entrada como sean necesarios

para que el tamaño del mapa de caracteŕısticas sea igual al tamaño de la entrada.

Capas de pooling Las capas de agrupación o pooling tienen una mecánica similar

a las capas de convolución, en el sentido de que cada elemento tiene su propio campo

receptivo y realiza la misma operación que los elementos vecinos. Estas capas no se

ajustan, no tienen pesos y su funcionamiento no cambia durante el entrenamiento. La

salida de cada elemento se calcula como el valor máximo (max pooling) o el valor medio

(average pooling) del campo receptivo. A diferencia de las capas de convolución, donde

usualmente los campos receptivos de una neurona se forman sobre todos los mapas de

caracteŕısticas de la capa anterior, en las capas de pooling generalmente existe un mapa

de caracteŕısticas por cada mapa de caracteŕısticas de la capa anterior.

Mientras que la función de la capa de convolución es detectar conjunciones locales de

caracteŕısticas de la capa anterior, la función de la capa de pooling es fusionar varias

caracteŕısticas semánticamente similares en una. Debido a que las posiciones relativas de

las caracteŕısticas que forman un patrón pueden variar, la detección confiable del patrón

se puede realizar haciendo un “granulado grueso” de la posición de cada caracteŕıstica,
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Figura 2.20: Campo receptivo de una neurona de una CNN para un kernel de tamaño
3× 4, desplazamiento vertical 2, desplazamiento horizontal 2 y padding = “valid”.

lo que reduce la dimensión de la representación y aporta invariancia a pequeños cambios

y distorsiones [58].

En las CNN es común que se combinen algunas capas de convolución intercaladas con

capas de pooling (para la extracción de caracteŕısticas) y capas densas al final (para la

clasificación). La retropropagación del gradiente del error a través de una CNN es tan

simple como a través de una red con capas densas, lo que permite entrenar los pesos

de todos kernels [58]. En la figura 2.21 se muestra como ejemplo la red LeNet5, para

reconocimeinto de caracteres, presentada por LeCun et al. en 1998. Se pueden ver dos

capas de convolución (la primera con 6 mapas y la segunda con 16), dos capas de pooling

(subsampling) y tres capas densas.

2.2.6.3. Regularización

Las redes neuronales profundas son modelo complejos, con muchos parámetros para

ajustar, lo que las hace propensas al sobreajuste. Goodfellow et al. definen a la re-

gularización como “Cualquier modificación que podemos hacer sobre un algoritmo de

aprendizaje con el objetivo de reducir su error de generalización pero no su error de

entrenamiento” [57]. Es decir, el foco no está puesto en mejorar el resultado para los

datos de entrenamiento, sino en reducir la brecha entre el rendimiento medido con los

datos de entrenamiento y el rendimiento medido con los datos de validación. En esta
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Figura 2.21: Capas de extracción de caracteŕısticas y clasificación en LeNet5 [66].
Imagen tomada del art́ıculo original y modificada en la parte inferior (llaves).

sección se explican brevemente cuatro estrategias para mejorar la generalización: early

stop, penalización, dropout y aumentación de datos.

Early stop Al entrenar modelos grandes, con suficiente capacidad de representación

como para sobreajustar, a menudo se observa que después de un punto, el error de

entrenamiento disminuye de manera constante con el tiempo, pero el error del conjunto

de validación comienza a aumentar nuevamente. En la figura 2.22 se muestra un ejemplo

de este comportamiento. En lugar de tomar la configuración final de los pesos, se puede

obtener un modelo con un mejor error para los datos de validación (y por lo tanto,

con suerte, un mejor error para el conjunto de test) volviendo a la configuración de

parámetros en el momento donde el error de validación es mı́nimo. El método es simple,

cada vez que mejora el error en el conjunto de validación, se almacena una copia de los

parámetros del modelo. Cuando termina el proceso de entrenamiento, se devuelven estos

parámetros, en lugar de los últimos parámetros. El algoritmo finaliza cuando ningún

parámetro ha mejorado con respecto al mejor error de validación registrado para un

número preestablecido de iteraciones [57].

Penalización Otra estrategia es imponer restricciones adicionales al modelo de apren-

dizaje automático. T́ıpicamente se agregan restricciones a los valores de los parámetros

como términos adicionales en la función objetivo. Si se eligen con cuidado, estas res-

tricciones o penalizaciones adicionales pueden conducir a un mejor desempeño en los

datos de validación. En general, se puede regularizar un modelo que aprende la función

f(θ,x) agregando una penalización Ω(w) llamada “regularizador” a la función error.

En la oración anterior, θ es el vector de parámetros que incluye al bias (término in-

dependiente), mientras que w es el vector de pesos sin bias, es decir, w contiene solo
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Figura 2.22: Error de entrenamiento y validación durante el aprendizaje. La linea de
puntos horizontal marca el error de validación final. La linea segmentada vertical indica

el punto donde el error de validación es mı́nimo.

los pesos que se multiplican por las entradas. Esto se debe a que los bias t́ıpicamente

requieren menos datos para ajustarse correctamente porque solo controlan una variable,

no la interacción entre dos variables como los pesos de w. Regularizar el bias podŕıa

inducir a un infra-ajuste [57].

Las penalizaciones más utilizadas son:

Regularización L1

Ω(w) = β
N∑
i=1

|wi|

donde β es una constante que pondera la contribución relativa de la penalidad.

Regularización L2

Ω(w) = β

√√√√ N∑
i=1

|wi|2

Regularización L1 y L2

Ω(w) = β
N∑
i=1

|wi|+ γ

√√√√ N∑
i=1

|wi|2

Dropout Es una estrategia potente de regularización, donde se eliminan al azar al-

gunas neuronas de las capas ocultas durante el entrenamiento. En cada ciclo, con una

probabilidad previamente definida (generalmente por capas), se eligen ciertas neuronas

y se anulan sus salidas. En la figura 2.23 se muestra un ejemplo.

Srivastava et al. [67] demostraron que dropout es más efectivo que otras estrategias de

regularización de bajo costo, como por ejemplo la penalización.
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Figura 2.23: Ejemplo de aplicación de dropout. Izquierda: Red neuronal original con
dos capas ocultas. Derecha: Red neuronal obtenida al aplicar dropout sobre la red de

la izquierda. Imagen tomada del articulo de Srivastava et al. [67].

Dropout se puede aplicar a una amplia familia de modelos y también se puede combinar

con otras técnicas de regularización reforzando la mejora obtenida [67].

Aumentación de datos Goodfellow et al. aseguran que, si bien son necesarias ciertas

habilidades para obtener un buen rendimiento con un modelo de aprendizaje profundo,

“afortunadamente” la cantidad de habilidades se reduce en la medida que la cantidad

de datos se incrementa. La mejor manera de aumentar el grado de generalización de

un modelo de aprendizaje automático es entrenarlo con más datos. Por supuesto, en la

práctica, se cuenta con una cantidad limitada de datos. Una forma de solucionar este

problema es crear datos nuevos [57].

Para algunas tareas de aprendizaje automático, es relativamente sencillo crear datos

nuevos. En los casos de clasificación de imágenes y audio, un clasificador necesita to-

mar una entrada x compleja y de alta dimensión y resumirla a una categoŕıa única y.

Esto significa que la tarea principal a la que se enfrenta un clasificador es ser invarian-

te ante una amplia variedad de transformaciones. Podemos generar nuevos pares (x,

y) simplemente transformando las entradas x de los datos existentes con las mismas

transformaciones a las que se pretende ser invariante. En el caso del reconocimiento de

patrones en imágenes, algunas de las transformaciones más comunes son la rotación,

el flipping (espejado horizontal o vertical), los cambios de color, cambio de escala, el

cropping (recortes), la traslación y la adición de ruido [68]. El la figura 2.24 se muestra

un ejemplo de aplicación sobre imágenes.

Algunos ejemplos de transformaciones utilizadas en audio son cambios de tono, estira-

miento del tiempo (time stretching) y filtrado de algunas frecuencias [69] o transforma-

ciones que simulan perturbaciones por variación de la longitud del tracto vocal [70].
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Figura 2.24: Ejemplo de transformaciones de aumentación de datos en imágenes.



Caṕıtulo 3

Materiales y Métodos

3.1. Diseño de la red neuronal

3.1.1. Enfoque de diseño

¿Cómo diseñar una red neuronal desde cero? Partiendo desde una arquitectura determi-

nada se pueden modificar algunos hiperparámetros y evaluar cómo afectan estos cambios

sobre los resultados, pero dif́ıcilmente se pueda llegar a una solución aceptable con este

método si el punto de partida no está suficientemente cerca del objetivo. El diseño de

una red neuronal profunda, por lo menos cuando se cuenta con una cantidad reducida de

datos, requiere conocimiento sobre el problema a resolver. Si bien los modelos de redes

neuronales profundas no necesitan generalmente de un proceso previo de extracción de

caracteŕısticas porque son capaces de adaptar los filtros de las primeras capas realizando

una extracción de caracteŕısticas dentro de la misma red, es necesario conocimiento del

dominio del problema como orientación para definir, por ejemplo, la cantidad de capas,

su tamaño, la cantidad, tamaño y desplazamiento de los kernels si se usan capas de

convolución y el tipo de capas de pooling.

3.1.2. Extracción de caracteŕısticas

Para obtener la red neuronal presentada en este trabajo se partió desde un modelo

inicial creado mediante la combinación de modelos más pequeños. Se diseñó cada parte

para que fuera capaz de calcular una medida acústica relacionada con la calidad de la

voz. Después, mediante un proceso iterativo de prueba, análisis y mejora del modelo

completo, se obtuvo la red neuronal definitiva.

47
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Las figuras 3.1 y 3.2 muestran el modelo tradicional para la clasificación de la calidad

vocal y modelo inicial respectivamente.

Figura 3.1: Modelo tradicional para la clasificación de la calidad vocal basado en
medidas acústicas.

Figura 3.2: Modelo inicial general de red neuronal para el cálculo de la calidad vocal.

En el modelo tradicional existen procesos Pi que calculan ciertas medidas acústicas MAi

sobre la señal de audio. Luego estas medidas son las entradas (caracteŕısticas) del módulo

clasificador.

El modelo inicial es una red neuronal que recibe el audio y lo clasifica. Internamente,

las partes P’i calculan los valores MA’i, que luego son utilizadas como entrada en las

últimas capas de la red para realizar la clasificación. Los valoresMA’i no son exactamente

las medidas acústicas MAi, pero deben contener la información importante que estas

aportan a la clasificación del grado general de disfońıa.

3.1.3. Representación frecuencial

Según lo planteado hasta el momento, la entrada de la red neuronal será la señal de audio.

Existen varias representaciones posibles para la señal de audio. Los modelos neuronales

de clasificación de audio (en general, no solo en el dominio de la salud vocal) se pueden

dividir en dos clases según la representación de las entradas. En la primera clase están los

modelos que utilizan el audio sin procesar (raw audio) y en la segunda los que utilizan
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representaciones frecuenciales, por ejemplo el espectrograma, el cepstrum y los MFCC.

En la figura 3.3 se muestra el esquema de clasificación de una red neuronal de la segunda

categoŕıa. Se puede observar que aparece un nuevo proceso, la transformación del raw

audio en su representación frecuencial.

Figura 3.3: Esquema de un clasificador basado en redes neuronales que recibe como
entrada la representación frecuencial del audio.

Nam et al. explican en [71] la evolución entre las dos clases de representación de las en-

tradas. En los primeros modelos de aprendizaje profundo sobre audio las entradas eran

las salidas de bancos de filtros de frecuencias (frequency-filter banks). En modelos pos-

teriores, se utilizaba la salida de la transformada discreta de Fourier (DFT por discrete

Fourier transform), la cual en realidad es una transformada rápida de Fourier (STFT

por short-time Fourier transform). Finalmente, a medida que los recursos computacio-

nales lo permitieron, algunos modelos comenzaron a tomar el raw audio como entrada.

Durante esta evolución, las redes neuronales profundas reemplazaron las operaciones de

los enfoques tradicionales por transformaciones cuyos parámetros pueden ser adaptados.

La STFT es usualmente reemplazada por bancos adaptables de filtros en el dominio del

tiempo y los filtros MFCC son reemplazados por bancos adaptables de filtros en el domi-

nio de la frecuencia. Ambos bancos de filtros son usualmente implementados por capas

de convolución.

Tal como se mencionó en la sección 2.2.6, en los modelos de aprendizaje profundo,

las primeras capas de la red neuronal se encargan de la extracción de caracteŕısticas,

mientras que las siguientes realizan la clasificación. Se supone que en esta integración

de las dos etapas en un mismo modelo, es donde reside la ventaja del método, ya que es

posible encontrar los parámetros óptimos de extracción de caracteŕısticas y clasificación

en conjunto [72]. Hoshen et al. demostraron en [73] que una capa de convolución es capaz

de aproximar un banco de filtros que contiene valores comparables con los coeficientes

de la DFT. En [74], Sainath et al. fueron capaces de mejorar el estado del arte en

reconocimiento del habla utilizando filtros entrenados con una capa de convolución.

Para este trabajo se optó por integrar en la red neuronal no solo la extracción de ca-

racteŕısticas y la clasificación, sino también la representación frecuencial del audio (se

utiliza el término “representación frecuencial” por simplicidad, aunque en algunos casos,

por ejemplo en el caso del cepstrum, los datos no están en el dominio de la frecuencia).

De esta forma, durante el entrenamiento el modelo puede ajustar los parámetros de toda

la transformación. Cuando se elige una representación como MFCC, espectrograma o
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cepstrum, estas representaciones son ŕıgidas y no permiten adaptaciones. En la figura

3.4 se muestra el esquema del enfoque elegido para la representación del audio.

Figura 3.4: Esquema de un clasificador basado en redes neuronales que recibe raw
audio como entrada.

3.1.4. Consideraciones

De acuerdo con el enfoque de diseño planteado, el modelo de clasificación será del tipo

extremo a extremo (end-to-end), porque la red neuronal recibirá audio, sin procesar

o su representación frecuencial en el caso de una variante presentada más adelante, y

devolverá el grado general de disfońıa. No hay ningún cálculo de caracteŕısticas externo

a la red neuronal, todo la información necesaria se calcula en las distintas partes de la

red.

Durante el diseño y la integración de estas partes es necesario asegurar que cada parte

cumpla con las siguientes condiciones:

Propagación hacia adelante Durante la etapa de propagación hacia adelante de la

red neuronal, cada parte debe calcular, o transmitir y preservar (según el caso) informa-

ción útil para la clasificación del grado general de disfońıa.

Propagación hacia atrás Durante la etapa de propagación hacia atrás, cada parte

debe ser capaz de propagar el error de forma adecuada para que las capas anteriores

puedan adaptar sus pesos. Las redes neuronales de aprendizaje profundo, además de

capas con neuronas y capas de pooling, suelen introducir otro tipo de operaciones, como

cambio de forma (reshape) de vectores, aplicación de funciones matemáticas y hasta

cálculos más complejos definidos por el desarrollador. Es posible que alguna de estas

operaciones impida que el error se propague hacia atrás con la calidad necesaria. Por

ejemplo, el uso de una función que no sea continua, derivable y no decreciente generaŕıa

una superficie de error donde no seŕıa posible adaptar los pesos de neuronas que se

encuentren antes de dicha función para conseguir un resultado aceptable.

En los siguientes caṕıtulos se presentan los modelos desarrollados para procesar por

partes la entrada de raw audio hasta lograr finalmente la clasificación del grado general

de disfońıa.
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3.2. Evaluación de resultados

La calidad de la voz es una interacción entre el est́ımulo acústico proveniente de la voz

y un oyente; la señal acústica en śı misma no posee calidad vocal, esta se evoca en el

oyente [75]. La valoración audioperceptiva de la voz tiene la debilidad de ser subjetiva

y se ve afectada por múltiples factores. Como consecuencia, el nivel de concordancia

intraevaluador y, más aún, el nivel de concordancia interevaluador, pueden ser muy

pobres [11]. Algunos de los factores que inciden en la variabilidad interevaluador son el

sesgo del oyente frente al conocimiento de los antecedentes del diagnóstico médico, la

experiencia del evaluador, la formación profesional (por ejemplo, en otorrinolaringoloǵıa,

fonoaudioloǵıa, profesores de canto, fonetistas y estudiantes de pregrado o postgrado),

la formación musical y el entrenamiento en el juicio perceptivo auditivo (por ejemplo,

de oyentes nativos) [4].

Los factores mencionados en el párrafo anterior no pueden explicar la variación intra-

evaluador, pero aún aśı bajo las mismas condiciones ambientales, distintas instancias de

evaluación pueden resultar en valoraciones diferentes. Entonces, se puede afirmar que no

existe una “respuesta correcta” para la valoración de una voz, sino múltiples valoraciones

con resultados distintos y cierto nivel de consistencia.

La ausencia de una referencia estándar y la imposibilidad de mapear sin error una voz a

un nivel de calidad mediante una función, por más compleja que ésta sea [76], complica

tanto el entrenamiento como la evaluación de un modelo de reconocimiento automático.

Si suponemos que la “respuesta correcta” existe, las variaciones deben ser consideradas

ruido, donde el ruido es un valor aleatorio cuya distribución depende tanto del conjunto

de datos como del evaluador. Este componente aleatorio implica que es imposible lograr

una clasificación automática que concuerde exactamente con una clasificación humana

particular sobre determinado conjunto de datos. Si esto último ocurre, la explicación

podŕıa ser algún tipo de sobreajuste. En consecuencia con lo planteado, para medir el

rendimiento de un sistema de clasificación automática de la calidad vocal, su exactitud

debe ser analizada según el contexto de la base de datos (voces + valoraciones) utilizada.

Si la desviación entre la predicción del modelo y la valoración del profesional es cercana

a la variabilidad intraevaluador, se puede decir que el clasificador tiene una capacidad

de valoración cercana a la humana.

En este trabajo se entrena una red neuronal artificial utilizando como referencia la valo-

ración de un evaluador particular. Después, la variación entre los resultados del método

automático y los datos de referencia se comparan con la variaciones intraevaluador e

interevaluador de expertos humanos sobre los mismos datos. Para los datos utilizados
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en este trabajo, la concordancia media en la valoración del grado general de disfońıa

intraevaluador es del 73% y 53% para las valoraciones interevaluador.

En la tabla 3.1 se muestra como ejemplo la matriz de confusión, o tabla de contingencias,

entre las primeras valoraciones de los evaluadores 1 y 2 de la base de datos utilizada.

Las filas indican los resultados del evaluador 1 y las columnas los del evaluador 2. Por

ejemplo, si a un caso particular el evaluador 1 lo valoró con nivel “0” y el evaluador 2

con nivel “1”, se acumula una unidad en la celda de la primera fila y segunda columna.

La diagonal contiene todos los elementos donde hubo coincidencia. En la tabla 3.2 se

muestra la matriz de confusión para la primera y segunda valoración del evaluador 1.

Tabla 3.1: Matriz de confusión para las primeras valoraciones del grado general de
disfońıa por los evaluadores 1 y 2 sobre los audios elegidos para el experimento.

Eval. 2
0 1 2 3

E
va
l.
1

0 48 7 1 0
1 31 30 17 0
2 5 16 10 3
3 0 5 19 14

Tabla 3.2: Matriz de confusión para las dos valoraciones del grado general de disfońıa
realizadas por el evaluador 1 sobre los audios elegidos para el experimento.

Valorac. 2
0 1 2 3

V
al
or
ac
.
1 0 39 17 0 0

1 19 49 8 2
2 1 9 20 4
3 0 0 4 34

El modelo desarrollado en este trabajo clasifica el grado general de disfońıa G. Se espera

que el rendimiento sea cercano al rendimiento humano intraevaluador en las métricas de

exactitud y error absoluto medio.

La exactitud se calcula como la relación entre la cantidad de casos correctamente cla-

sificados (concordantes) y la cantidad total de casos. Es la métrica más frecuente en

aprendizaje automático.

El grado G es una variable categórica ordinal, sus valores representan una jerarqúıa y,

por lo tanto, no todos los desacuerdos tienen la misma importancia. Por ejemplo, un

desacuerdo entre las categoŕıas “0” y “3” obviamente representa una mayor desacuerdo

que entre “0” y “1”. La métrica del error absoluto medio tiene en cuenta esta diferencia.

Se calcula sobre los valores numéricos que representan los nombres de las clases, es decir

0 para la clase “0”, 1 para la clase “1”, etc.
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En los datos utilizados, el error absoluto medio interevaluador es 0.52 y 0.28 para el

caso intraevaluador. La base de datos utilizada contiene seis valoraciones realizadas por

tres profesionales distintos para cada audio más una valoración extra por audio que se

añadió durante este trabajo.

Mas información sobre los datos mostrados en esta sección, sobre la distribución entre

las clases y sobre los detalles de la evaluación del modelo se pueden ver en la sección

7.2.

3.3. Bases de datos

En esta sección se presentan las tres bases de datos utilizadas durante el desarrollo

de la investigación. Cada una fue elegida para lograr avances en distintos objetivos

particulares.

3.3.1. Perceptual Voice Qualities Database

La Perceptual Voice Qualities Database1 (PVQD) es una base de datos de acceso público

provista por The Voice Foundation. Contiene muestras de voz clasificadas por profesio-

nales experimentados con el objeto de brindar material estandarizado a educadores de

nuevos profesionales. Está formada por 296 archivos de audio que constan de las vocales

sostenidas /a/ e /i/, además de oraciones de habla continua definidas por el Consensus

Auditory-Perceptual Evaluation of Voice (CAPE-V). Todas las grabaciones se realizaron

en un entorno cĺınico silencioso utilizando un micrófono de condensador montado en la

cabeza a una distancia de 6 cent́ımetros de la boca. El audio está codificado en 16 bits

con una frecuencia de muestreo de 44.1 KHz. Los archivos de audio fueron editados para

eliminar las instrucciones del profesional que realizó la grabación, pero persisten algunos

sonidos que contaminan la muestra, por lo tanto es necesario revisar, editar y tomar

decisiones sobre cada archivo para utilizar estos datos en un proceso de aprendizaje au-

tomático. Además de los audios se provee información sobre género, edad, diagnóstico y

valoración de la voz en las escalas GRBAS y CAPE-V. Las valoraciones fueron realizadas

por cuatro evaluadores, aunque el último de ellos (rater 4) valoró solamente el 16% de

los casos. Cada evaluador valoró dos veces cada audio. La clasificación se realizó durante

varios d́ıas para evitar que el cansancio auditivo de los evaluadores influyera sobre los

resultados. Más detalles sobre la PVQD se pueden encontrar en [77].

Esta base de datos se utiliza en los experimentos del caṕıtulo 7, donde se realiza la

clasificación del grado general de disfońıa G. Uno de los factores que influyeron en la

1https://voicefoundation.org/health-science/videos-education/pvqd/

https://voicefoundation.org/health-science/videos-education/pvqd/
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elección de PVQD es que presenta mejor distribución entre las clases de GRBAS. En la

tabla 3.3 se muestra la cantidad de valoraciones por grado de G para cada evaluador y

cada instancia de valoración. En las tablas 3.4, 3.5, 3.6 y 3.7 se pueden ver las valoraciones

de rugosidad, soplosidad, astenia y tensión respectivamente.

Tabla 3.3: Grado general de disfońıa por evaluador e instancia de valoración en PVQD.

Grado de G
Evaluador Instancia 0 1 2 3 Total

1 1 79 119 48 50 296
1 2 86 111 48 51 296
2 1 113 98 61 24 296
2 2 114 96 62 24 296
3 1 137 71 52 36 296
3 2 120 85 55 36 296
4 1 14 27 8 - 49
4 2 21 23 4 1 49

Tabla 3.4: Rugosidad por evaluador e instancia de valoración en PVQD.

Grado de R
Evaluador Instancia 0 1 2 3 Total

1 1 130 112 34 20 296
1 2 128 106 38 24 296
2 1 139 104 40 13 296
2 2 139 106 36 15 296
3 1 146 98 43 9 296
3 2 141 99 41 15 296
4 1 18 27 4 - 49
4 2 24 19 5 1 49

Tabla 3.5: Soplosidad por evaluador e instancia de valoración en PVQD.

Grado de B
Evaluador Instancia 0 1 2 3 Total

1 1 169 72 26 29 296
1 2 174 66 27 29 296
2 1 182 70 32 12 296
2 2 182 72 28 14 296
3 1 151 90 31 24 296
3 2 155 76 39 26 296
4 1 29 16 4 - 49
4 2 29 15 4 1 49
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Tabla 3.6: Astenia por evaluador e instancia de valoración en PVQD.

Grado de A
Evaluador Instancia 0 1 2 3 Total

1 1 200 55 21 20 296
1 2 196 54 29 17 296
2 1 195 56 21 24 296
2 2 189 57 31 19 296
3 1 193 49 29 25 296
3 2 190 58 26 22 296
4 1 41 6 2 - 49
4 2 42 6 1 - 49

Tabla 3.7: Tensión por evaluador e instancia de valoración en PVQD.

Grado de S
Evaluador Instancia 0 1 2 3 Total

1 1 147 82 41 26 296
1 2 141 86 39 30 296
2 1 174 72 34 16 296
2 2 165 75 41 15 296
3 1 151 85 34 26 296
3 2 156 80 40 20 296
4 1 29 17 3 - 49
4 2 31 13 5 - 49

3.3.2. Base de datos del Hospital Universitario Pŕıncipe de Asturias

La base de datos del Hospital Universitario Pŕıncipe de Asturias (HUPA) contiene gra-

baciones de voces pronunciando una vocal /a/ sostenida y una oración acústicamente

balanceada. Se grabaron 520 voces sanas, de las cuales 356 fueron seleccionadas por su-

perar ciertos criterios de inclusión. Luego se añadieron 203 voces patológicas afectadas

por diversas enfermedades. Sobre la totalidad de las voces se valoró la calidad en escala

GRBAS [78].

La versión de la base de datos a la que se tuvo acceso durante la realización de este

trabajo está formada por 440 muestras en total, incluyendo voces sanas (239) y pa-

tológicas (201). Los audios están grabados en formato WAV, codificados con 16 bits y

una frecuencia de muestreo de 25 KHz. La duración de los audios vaŕıa entre los 1,5 y 4

segundos.

Las personas grabadas son 175 hombres y 265 mujeres. Las edades vaŕıan entre los 8 y

78 años. Entre las voces patológicas se diagnosticaron 15 patoloǵıas diferentes, las cuales

están registradas en la base de datos.
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En la tabla 3.8 se muestra la distribución de la valoración GRBAS. Se puede observar

que si bien esta base de datos tiene mayor cantidad de muestras que la PVQD, las

clases están más desbalanceadas. Por ejemplo, para el grado general de disfońıa G, en

el caso con menor frecuencia PVQD tiene 36 muestras con grado 3 (sin tener en cuenta

el evaluador 4), mientras que HUPA tiene solo 5.

Tabla 3.8: Distribución de la valoración en escala GRBAS de la base de datos HUPA.

Grado
Categoŕıa 0 1 2 3 Total

G 237 127 71 5 440
R 232 119 82 7 440
B 282 110 37 11 440
A 210 169 52 9 440
S 251 134 50 5 440

3.3.3. Speech Commands

La base de datos Speech Commands es un estándar para el entrenamiento y evaluación

de un tipo simple de tarea de reconocimiento del habla. El objetivo principal de Speech

Commands es ofrecer una v́ıa para crear y testear modelos pequeños que detecten la

pronunciación de una palabra (comando) de un conjunto de diez o menos palabras

objetivo y las diferencie de ruido de fondo o habla no relacionada. Este tipo de tarea de

reconocimiento es conocida como keyword spotting [79].

El juego de datos consiste en 105,829 pronunciaciones de 35 palabras en inglés (“Back-

ward”, “Bed”, “Bird”, “Cat”, “Dog”, “Down”, “Eight”, “Five”, “Follow”, “Forward”,

“Four”, “Go”, “Happy”, “House”, “Learn”, “Left”, “Marvin”, “Nine”, “No”, “Off ”,

“On”, “One”, “Right”, “Seven”, “Sheila”, “Six”, “Stop”, “Three”, “Tree”, “Two”,

“Up”, “Visual”, “Wow”, “Yes” y “Zero”) pronunciadas por 2,618 personas y captu-

radas a través de micrófonos de teléfonos celulares o notebooks. Cada palabra es alma-

cenada en un archivo con duración de un segundo o menos, en formato WAV con tasa

de muestreo de 16 KHz.

Se incluyen además audios con ruido ambiente para ser utilizados en el proceso de

validación de modelos que se describe en el mismo art́ıculo donde se presenta la base de

datos [79]. Dicho protocolo se explica en la sección 4.3.2.2.



Caṕıtulo 4

Representación frecuencial del

audio

En este caṕıtulo se desarrollan tres redes neuronales aplicables a la representación fre-

cuencial del audio. Estas calculan el espectrograma, el cepstrograma (cepstrum en el

tiempo) y la operación de windowing. Para cada uno de los modelos se ejecutan experi-

mentos, se analizan los resultados y se llega a una conclusión.

4.1. Cálculo del espectrograma

El espectrograma es una representación de la variación del espectro de frecuencias de una

señal. Esta variación puede ocurrir en el tiempo (audio por ejemplo), espacio (imágenes)

y otros dominios. El espectro de frecuencias de una señal se obtiene a través de la

transformada de Fourier (FT). Para datos discretos, como es el caso de este trabajo, se

utiliza la transformada discreta de Fourier (DFT).

En aprendizaje automático es común utilizar la información espectral de los datos para

encontrar caracteŕısticas no evidentes en el dominio de origen. Existen muchos trabajos

de aprendizaje profundo que utilizan como entrada la magnitud del espectro de frecuen-

cias [80–82]. En esta sección se muestra que es posible calcular la misma información

adicionando capas al principio de una red neuronal, con la posible ventaja de que el

cálculo del espectro se puede adaptar al caso particular de clasificación, es decir, los

coeficientes de las capas que calculan la DFT se pueden entrenar. Moreira et al propu-

sieron previamente el cálculo de la DFT con redes neuronales en [83] separando los pesos

en grupos que representan a la partes real e imaginaria, pero no se entrena la red, los

pesos se asignan de forma directa. Velik, en [84], predice la DFT con pesos calculados
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a partir de funciones exponenciales complejas también directamente asignadas. En este

último trabajo se intentó entrenar la red partiendo de pesos aleatorios, pero sin éxito.

Durante el resto de la sección se explican algunos conceptos importantes y se presenta un

modelo de red neuronal con una capa de convolución que calcula la transformada discreta

de Fourier de tiempo reducido (STFT) para calcular la magnitud del espectrograma de

la señal de entrada. Al elegir como salida la magnitud del espectro y descartar la fase, es

posible implementar el modelo neuronal sin realizar operaciones de números complejos.

Se presenta en detalle la estructura de la red y el cálculo de los coeficientes para esta

alternativa.

Los coeficientes del modelo se pueden calcular de forma directa o se pueden obtener

mediante entrenamiento con el método del gradiente descendiente.

4.1.1. Transformada discreta de Fourier.

La DFT convierte una secuencia finita de N números complejos (muestras) {xn} :=

x0, x1, ..., xN−1 en otra secuencia deK = N números complejos {Xk} := X0, X1, ..., XN−1.

Xk =

N−1∑
n=0

xn e−i2πkn/N (4.1)

Según la fórmula de Euler,

Xk =
N−1∑
n=0

xn [cos(−2πkn/N) + i sin(−2πkn/N)] (4.2)

Es importante resaltar que la DFT es un operador lineal [85]. Se puede definir entonces la

DFT como el mapa lineal F : CN → CN tal queX = F(x) con la siguiente representación

matricial.

X = Fx

donde

x =

[
x0 x1 x2 . . . xN−1

]⊺
,

X =

[
X0 X1 X2 . . . XN−1

]⊺
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y según la ecuación 4.1,

F =



1 1 1 . . . 1

1 e−
i2π
N e−2 i2π

N . . . e−(N−1) i2π
N

1 e−2 i2π
N e−4 i2π

N . . . e−2(N−1) i2π
N

1
...

...
. . .

...

1 e−(N−1) i2π
N e−2(N−1) i2π

N . . . e−(N−1)2 i2π
N


(4.3)

Para el caso de la ecuación 4.2,

F = FC + iF S (4.4)

donde

FC =



1 1 1 . . . 1

1 cos(−1 i2π
N ) cos(−2 i2π

N ) . . . cos(−(N − 1) i2πN )

1 cos(−2 i2π
N ) cos(−4 i2π

N ) . . . cos(−2(N − 1) i2πN)

1
...

...
. . .

...

1 cos(−(N − 1) i2πN ) cos(−2(N − 1) i2πN ) . . . cos(−(N − 1)2 i2πN )



F S =



0 0 0 . . . 0

0 sin(−1 i2π
N ) sin(−2 i2π

N ) . . . sin(−(N − 1) i2πN )

0 sin(−2 i2π
N ) sin(−4 i2π

N ) . . . sin(−2(N − 1) i2πN)

0
...

...
. . .

...

0 sin(−(N − 1) i2πN ) sin(−2(N − 1) i2πN ) . . . sin(−(N − 1)2 i2πN )



4.1.1.1. Espectrograma.

El espectrograma es el reultado de la aplicación de la STFT. Para el caso de una señal

discreta de longitud L, la STFT es simplemente la DFT de segmentos de longitudN , para

N < L, de la señal. El resultado es una matriz S de valores complejos con la magnitud
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y fase de la señal para cada frecuencia en cada segmento (tiempo). Generalmente en las

columnas de la matriz se representa la dimensión del tiempo y en las filas las distintas

frecuencias. La elección del valor deN depende del objetivo de la representación espectral

de los datos. Para valores pequeños de N se obtiene alta definición en la dimensión del

tiempo y baja en la de la frecuencia, mientras que para valores altos de N , el efecto

se invierte. Los segmentos pueden estar superpuestos en una cantidad de muestras m

entre 0 y N − 1. Frecuentemente, en lugar de utilizar los elementos Xk del espectro,

el espectrograma se forma con la magnitud del espectro, |Xk|, o con el cuadrado de la

magnitud (power spectrum), |Xk|2.

4.1.2. Experimento

4.1.2.1. Datos

La red neuronal se creó para predecir las magnitudes del espectrograma de señales de

audio de dos segundos de duración.

Los audios son parte de la base de datos HUPA, presentada en la sección 3.3.2.

Entradas. Los audios se encuentran en formato WAV con una tasa de 25000 muestras

por segundo. Se seleccionaron todos los archivos de duración ≥ 2 segundos y se tomaron

las 50000 muestras centrales.

Los datos de entrada quedaron definidos entonces por 430 vectores de dimensión L =

50000, de los cuales se eligieron aleatoriamente 300 para entrenamiento y 130 para

validación.

Salidas. Las salidas se calcularon como el valor absoluto de la STFT de las entradas

con segmentos de tamaño N = 1760 y superposición m = 1540 elementos, lo que implica

un desplazamiento de 220 elementos en cada transformación. Se calculó el módulo para

obtener la magnitud del espectrograma descartando la fase. El espectrograma calculado

de esta forma tiene 220 columnas (tiempo) por 881 filas (frecuencia). Debido a la natu-

raleza de los audios (voces en tono habitual) la enerǵıa se concentra casi por completo

entre las primeras 200 filas (0 Hz a 2826 Hz). Por esta razón se decidió entrenar la red

para predecir solo la magnitud de las filas 1 a 200 del espectrograma. Para este caso

entonces, K = 200.

Las salidas quedaron definidas por vectores de dimensión 200×220. Notar que los valores

de la salida pertenecen a R porque se toma el módulo del espectro.
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4.1.2.2. Red neuronal

Para obtener la salida tal como se definió, la red neuronal debe estar formada por dos

partes, una que calcule la STFT y otra que obtenga el valor absoluto.

El cálculo de la STFT se realiza con una capa de convolución, donde los pesos sinápticos

son los elementos de la matriz F (ecuación 4.3) y la función de activación es lineal. Esto

es posible debido a que, tanto la DFT como la operación realizada por cada neurona,

son transformaciones lineales (ver sección 2.2.6.2). Es importante notar que los valores

de la matriz F son constantes.

Existen dos formas de implementar el cálculo, según se elija la ecuación 4.1 o la ecuación

4.2 de la DFT. Si se utiliza la matriz F correspondiente a la ecuación 4.1, la matriz de

pesosW formada por los coeficientes complejos wij (ecuación 4.3), tendrá tamañoN×K.

En el caso de la ecuacíıon 4.2, W , de tamaño N × 2K estará formada por los valores

(reales) de las matrices FC y F S (ecuación 4.4).

En términos de eficiencia no hay diferencia entre las dos alternativas. Para este trabajo se

elige la segunda porque, debido a que la salida solo conserva información de la magnitud

del espectro, es posible evitar el uso de operaciones de números complejos. Esto podŕıa

ser una ventaja práctica porque entre las libreŕıas de software para redes neuronales

todav́ıa no es general el soporte a los números complejos [86]. Por lo demás, los dos

enfoques son equivalentes.

Capa de convolución Para calcular la STFT con una capa de convolución es con-

veniente escribir la ecuación 4.2 de la siguiente manera.

Xk =
N−1∑
n=0

xn cos(−2πkn/N) +
N−1∑
n=0

i xn sin(−2πkn/N) (4.5)

Matricialmente,

X = FCx+ iF Sx

La figura 4.1 muestra el modelo neuronal propuesto. Se puede ver que la salida de la

capa de convolución contiene los valores de FCx y F Sx. Estos se obtienen realizando

la convolución de la entrada por cada uno de los 2K (400) kernels.

En el caso de la asignación directa de los pesos sinápticos (sin entrenamiento), a los

primeros K kernels se les asignan en orden los elementos de las K columnas de la
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Figura 4.1: Modelo de red neuronal artificial que recibe audio como entrada y predice
la magnitud del espectrograma.

matriz FC y al resto los de F S . En este modelo las neuronas no utilizan el peso w0j

porque la DFT no tiene término independiente. Formalmente, la asignación de los pesos

se realiza de la siguiente manera:

wijk = fCik (4.6)

wij(k+K) = fSik (4.7)

donde

wijk es el peso sináptico de la entrada i de la neurona j del kernel k.

fCik es el elemento de la fila i, columna k de FC .

fSik es el elemento de la fila i, columna k de F S .

Como los pesos son compartidos entre las neuronas del mismo kernel, solo se almacena

un set de pesos por kernel. Notar que el sub́ındice j no se encuentra en los segundos

términos de las ecuaciones 4.6 y 4.7. La matriz de pesosW tiene entonces tamañoN×2K

(1760× 400).

Magnitud del espectro de frecuencias. Partiendo de la ecuación 4.5, la magnidud

del espectro de frecuencias es la siguiente.
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|Xk| =

∣∣∣∣∣
N−1∑
n=0

xn cos(−2πkn/N) +

N−1∑
n=0

i xn sin(−2πkn/N)

∣∣∣∣∣
=

√√√√(N−1∑
n=0

xn cos(−2πkn/N)

)2

+

(
N−1∑
n=0

xn sin(−2πkn/N)

)2

(4.8)

Los resultados de las sumatorias de la ecuación 4.8 son los escalares en la posición k de

los vectores FCx y F Sx. Por lo tanto,

|Xk| =
√

(FCx)
2
k + (F Sx)

2
k

donde (FCx)k y (F Sx)k son los elementos de la posición k en los vectores FCx y F Sx

respectivamente.

La salida de la capa de convolución del modelo de la figura 4.1 es un arreglo que contiene

los vectores FCx y F Sx correspondientes a todos los segmentos de la señal de entrada.

Después de la convolución se realizan cuatro operaciones dispuestas en capas. La primera

operación es un cambio en la forma del arreglo para simplificar la tercera operación,

la segunda calcula el cuadrado de cada elemento, la tercera suma los pares de valores

correspondientes a la misma frecuencia (k) y al mismo segmento de tiempo, y por último,

se realiza el cálculo de la ráız cuadrada de cada elemento. El resultado es una matriz de

tamaño 200× 220 con las magnitudes de los elementos del espectrograma.

Entrenamiento. Tal como se mencionó anteriormente, en lugar de asignar los pe-

sos de forma directa, se puede someter a la red a un proceso de entrenamiento. Esta

posibilidad es importante porque implica que la red puede ser inicializada mediante la

asignación de pesos (aleatorios o no) y después adaptarlos a necesidades particulares del

problema de clasificación. Tener en cuenta que esta posibilidad también incluye a los

pesos de capas anteriores (si hubiera) al cálculo del espectrograma.

El cálculo del gradiente incluye las derivadas de las tres últimas etapas del modelo. En

la siguiente sección se presentan los resultados de este proceso y se comparan con los

obtenidos mediante la asignación directa.
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4.1.3. Resultados

A continuación se exponen los resultados de 30000 ciclos de entrenamiento del modelo

propuesto. Los pesos se inicializaron con valores aleatorios entre −106 y 106 unifor-

memente distribuidos. Se utlizó el método de optimización Adam (Adaptive Moment

Estimation) [87], una variante del método del gradiente descendiente, con los paráme-

tros provistos por los autores y las actualizaciones de los pesos se realizaron en lotes de

tamaño 300 (la totalidad de datos de entrenamiento). Los cálculos se realizaron sobre

una GPU NVIDIA Titan Xp.

El MSE de validación alcanzado fue 1,41 × 10−6 (9,79 × 10−6% del valor medio de la

salida esperada), mientras que para el mismo modelo con los pesos asignados de forma

directa se logra un MSE < 10−9. En la Fig. 4.2 se muestra la salida esperada para uno

de los datos de validación y la salida obtenida por la red después del entrenamiento. A

simple vista no hay diferencias.

Figura 4.2: Espectrogramas de salida de la red neuronal. Salida esperada (izquierda)
y salida obtenida con pesos entrenados (derecha).

El resultado obtenido mediante entrenamiento es ampliamente satisfactorio. A conti-

nuación se realiza una comparación entre los pesos teóricos calculados a partir de las

ecuaciones de la DFT y los entrenados.

En la Fig. 4.3 se pueden ver los valores de FC y F S para pesos asignados de forma

directa (teóricos) y para pesos entrenados. En todos los casos se observa claramente que

las filas superiores de las matrices transpuestas representan a las frecuencias bajas y las

inferiores a las frecuencias altas.

Es evidente también que los dos grupos, pesos teóricos y entrenados, presentan patrones

de imagen distintos. Los pesos entrenados tienen una apariencia más ”desordenada”. El

origen de este fenómeno es que DFT realiza una descomposición de la entrada en una

suma ponderada de las señales sinusoidales que se encuentran en las matrices FC y F S .

El método de entrenamiento, para cada valor de k, encuentra un par FC y F S formado
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Figura 4.3: Matrices transpuestas de coeficientes. FC con pesos teóricos (a), F S con
pesos teóricos (b), FC con pesos entrenados (c) y F S con pesos entrenados (d).

por ondas sinusoidales defasadas en 90◦ que permite la descomposición deseada, pero

esta solución no es única, por lo tanto no se llega necesariamente a los mismo coeficientes

de la ecuación 4.5.

La Fig. 4.4 muestra algunos ejemplos de pesos entrenados vs. teóricos para valores

particulares de k. Observar que, tanto entre los pares de pesos teóricos como entre

los pares de pesos entrenados, se respeta siempre el defasaje de 90◦ entre FC y F S . Esto

se puede comprobar calculando mod =
√
F 2

C + F 2
S para cualquier valor de k. Para los

pesos teóricos, lógicamente mod = 1, mientras que para los pesos entrenados se obtiene

siempre un valor muy cercano a 1. De esta forma, se encuentra una base ortogonal para

realizar la descomposición.

4.1.4. Conclusiones

Se concluye que un modelo neuronal es capaz de calcular la DFT, tanto para pesos

teóricos como entrenados, y que los pesos entrenados no necesariamente tienden hacia

los teóricos, aunque comparten frecuencia y la condición de ortogonalidad. Además, una

red convolucional con las caracteŕısticas presentadas puede entrenarse para calcular el

espectrograma de la señal de entrada. Si la salida esperada es la magnitud del espectro-

grama, es posible evitar las operaciones de números complejos mediante la adición de

operaciones en capas que calculen la distancia eucĺıdea entre los componentes de una

misma frecuencia.
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Figura 4.4: Pesos sinápticos entrenados (lineas finas) y teóricos (lineas gruesas) para
k = 2, 5 y 7. Los valores de FC se muestran en rojo y los de F S en azul.

La ventaja de entrenar el modelo es que se puede adaptar a poblemas particulares. Por

ejemplo, es común utilizar una ventana que suavice los extremos de la señal cuando

se calcula la STFT (windowing). Estas funciones se puede lograr con la red propuesta

atenuando los extremos de los pesos. Existen varias funciones de ventana, pero para un

problema particular puede ser mejor una distinta.

Para resolver un problema particular, como la predicción del grado general de disfońıa,

los pesos se podŕıan inicializar con valores aleatorios, con los pesos teóricos de la DFT

o con pesos teóricos modificados por alguna función (ventana por ejemplo) y luego

reentrenar para encontrar la combinación óptima para el problema.

4.2. Cálculo del cepstrum

Considerando el espectro de frecuencias como si fuera una señal, su información espec-

tral puede ser analizada con el objeto de encontrar patrones no evidentes en el dominio

de la frecuencia. En consecuencia, se crea un nuevo nivel de análisis espectral, el análisis

cepstral, cuya representación (nuevamente en el dominio del tiempo) es llamada ceps-

trum.
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En esta sección se presenta una red neuronal que calcula el espectro de frecuencias

(power spectrum), el espectrograma y el cepstrum (power cepstrum) en el tiempo, es

decir, el cepstrograma. Se realizan pruebas de entrenamiento con datos de audio y se

analiza la capacidad de adaptación del modelo con el objetivo de establecer si este puede

ser utilizado en las capas de extracción de caracteŕısticas de un modelo de aprendizaje

profundo mayor.

4.2.1. Cepstrum

El power cepstrum, o simplemente cepstrum, es el power spectrum del logaritmo del po-

wer spectrum de la señal [88]. Entre otras aplicaciones, se utiliza en análisis de señales

para encontrar la “frecuencia” de ocurrencia de los armónicos en el espectro. La va-

riable independiente del cepstrum representa una nueva frecuencia en el dominio de la

frecuencia, lo que resulta en una variable en el dominio del tiempo. Con el objeto de

evitar confusiones, pero enfatizando la conexión con conceptos familiares, Bogert et al.

llamaron a esta variable con el nombre de quefrency (“frequency” cambiando el orden

de las primeras śılabas), utilizando el mismo criterio elegido para el nombre “cepstrum”,

“spectrum” con las cuatro primeras letras invertidas [89].

El cepstrum fue definido en [90] como:

C =
∣∣∣F−1

{
log
(
|F{f(x)}|2

)}∣∣∣2 (4.9)

Notar que, como log
(
|F{f(x)}|2

)
es una función par de la frecuencia, el seno (parte

imaginaria) de F−1 se anula y, por lo tanto, el cepstrum es igual al cuadrado de la

transformada coseno de log
(
|F{f(x)}|2

)
multiplicado por 1/N . Por la misma razón

también es frecuente calcular el cepstrum como:

C =
1

N

∣∣∣F {log (|F{f(x)}|2
)}∣∣∣2

El factor 1/N proviene de la inversa de la DFT (IDFT). Para las aplicaciones más

comunes del cepstrum, que implican la detección de su pico máximo, o el cálculo de la

relación entre la enerǵıa del pico y la enerǵıa total, este factor se puede eliminar.

El uso del cepstrum es habitual en el análisis automático de la voz. La ubicación de su

pico máximo (en cierto rango), se utiliza para determinar F0 [91]. Además, la relación

entre las magnitudes del pico del cepstrum y el resto del cepstrum se usa para determinar

ciertas caracteŕısticas de la calidad vocal. Esta relación permite también clasificar voces
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según su nivel de ruido, soplosidad y nasalidad [92, 93]. Por otro lado, los coeficientes

cepstrales de las frecuencias de mel (MFCC) tienen gran utilidad en reconocimiento del

habla [72].

Si bien en esta sección se calcula el power cepstrum, es importante mencionar que exis-

ten otras versiones de cepstrum tales como real cepstrum, complex cepstrum y phase

cepstrum. La base del cálculo de las versiones mencionadas es la misma, por lo tanto,

estas pueden ser calculadas también con redes neuronales. Otra operación con un cálculo

similar al del cepstrum es la autocorrelación, la que también ha sido utilizada en algu-

nos casos para determinar F0 en voces [94]. La autocorrelación es el espectro del power

spectrum [88], por lo tanto, el cuadrado de la autocorrelación se puede calcular entonces

de la misma forma que el power cepstrum, pero sin aplicar el logaritmo.

4.2.2. Experimento

4.2.2.1. Datos

La red neuronal se creó para predecir el power cepstrum de señales de audio de dos

segundos de duración. Al igual que en el caso anterior, se utilizaron audios de la base de

datos HUPA, presentada en la sección 3.3.2.

Entradas. Los audios están grabados en formato WAV con una tasa de muestreo

de 25000 muestras por segundo. Para todos los archivos con duración mayor que 2

segundos se tomaron las 50000 muestras centrales. Los datos de entrada resultaron 430

vectores de tamaño L = 50000, de los cuales fueron seleccionados aleatoriamente 300

para entrenamiento 130 para validación.

Salidas. El cálculo de las salidas se realizó, de acuerdo con la ecuación 4.9, de la

siguiente forma:

En primer lugar, se calculó el espectrograma como el cuadrado del valor absoluto de la

STFT de las entradas con segmentos de tamaño N = 880 y superposición de m = 660

elementos, lo que implica un desplazamiento de 220 elementos en cada transformación.

El espectrograma calculado de esta forma tiene 224 columnas (tiempo) por 880 filas

(frecuencia). Después, la salida se calculó como el cuadrado del valor absoluto de la

IDFT del logaritmo de cada uno de los power spectrums (columnas) del espectrograma.

La salida queda definida como vectores de tamaño 880× 224.
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4.2.2.2. Red neuronal

En esta sección se presenta el modelo propuesto para calcular el cepstrum. Más adelante

se realizarán pruebas de entrenamiento sobre este modelo y dos modificaciones.

Para facilitar la comprensión del modelo, este se divide en dos partes: la primera calcula

el power spectrum y la segunda el power cepstrum. A su vez, cada parte debe cumplir

con dos funciones, el cálculo de la DFT y el cálculo de las demás operaciones (módulo,

cuadrado y logaritmo). Para entrenar la red es necesario calcular el gradiente del error.

Entonces, las operaciones mencionadas se incluyen como capas de la red y la retropropa-

gación del error se realiza a través de cada capa considerando la derivada de la función

calculada en cada una de ellas.

Primera capa de convolución. El cálculo de la STFT del power spectrum se hace

con una capa de convolución, que salvo por la cantidad y el tamaño de los kernels, es

igual a la capa de convolución del cálculo del espectrograma de la sección 4.1.2.2. En

este caso se utilizan 1760 kernels (880 con los coeficientes de FC y 880 con los de F S)

de tamaño 880. La figura 4.5 muestra el modelo neuronal completo. Se puede ver que la

salida de la primera capa de convolución resulta un vector de tamaño 224× 1760.

En el caso de asignación directa de pesos sinápticos (sin entrenamiento), a los primeros

K = 880 kernels se le asignan los elementos de las K filas de la matriz FC y al resto,

los coeficientes de F S .

Cuadrado de la magnitud del espectro de frecuencias. La magnitud del es-

pectro de frecuencias |Xk| se calcula en la ecuación 4.8. Notar que las operaciones de

números complejos han sido eliminadas. Los resultados de las sumatorias de la ecuación

4.8 son los escalares en posición k de los vectores FCx y F Sx. Entonces,

|Xk| =
√

(FCx)
2
k + (F Sx)

2
k

donde (FCx)k y (F Sx)k son los elementos en posición k de los vectores FCx y F Sx

respectivamente. Entonces, el power spectrum se calcula como

|Xk|2 = (FCx)
2
k + (F Sx)

2
k

La salida de la primera capa de convolución en el modelo de la figura 4.5 es un arreglo

que contiene los vectores FCx y F Sx correspondientes a todos los segmentos de la
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Figura 4.5: Modelo de red neuronal artificial que recibe audio como entrada y calcula
el power cepstrum.

señal de entrada. Después de la convolución se realizan tres operaciones dispuestas en

capas: 1) Un cambio en la forma del arreglo para simplificar la tercera operación (capa

2), 2) El cuadrado de cada elemento (capa 3) y 3) La suma de los pares de valores

correspondientes a la misma frecuencia (k) y al mismo segmento de tiempo (capa 4). El

resultado es una matriz de tamaño 880× 224 con los elementos del espectrograma.

Segunda capa de convolución. La función de la segunda capa de convolución es el

cálculo de la IDFT del logaritmo del power spectrum. Recibe como entrada la salida de

la quinta capa, que calcula el logaritmo de los elementos del espectrograma (880× 224).

A diferencia de la primera convolución, en esta capa la entrada tiene dos dimensiones:

frecuencia × tiempo. Cada kernel tiene el tamaño de una columna de la matriz de en-

trada, 880 (power spectrum completo)×1. De esta forma, para cada segmento de tiempo

se calcula:

C∗
k =

1

N

N−1∑
n=0

|Xn|2 cos(−2πkn/N)

o matricialmente,
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C∗ =
1

N
FC |X|2

donde C∗ es el resultado de la transformada inversa. En la sección 4.2.1 se explicó por

qué, para este caso, la IDFT puede ser reemplazada por la transformada coseno discreta

(DCT por Discrete Cosine Transform).

En caso de asignación directa de pesos, wijk = 1
N fCik.

Cuadrado de la segunda convolución. Finalmente, el power cepstrum se obtiene

en la octava capa. Esta calcula el cuadrado de la salida de la segunda capa de convolución.

Ck = C∗
k
2.

4.2.2.3. Entrenamiento

Al igual que en el caso del espectrograma (sección 4.1.2.2), los pesos sinápticos se pueden

adaptar mediante el método del descenso por el gradiente. El cálculo del gradiente incluye

las derivadas del logaritmo, suma y cuadrado.

4.2.2.4. Variantes del modelo

La quinta capa del modelo de la figura 4.5 calcula el logaritmo del power spectrum. Las

caracteŕısticas de la derivada de log(z) (valores muy altos para 0 < z < 1 y cercanos a

cero para z > 1) dificultan el entrenamiento. Por lo tanto, puede ocurrir que los pesos

de la primera capa de convolución no puedan ser entrenados. Con el objeto de estudiar

la capacidad de entrenamiento de la red neuronal considerando la situación mencionada,

se hacen pruebas de entrenamiento sobre dos variantes del modelo:

Modelo I. Calcula el power cepstrum. Es el modelo completo mostrado en la figura

4.5.

Modelo II. Se modifica el modelo I removiendo la quinta capa (logaritmo). El

modelo resultante retorna el cuadrado de la autocorrelación.

4.2.2.5. Condiciones iniciales

En la sección 4.1 se mostró que una red neuronal con una capa de convolución puede

calcular la magnitud del espectro de frecuencias |Xk|. Los modelos I y II tienen dos
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capas con pesos en lugar de una, por lo tanto el entrenamiento debeŕıa ser más dif́ıcil

que el del modelo de la sección 4.1. Con el objeto de hacer un análisis más detallado del

entrenamiento de los modelos I y II, las pruebas se realizan con tres condiciones iniciales

diferentes:

R: Inicializando los pesos con valores aleatorios. Esta condición supone mayor

dificultad que las condiciones siguientes porque los pesos se encuentran más lejos

de los valores óptimos.

N: Inicializando los pesos con los valores teóricos y adicionando un ruido del 10%.

W: Inicializando los pesos con los valores teóricos, pero reemplazando la salida

esperada por el power cepstrum (o el cuadrado de la autocorrelación, según co-

rresponda) del audio multiplicado por una ventana Tukey (tapered cosine window)

con r = 0,25.

La figura 4.6 muestra un ejemplo de un audio particular, de la función ventana y del

audio multiplicado por la ventana para ilustrar el cambio introducido en la condición

W.

Figura 4.6: Amplitud (A) en el tiempo (t) de 880 muestras (0.0352 s) de una vocal
/a/ sostenida (arriba). Ventana Tukey para r = 0,25 (centro). Audio multiplicado por

ventana Tukey (abajo).
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Adicionalmente, se realizan las siguientes pruebas en ambos modelos para cada una de

las condiciones iniciales:

TCM: Entrenamiento del modelo completo.

CL1: Se entrena únicamente la primera capa de convolución. Se utiliza el modelo

completo. La segunda capa de convolución se inicializa con pesos teóricos. Después,

el modelo se entrena sin modificar los pesos de la segunda capa de convolución.

CL2: Se entrena únicamente la segunda capa de convolución. Se utiliza el modelo

completo. La primera capa de convolución se inicializa con pesos teóricos. Después,

el modelo se entrena sin modificar los pesos de la primera capa de convolución.

El objetivo de estas tres pruebas es determinar, en caso de que el modelo completo no

pueda ser entrenado con éxito, si cada una de las capas de convolución puede alcanzar

pesos óptimos cuando la otra capa ya está adaptada.

Para todos los casos , cuando los pesos son inicializados aleatoriamente, estos tienen una

distribución uniforme entre -0.001 y 0.001.

Durante el entrenamiento se utiliza el método de optimización Adam con α = 0,001,

β1 = 0,9 y β2 = 0,999. Los pesos son modificados en lotes de 300 vectores de entrena-

miento (el total de datos disponibles).

4.2.3. Resultados

Las tablas 4.1 y 4.2 muestran los errores obtenidos durante el entrenamiento de los

modelos I y II respectivamente.

Como los valores de las salidas no están estandarizados y las salidas de los modelos

comparados tienen magnitudes diferentes, en lugar de mostrar el MSE, se utiliza la

relación entre el error absoluto medio y el valor medio de la salida. Los espacios vaćıos

en las tablas significan que el entrenamiento no fue exitoso.

4.2.3.1. Modelo I

Para el modelo I, solo se pudieron entrenar los casos CL2-R y CL2-N. En el primer

caso, los pesos de la primera capa de convolución se inicializaron con pesos teóricos y

permanecieron fijos, mientras que los de la segunda capa de convolución se inicializaron

con valores aleatorios y se entrenaron. El segundo caso es similar, pero los pesos de la
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Tabla 4.1: Razón entre el error absoluto medio el valormedio de la salida para el
modelo I de acuerdo a las condiciones definidas en la sección 4.2.2.5.

R N W

TCM - - -

CL1 - - -

CL2 1.17 10−5 5.27 10−6 -

Tabla 4.2: Razón entre el error absoluto medio el valormedio de la salida para el
modelo II de acuerdo a las condiciones definidas en la sección 4.2.2.5.

R N W

TCM - 1.33 10−4 6.46 10−4

CL1 1.46 10−4 7.89 10−5 1.73 10−5

CL2 1.22 10−5 5.50 10−6 -

segunda capa se inicializaron con pesos teóricos y se agregó ruido. No es de extrañar que

estos casos sean entrenables, ya que el cálculo es similar al del power spectrum porque

hacen el cuadrado de la magnitud DFT.

En ninguno de los casos de TCM y CL1 se pudo entrenar el modelo I. Para estos casos,

es necesario modificar los pesos de la primera capa de convolución y, por lo tanto, el

error debe propagarse a través de la quinta capa (logaritmo). Debido a las caracteŕısticas

ya mencionadas de la derivada del logaritmo, la información propagada no permite una

búsqueda adecuada por descenso de gradiente. Por lo tanto, los casos de TCM y CL1

no se pueden entrenar.

El caso CL2-W tampoco puede ser entrenado. En la siguiente sección se explican las

razones.

4.2.3.2. Modelo II

Para el modelo II (sin logaritmo), el único caso que no se pudo entrenar es el TCM-R, el

modelo completo con pesos inicializados aleatoriamente. El resto de los casos (excepto

por CL2-W) pudieron ser entrenados exitosamente. Esto significa que, cuando el modelo

II es inicializado con pesos cercanos a los óptimos (por ejemplo los pesos teóricos), este

puede ser entrenado para adaptarse a un problema particular. Esto también confirma

que el problema en el modelo I es la derivada del logaritmo.



75

Notar que en el caso CL2-W el modelo no puede ser entrenado porque la solución requiere

la modificación de los pesos de la primera capa de convolución. La figura 4.7 muestra

algunos de los pesos de la primera capa de convolución para CL1-W. Se puede ver

claramente que los pesos definitivos tienden al producto entre los pesos originales y la

ventana utilizada. Entonces, si no se permite la modificación de los pesos de la primera

capa de convolución, en el caso CL2-W (tanto para el modelo I como para el modelo II)

la red no se puede entrenar hasta un resultado satisfactorio.

Figura 4.7: Pesos entrenados vs. pesos iniciales de los kernels 3, 5 y 7 del modelo II
para para el caso CL1-W.

4.2.4. Conclusiones

Se concluye que el modelo completo presentado es capaz de calcular el power cepstrum

correctamente, pero no se puede entrenar ni tiene la capacidad de adaptarse a otros

problemas mediante el entrenamiento debido a que la derivada de la función logaritmo

no es adecuada para retropropagar el error hacia la primera capa de convolución.

Si bien el objetivo principal del trabajo presentado en esta sección es determinar la

estructura de un modelo neuronal que calcule el power cepstrum y estudiar el comporta-

miento del método de entrenamiento, un aporte importante surge del modelo alternativo

analizado. La red neuronal sin el logaritmo, śı se puede entrenar para adaptarse a otros

casos. Este modelo alternativo, equivalente a la función cuadrado de la autocorrelación,

mantiene algunas de las ventajas del cepstrum, como por ejemplo, información para

detectar la frecuencia fundamental de la señal. La ventaja de que este modelo sea entre-

nable es que se puede adaptar a problemas particulares. Esto queda demostrado con la

adaptación de los pesos teóricos a la salida calculada sobre el producto del audio por la
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ventana Tukey. La red se inicializó con los pesos teóricos, una combinación mucho mas

cercana al óptimo que los pesos aleatorios. Luego, mediante entrenamiento, los pesos de

la primera capa de convolución convergieron hacia el producto entre la ventana Tukey

y los pesos originales.

4.3. Windowing

En esta sección se desarrolla una red neuronal que realiza la operación de windowing.

El modelo presentado se puede adaptar, mejorando aśı los resultados de la clasificación.

Este aporte, al igual que los dos anteriores, se puede aplicar en cualquier tarea de re-

conocimiento de patrones en audio que utilice redes neuronales profundas, no solo en

la clasificación de la calidad vocal. El reconocimiento de patrones de audio se aplica a

una amplia gama de tareas, como el reconocimiento automático de voz (ASR por au-

tomatic speech recognition) [73, 74, 95–112], el reconocimiento del hablante [113–117],

el reconocimiento de emociones [118, 119], la detección de enfermedades [120] y la re-

cuperación de información musical [121–124] entre otras. Para dar mayor visibilidad al

trabajo desarrollado y facilitar que otros investigadores puedan reproducir los resultados,

los experimentos se realizaron en un dominio distinto al de la calidad vocal.

La base de datos elegida fue Speech Commands (ver sección 3.3.3). Este juego de datos

está disponible gratuitamente y en [79] se define un protocolo preciso para realizar

pruebas sobre sus datos. Además, el código fuente de Simple Audio Recognition (SAR),

un proyecto conocido que usa el conjunto de datos Speech Commands, también está

disponible1. SAR incluye funciones de preprocesamiento de datos según el protocolo de

la sección 4.3.2.2 y un modelo redes neuronales profundas basado en [125] para clasificar

los datos de Speech Command.

El desarrollo logrado en estas sección se publicó en [126]. El modelo propuesto es una

modificación del modelo neuronal de SAR, las funciones para preprocesar los datos

también son los de SAR y para comparar los resultados se usa el modelo de SAR como

referencia, por lo tanto, es fácil para cualquier investigador reproducir los resultados.

4.3.1. Operación de windowing

Windowing es el proceso de dividir señales largas en tramas o segmentos cortos de N

muestras. Un segmento x = (x0, x1, . . . , xN−1) se obtiene multiplicando la señal s(n)

por la ventana w(n), formada por una secuencia de valores distintos de cero.

1https://github.com/tensorflow/tensorflow/tree/master/tensorflow/examples/speech_

commands

https://github.com/tensorflow/tensorflow/tree/master/tensorflow/examples/speech_commands
https://github.com/tensorflow/tensorflow/tree/master/tensorflow/examples/speech_commands
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x(n) = s(n)w(n), n = 0, . . . , N − 1

La DFT de una señal dividida en tramas genera valores distintos de cero para frecuencias

que no existen en la señal original. Este efecto (no deseado) es usualmente llamado

spectral leakage o manchado espectral. El tipo de información que puede ser extráıda

del espectro de frecuencias depende principalmente de la distribución del manchado

espectral sobre el espectro. A su vez, la forma de la función de ventana determina la

distribución del manchado espectral, por lo tanto, la elección de la ventana depende del

objetivo de la clasificación.

La ventana más simple es la ventana rectangular wr = (1, 1, . . . , 1). Una ventana rec-

tangular no modifica en absoluto los valores originales. Solo se multiplica por 1 dentro

de la ventana y por 0 afuera.

Se han diseñado varias funciones ventana. Cada una produce un efecto distinto sobre

el manchado espectral. Algunas son Hann, Hamming, flat top, Blackman y Tukey. Una

descripción detallada se puede ver en [127].

Las ventanas Hann y Hamming son las más frecuentemente utilizadas en reconocimiento

de patrones sobre audio [95, 97, 101, 108–110, 116, 120, 128, 129], sin embargo, algunos

investigadores han preferido utilizar otras, como la ventana Blackman-Harris [123, 124],

o proponer nuevas funciones ventana. Morales-Cordovilla et al. [130], Alam et al. [131]

y Rozman et al. [132] propusieron ventanas asimétricas, mientras que Sahidullah et al.

[133] proponen una nueva técnica de windowing basada en las derivadas de la DFT.

Los modelos de aprendizaje profundo que toman el raw audio como entrada usan venta-

nas rectangulares. Se podŕıa pensar que los filtros aprendidos incluyen la multiplicación

por otra función de ventana (no rectangular), lo que implica una ventana diferente pa-

ra cada filtro (algo similar a lo ocurrido en el caso CL1-W del modelo II en la sección

4.2.3.2). No se encontraron estudios sobre la mejora proporcionada por filtros y ventanas

adaptables aplicados por separado en una misma red neuronal.

4.3.2. Experimento

En esta sección se estudia el comportamiento de una red neuronal profunda para el

reconocimiento de comandos de audio. La red neuronal propuesta es un modelo de

clasificación extremo a extremo, que recibe el raw audio como entrada y predice la

palabra mencionada. La primera capa del modelo multiplica la entrada por una ventana

que se adapta durante el entrenamiento.
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Durante el experimento se intenta responder las siguientes preguntas:

• ¿Es posible adaptar los coeficientes de la ventana? Para adaptar los pesos de la

ventana es necesario propagar el gradiente de la función del error desde la capa de

salida a la capa que se encarga de la operación de windowing. Como se verá más

adelante, la red neuronal propuesta calcula internamente el power spectrum. Por

lo tanto, el gradiente debe propagarse correctamente a través del cálculo del power

spectrum.

• Si los coeficientes de la ventana se pueden adaptar, ¿Esta adaptación mejora la

capacidad de reconocimiento del modelo?

Para responder estas preguntas se realizaron pruebas sobre el Speech Commands dataset.

Las pruebas consisten en reconocer las palabras mencionadas en los audios de la base

de datos.

4.3.2.1. Modelo propuesto

Tal como se comentó anteriormente, el proyecto SAR resuelve el problema de clasifi-

cación sobre el Speech Commands dataset con una red neuronal profunda. SAR ofrece

distintos modos de ejecución (relacionados con la complejidad y necesidad de recursos

computacionales) y cada modo utiliza un modelo neuronal diferente. El modelo más

grande y con mejores resultados de SAR fue elegido como modelo de referencia para el

experimento. Este modelo recibe un power spectrogram como entrada.

Se propone una red neuronal, llamada wSTFT, que calcula el power spectrogram y la

operación de windowing. Se analiza el efecto de reemplazar las entradas del modelo

de referencia por la red wSTFT y adaptar los pesos de windowing en wSTFT (figura

4.8). Para calcular el power spectrogram, wSTFT debe multiplicar el raw audio por los

coeficientes de la ventana, calcular la STFT y calcular el cuadrado de la STFT.

Windowing con redes neuronales. Para una señal s (raw audio) de longitud L y

una ventana w de tamaño N , el producto Hadamard (o producto elemento a elemento)

x = w ⊙ s′ se debe calcular para cada posición de w sobre s, donde s′ el segmento de s

bajo w.

Al igual que en una capa de convolución, la ventana se mueve un número fijo de elementos

(strides) en cada paso y los coeficientes wi son los mismos para cada ubicación de la

ventana (pesos compartidos). A diferencia de una capa convolucional, el resultado de

cada paso es un vector, no un escalar. No existen capas estándar en la libreŕıas de redes
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Figura 4.8: Modelo de referencia (izquierda) vs. modelo propuesto (derecha).

neuronales artificiales con este comportamiento, por lo tanto fue necesario programarla.

En la figura 4.9 se muestra el funcionamiento de la nueva capa, STHadamard, resaltando

los pesos compartidos mediante los colores de las conexiones. Notar que la salida es un

vector de dos dimensiones donde cada columna es una trama multiplicada por la ventana.

Figura 4.9: Esquema de cálculo de la capa STHadamard para L = 11, N = 5 y
strides= 2.

En lo sucesivo, los coeficientes de la ventana serán también referidos como pesos de capa

de windowing o de la capa STHadamard.

Cuadrado de la STFT. El cálculo se realiza de forma similar al cuadrado de la

magnitud del espectro de frecuencias en la sección 4.2.2.2 (cálculo del power cepstrum).

Hay una diferencia en la capa de convolución, como la salida de la capa STHadamard

tiene dos dimensiones, ahora se utiliza una convolución 2D. El tamaño de cada kernel

es N × 1 y se desplaza una columna en cada paso.
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El modelo wSTFT completo se muestra en la figura 4.10.

Figura 4.10: Modelo wSTFT completo.

4.3.2.2. Datos

Tal como se mencionó con anterioridad, el protocolo de prueba sobre los datos de Speech

Commands se define en [79]. El protocolo especifica cuáles son los archivos de audio

que deben ser utilizados para entrenar el modelo y cuáles deben usarse para evaluar-

lo. También se define que solo las diez palabras “Yes”, “No”, “Up”, “Down”, “Left”,

“Right”, “On”, “Off ”, “Stop”, y “Go” deben ser clasificadas. Además, se crean dos

etiquetas especiales adicionales llamadas “Unknown Word” y “Silence”. Los juegos de

datos quedan formados por la misma cantidad de elementos para cada una de las do-

ce categoŕıas, lo que significa que cada clase contiene aproximadamente el 8.3% de los

ejemplos. La categoŕıa “Unknown Word” contiene palabras elegidas aleatoriamente de

las clases que no son parte de las diez palabras objetivo. La categoŕıa “Silence” tiene

audios de un segundo de duración extráıdos aleatoriamente de un grupo de archivos con

ruido de fondo también provisto con la base de datos.

Durante este experimento se sigue el protocolo definido en [79]. Adicionalmente, al igual

que en el proyecto SAR, los audios correspondientes a las palabras se mezclan con ruido
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de fondo. También como en SAR, para todos los archivos de audio se calcula el power

spectrogram después de multiplicar el audio por una ventana Hann. Los espectrogramas,

de tamaño 240 × 98, son las entradas para el modelo de referencia, mientras que los raw

audios, de tamaño 16000, son las entradas del modelo propuesto.

4.3.2.3. Detalles de implementación

Modelo de referencia. En la tabla 4.3 se muestran las capas del modelo de referen-

cia. Es igual al modelo SAR, salvo por dos diferencias. La primera diferencia es que en el

modelo SAR la tercera capa es una capa de max pooling. La segunda diferencia es el valor

del parámetro padding en las capas de pooling. En el modelo SAR, padding = ”same”,

mientras que en el modelo de referencia padding = ”valid”. Este úlimo cambio se debe

a que se observó que algunas columnas del espectrograma no se utilizaban en el modelo

SAR. Con estos cambios la exactitud del modelo de referencia mejoró aproximadamente

un 3% con respecto al modelo de proyecto SAR.

Tabla 4.3: Capas del modelo de referencia

Capa Tamaño de salida Parámetros

Reshape (1, 240, 98) 0

Dropout (1, 240, 98) 0

Average pooling 2D (1, 40, 98) 0

Convolución 2D (64, 14, 98) 10304

Dropout (64, 14, 98) 0

Max pooling 2D (64, 7, 49) 0

Convolución 2D (64, 7, 49) 41024

Dropout (64, 7, 49) 0

Flatten (21952) 0

Densa (12) 263436

Modelo propuesto. El modelo propuesto surge de insertar las capas del modelo

wSTFT al principio del modelo de referencia. La tabla 4.4 muestra las capas del modelo

wSTFT.

Los 230400 pesos de la capa de convolución de la tabla 4.4 se mantienen fijos. Los únicos

parámetros que se entrenan en wSTFT son los 480 pesos de la capa STHadamard.
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Tabla 4.4: Capas del modelo wSTFT

Capa Tamaño de salida Parámetros

STHadamard (480, 98) 480

Reshape (1, 480, 98) 0

Convolución 2D (480, 1, 98) 230400

Reshape (2, 240, 98) 0

Cuadrado (2, 240, 98) 0

Suma (240, 98) 0

Se analiza el comportamiento del modelo propuesto (prop model) y de dos variantes.

Las variantes son:

• prop model smooth. Se agrega una penalidad en la función del error para que la

ventana tienda a tener curvas suaves. Se penalizan las altas frecuencias en los pesos

de la ventana.

• prop model symm. Se fuerza la simetŕıa de la ventana. En este caso, la capa STHa-

damard tiene N/2 pesos.

Inicialización y entrenamiento. Los pesos de la capa STHadamard se inicializaron

con los coeficientes de una ventana Hann. Los pesos de la capa de convolución en wSTFT

se inicializaron con los coeficientes de la DFT. El resto de los pesos se inicializó con

valores aleatorios uniformemente distribuidos entre -0.001 y 0.001.

Se utilizó nuevamente el método de optimización Adam. Se ejecutaron 150 ciclos de

entrenamiento (epochs). Para todos los ciclos, los parámetros del método Adam fueron

β1 = 0,9 y β2 = 0,999, mientras que se usó α = 0,001 durante los primeros 100 ciclos y

α = 0,0001 en el resto. Los pesos se adaptaron en lotes de 500 vectores de entrada.

4.3.3. Resultados

El entrenamiento de cada modelo se repitió 30 veces. La inicialización de los números

aleatorios se hizo con las mismas 30 semillas para los tres modelos. La tabla 4.5 muestra

la exactitud media y las mejoras relativas sobre el juego de datos de test. Las mejoras de

Prop model smooth y Prop model symm no son significantes. Para Prop model la mejora

es pequeña, pero es importante destacar que Prop model fue mejor que el modelo de

referencia en las 30 ejecuciones del experimento.
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Tabla 4.5: Exactitud media sobre datos de test y mejora relativa en 30 entrenamientos.

Modelo Exactitud Mejora relativa

Modelo de referencia 0.9121 -

Prop model 0.9185 0.7%

Prop model smooth 0.9130 0.1%

Prop model symm 0.9151 0.33%

La diferencia entre las exactitudes del modelo de referencia y Prop model para los datos

de entrenamiento es menor que para los datos de validación (figura 4.11). Con los datos

de test, la diferencia es similar a la de los datos de validación. Esto implica que el modelo

propuesto reduce el sobreajuste.

Figura 4.11: Evolución de la exactitud para los datos de entrenamiento y validación
durante el entrenamiento de ambos modelos.

La figura 4.12 muestra un ejemplo de los pesos originales vs. entrenados de la capa

STHadamard para el modelo prop model. En todos los entrenamientos de este modelo

se obtuvieron pesos con las mismas caracteŕısticas, la campana se vuelve más alta y

se añaden algunas frecuencias altas y medias. El modelo Prop model smooth elimina las

altas frecuencias de los pesos y la curva se vuelve más suave, pero la exactitud disminuye.

Esto sugiere que los componentes frecuenciales que los pesos de la capa STHadamard

adquieren durante el entrenamiento son útiles para la clasificación.

4.3.4. Conclusiones

En primer lugar, se concluye que es posible adaptar los coeficientes de la ventana con

el modelo propuesto, lo que implica que el gradiente de la función error se propaga



84

Figura 4.12: Pesos entrenados vs. pesos originales de la capa STHadamard del modelo
prop model.

correctamente a través del cálculo neuronal del power spectrum. En segundo lugar, se

concluye que la adaptación de los pesos de la ventana pueden mejorar el rendimiento de

la clasificación, aunque en una cantidad moderada.

En los coeficientes adaptados de la ventana aparece añadidas frecuencias medias y altas.

No está claro qué rol cumplen estas frecuencias. Se podŕıa pensar que son adaptaciones

para clasificar algunas entradas particulares, pero dado que el modelo propuesto incre-

menta la capacidad de generalización (reduce el sobreajuste), parece más posible que

estas frecuencias añadidas sean realmente importantes para la tarea de clasificación.

El modelo wSTFT podŕıa ser insertado de manera directa en todas las redes neuronales

que reciben el power spectrum como entrada. El proceso de entrenamiento es natu-

ralmente menos eficiente, pero después del entrenamiento el modelo original puede ser

utilizado cambiando la ventana inicial por la ventana entrenada, es decir, no es necesario

agregar las nuevas capas al modelo de la etapa de producción.



Caṕıtulo 5

Extracción de caracteŕısticas y

clasificación

En este caṕıtulo se definen las caracteŕısticas (cualidades) del modelo inicial en relación

a la extracción de caracteŕısticas (features) y la clasificación.

5.1. Extracción de caracteŕısticas

Para la extracción de caracteŕısticas, el diseño de la red neuronal se enfoca en tres parti-

cularidades de las voces patológicas, las cuales se agrupan en medidas de perturbación,

que miden la variabilidad a corto tiempo de los ciclos glóticos con respecto a la frecuen-

cia (jitter) y la amplitud (shimmer); y las de medidas de ruido, las cuales indican la

presencia de ruido aditivo en la emisión de la voz. Estas son medidas tradicionales en el

análisis acústico de la voz [134] y también son las de uso más frecuente en la actualidad

[135].

5.1.1. Perturbaciones de amplitud

Shimmer es una medida acústica relativa a las perturbaciones de amplitud de una señal.

Las variaciones de este tipo en la voz humana son perceptibles al óıdo y permiten carac-

terizar ciertas propiedades, tanto de la voz, como de las personas que la emiten [136].

El valor de shimmer está asociado a la calidad vocal [13, 14, 134, 137–139], estado de

ánimo [140–145], edad [146] y género [147] de las personas. Existen numerosos trabajos

de investigación que utilizan, entre otras, la medida shimmer con objetivos que van desde

la detección de patoloǵıas [26, 134, 148] hasta la mejora de interfaces humano-máquina

85
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a través de la estimación de la intencionalidad de una frase hablada [149]. Con respecto

a las voces sintetizadas, en [150] se determina que cierto nivel se shimmer aumenta el

grado de naturalidad.

El cálculo de shimmer tiene una complicación importante, depende de la detección previa

de la frecuencia fundamental (F0) de vibración de las cuerdas vocales. F0 es dif́ıcil de

estimar en voces patológicas [151, 152]. La estimación del valor real de F0 continúa

siendo materia de investigación [19, 21, 22, 151–154].

En esta sección se busca encontrar la arquitectura mı́nima de una red neuronal para

realizar una aproximación del valor de shimmer en una señal de audio. La red neuronal

presentada se entrena con audio sintetizado. Las entradas al modelo neuronal son los

valores del power spectrum de la señal. Por un lado, se espera obtener un método de

cálculo shimmer independiente de F0, y por el otro, la respuesta al interrogante sobre el

grado en que las perturbaciones de amplitud del audio original pueden influir en la salida

de un modelo de aprendizaje profundo con entrada de datos de audio o espectrales. En

otras palabras, cuánta información de shimmer se preserva hasta las últimas capas del

modelo.

5.1.1.1. Cálculo de shimmer

Existen distintas versiones de shimmer. La mayor diferencia entre ellas es el tamaño de

la ventana (cantidad de ciclos de F0) utilizada para el cálculo. Algunas se pueden ver

en [25]. La versión elegida es la de Klingholz y Martin [155], también conocida como

relative shimmer.

Relative shimmer, de acá en más solo “shimmer” es una forma de medir las perturba-

ciones de amplitud ciclo a ciclo de la frecuencia fundamental de una señal y se muestra

como una relación entre las perturbaciones y la amplitud.

shimmer =
1

N−1

∑N−1
i=1 |Ai −Ai+1|

1
N

∑N
i=1 |Ai|

(5.1)

donde N es la cantidad de periodos de F0 que tiene la señal y Ai es la amplitud máxima

para el periodo i.

5.1.1.2. Experimento

Datos Se generaron datos de audio modulados en amplitud por una onda sinusoidal

con la siguiente expresión:
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y(t) =
1

1 + k
sin

(
α+

2πtF0

s

)(
1 + k sin

(
β +

2πtfmod

s

))
(5.2)

donde y(t) es la señal generada, t es tiempo [s], F0 es la frecuencia de vibración glótica

[Hz], fmod es la frecuencia de modulación [Hz], k es la constante de sensibilidad en

amplitud del modulador, s es la frecuencia de muestreo, α y β son constantes para

variar la fase de la señal a modular y de la señal moduladora respectivamente.

Para la generación de los datos de entrenamiento, validación y test, se asignaron valores

aleatorios con distribución uniforme. F0 tomó valores en el intervalo [200, 1000] Hz, fmod

en [5, 10] Hz, k en [0, 0.4], α y β en [0, 2π].

En la Fig. 5.1 se pueden ver 250 ms de audio generados con F0 = 200 Hz, fmod = 8 Hz

y k = 0,4.

Figura 5.1: Audio generado para F0 = 200 Hz, fmod = 8 Hz y k = 0,4.

Se generaron tres juegos de datos, uno de entrenamiento con 2500 elementos, uno de vali-

dación con 500 elementos y uno de test con 500 elementos. Cada elemento está compuesto

por el valor de shimmer a estimar y el espectrograma del audio generado. El valor de

shimmer se puede calcular con exactitud porque F0 es conocido al momento de generar

el audio. El espectrograma se calcula sobre 2 s de audio generado con 44100 muestras/s.

Para el cálculo se utilizó una ventana tipo Tukey(0.25) de ancho = 256, lo que determina

un arreglo de forma 129×393 (frecuencia/tiempo) que contiene la densidad espectral de

la señal. En la figura 5.2 se pueden ver los valores de la segunda, tercera y cuarta filas

(́ındices 1 a 3) del espectrograma de la señal de la figura 5.1.

Para el entrenamiento los datos de los espectrogramas y los de shimmer se estandari-

zaron entre 0 y 1. En las señales generadas se observó que solo las 15 primeras filas del
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Figura 5.2: Tres filas con mayor valor medio de PSD (Power Spectral Density) en
espectrograma de audio generado con F0 = 200 Hz, fmod = 8 Hz y k = 0,4.

espectrograma (frecuencias más bajas) teńıan información significativa. Entonces, solo

para el alcance propuesto en este experimento, se eliminó el resto de las frecuencias y el

espectrograma cambió del tamaño 129× 393 a 15× 393.

Modelos Para comenzar a diseñar la red neuronal, inicialmente se analizó la relación

que tiene shimmer con F0, fmod y k. Esta es una relación no lineal, pero no demasiado

compleja. Se realizaron pruebas sobre redes neuronales formadas por capas densamente

conectadas para aproximar shimmer utilizando como entrada los parámetros F0, fmod

y k (notar que son valores escalares, no audio). Como resultado de una búsqueda en

rejilla (grid search) en el espacio de los hiperparámetros, se determinó que una red con

dos capas de 20 neuronas cada una y función de activación tanh() más una neurona

lineal de salida, era capaz de aproximar shimmer con alta precisión. Sobre esta base se

generaron modelos de aprendizaje profundo para problemas de aproximación de shim-

mer con complejidad ascendente. Los modelos se formaron con capas de convolución y

capas densamente conectadas. En primer lugar se aproximó shimmer para F0 variable,

k constante y fmod constante. En segundo lugar se aproximó shimmer para F0 variable,

k variable y fmod constante. Por último, se encontró un modelo para aproximar shimmer

con F0, k y fmod variables. Más detalles sobre el proceso se pueden ver en [156].
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5.1.1.3. Resultados

En esta sección se presenta el modelo más simple que se obtuvo para aproximar shimmer

con F0, k y fmod variables. Para F0 en el intervalo [200, 1000] Hz, k en [0, 0.4] y fmod

en [5, 10] Hz fue necesario crear un modelo con una capa de convolución y tres capas

densas (figura 5.3).

Figura 5.3: Modelo para cálculo de shimmer en señales con F0 en el intervalo
[200, 1000] Hz, k en [0, 0,4] y fmod en [5, 10] Hz.

Capa de convolución. Tal como se mencionó en la sección 5.1.1.2, capas densamente

conectadas que reciben la suficiente información sobre F0, k y fmod pueden aproximar

el valor de shimmer. El espectrograma, para los datos generados, claramente contiene

información sobre F0. El valor de k afecta la cantidad total de enerǵıa del espectrograma,

por lo tanto la información está disponible. La información de fmod también está presente

en el espectrograma, se puede medir el periodo de la señal de modulación, pero (por lo
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menos para señales con fase variable en F0 y fmod) no es posible hacerlo con capas densas.

Para calcular fmod es necesaria una nueva transformación sobre el audio (la primera fue

la STFT para el cálculo del espectrograma). La segunda transformación se realiza en

una capa de convolución en la entrada del modelo.

Cada neurona de la capa de convolución se conecta al espectrograma con una ventana

de tamaño 1 × 40 (alto × ancho). La convolución se realiza sobre una sola frecuencia

(altura = 1) para que no se pierda el nivel de detalle de F0 necesario en las capas

densas. El ancho de 40 elementos es el mı́nimo necesario para contener un ciclo de

mı́n(fmod). La cantidad de elementos del espectrograma por ciclo de modulación (C)

para un espectrograma de ancho Ws y un audio de duración L segundos es:

C =
Ws

L×mı́n(fmod)
=

393 elementos

2 s× 5 Hz
= 39,3 elementos/ciclo

El desplazamiento entre ventanas es 1 en ambas direcciones, lo que implica que en la

dimensión de la frecuencia no hay solapamiento y en la dimensión del tiempo hay 39 ele-

mentos solapados entre las ventanas de neuronas contiguas. Finalmente, de acuerdo con

estas definiciones, el tamaño de salida de cada filtro es 15× 354. La capa de convolución

tiene 10 kernels. Esta cantidad es una decisión de compromiso entre el rendimiento y el

detalle con que la información de fmod llega a las capas densas. Las neuronas de esta

capa tienen función de activación lineal y los pesos se inicializan con valores aleatorios

ortogonales. Se intentó incializarlos con familias de wavelets para ondas senoidales entre

5 Hz y 10 Hz, pero no se logró mejorar la exactitud de la predicción.

Capa de max pooling. Las neuronas de la capa de max pooling tienen una ventana

de tamaño 1× 40 sobre la capa de convolución. Nuevamente, la altura = 1 permite que

la información de F0 se transmita a las capas densas sin perder detalles. El ancho = 40

ampĺıa el campo receptivo de las neuronas de esta capa a 2 ciclos de mı́n(fmod) sobre el

espectrograma. De esta forma, el valor salida es invariante a las traslaciones de la señal

de modulación. No hay solapamiento entre las ventanas, por lo tanto el tamaño de cada

una de los 10 filtros es de 15× 8 neuronas.

Capas densas. Las salidas de la capa de max pooling se conectan a tres capas con

conexiones densas iguales a las de la sección 5.1.1.2.

Rendimiento. Para el modelo presentado se realizaron 20 pruebas de entrenamiento

con 2500 datos y se obtuvo un MSE = 5,8× 10−5 sobre los datos de test. En la Fig. 5.4
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se muestran los valores esperados y calculados de shimmer en orden ascendente para los

500 datos de test en una de las pruebas.

Figura 5.4: Shimmer normalizado esperado (azul) vs. calculado (rojo) para los 500
datos ordenados de test.

5.1.1.4. Conclusión

Se concluye que, bajo las condiciones planteadas en este experimento, es posible cal-

cular shimmer sin conocer el valor exacto de F0 y se puede afirmar que un modelo de

aprendizaje profundo que respete la estructura del modelo presentado en sus primeras

capas es capaz de utilizar el valor de shimmer, internamente calculado, para realizar

clasificaciones de otro tipo, como por ejemplo, la calidad vocal.

5.1.2. Perturbaciones de F0

La voz humana es una señal cuasi-periódica. Para que una voz produzca sensación de

naturalidad deben existir pequeñas variaciones en la duración de los ciclos glóticos, pero

una irregularidad excesiva en la forma de onda durante la fonación sostenida se asocia con

patoloǵıas de la voz. Por ejemplo, algunos tipos de esclerosis producen ataxia (falta de

control muscular) sobre la laringe originando perturbaciones en F0. Estas perturbaciones

suelen ser periódicas [25].

La medida de las perturbaciones de F0 es conocida como jitter. Es la medida histórica-

mente más aplicada en el análisis de la calidad vocal [25]. Por ejemplo, en [157], Jiang et

al. encuentran diferencias significantes en los valores de jitter entre voces de pacientes

con pólipos o nódulos en las cuerdas vocales y pacientes sanos. Oliveira et al. clasifican

21 patoloǵıas y encuentran que, entre las medidas utilizadas, jitter es la caracteŕıstica

más relevante [158]. En [159] se caracterizan las voces patológicas y se observa que las

medias de jitter y shimmer son mayores en las voces disfónicas. Fezari et al. detectan
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voces patológicas con jitter, shimmer y MFCC en [160]. En el trabajo de Fonseca y Pe-

reira [161] se clasifican muestras de personas sanas y personas con edema de Reinke para

detectar la patoloǵıa; se prueban varias medidas acústicas y la más relevante es jitter.

En este último caso, las perturbaciones de F0 no se calculan sobre la señal original, sino

sobre la transformada wavelet discreta.

Jitter se calcula como la variación de la frecuencia fundamental entre sucesivos periodos

de la señal.

jitter =
1

N−1

∑N−1
i=1 |Ti − Ti+1|

1
N

∑N
i=1 |Ti|

(5.3)

donde Ti es el periodo de la frecuencia fundamental en el ciclo i y N es la cantidad de

ciclos.

Existen muchas variantes para el cálculo de jitter. Todas las variantes enfrentan el mismo

problema, intentan medir la desviación de la periodicidad, pero alcanzan su ĺımite cuando

la periodicidad se vuelve débil o el análisis se ve afectado por otras fuentes de fluctuación

y/o modulación. La dificultad principal es el cálculo de la frecuencia fundamental [25].

Por esta razón no se intenta que el modelo neuronal de clasificación de la calidad vocal

calcule internamente el valor de jitter, sino que obtenga cierta información relativa a la

perturbación de F0 que sea de utilidad.

En la representación frecuencial del audio es fácil notar estas perturbaciones. Para mos-

trarlo, a continuación se genera una señal modulada en frecuencia y se analiza su espec-

trograma.

y(t) = sin

(
k sin

(
β +

2πtFmod

s

)
+ α+

2πtF0

s

)
(5.4)

donde y(t) es la señal generada, t es tiempo [s], F0 es la frecuencia de vibración glótica

[Hz], Fmod es la frecuencia de modulación [Hz], k es la constante de sensibilidad del

modulador, s es la frecuencia de muestreo, α y β son constantes para variar la fase de

la señal a modular y de la señal moduladora respectivamente.

En la figura 5.5 se grafica y(t) en función del tiempo y en la figura 5.6 se muestra su

espectrograma. En el espectrograma, la perturbación se presenta como cambios de fila

periódicos (debido a que la señal moduladora utilizada es periódica) en la posición de

F0.

Con las voces naturales la situación es similar. En la figura 5.7 se muestran los espectro-

gramas (izquierda de a, b y c) y el cepstrum en el tiempo (derecha de a, b y c) de tres
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Figura 5.5: Señal de audio generada con la expresión 5.4.

Figura 5.6: Espectrograma del audio generado con la expresión 5.4.

audios de la PVQD. En el primer caso (a) se puede ver un segundo del audio LA9017,

donde se observa que al inicio no hay variación de frecuencia pero después aparece un

tramo con jitter alto. El segundo caso (b), para el audio LA9015, presenta valores altos

de jitter. El tercer audio (c), PT003, no tiene variaciones significativas de frecuencia. Es

importante notar que en todos los casos, tanto los valores altos, como los valores bajos

de jitter tienen patrones consistentes para el cepstrograma y el cepstrum en el tiempo.

Esto indica que la información que brinda jitter se puede obtener con el mismo método

tanto del espectrograma como del cepstrograma.

Figura 5.7: Comparación del espectrograma (izquierda) y el cepstrograma (derecha)
de tres audios (a, b y c) de la PVQD.
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Las perturbaciones de F0 son evidentes en las imágenes del espectrograma y del ceps-

trograma. En ambas representaciones la perturbación se presentan como cambios de

fila, algunas veces periódicos, en la posición de F0 y sus armónicos. Dado este efecto, se

considera que utilizando capas de convolución, una red neuronal no debeŕıa tener difi-

cultad en reconocer las perturbaciones de F0 si estas contribuyen a minimizar el error

de clasificación. Este caso es más simple que el de shimmer, donde las perturbaciones

de amplitud se hacen presentes en las magnitudes de las representaciones frecuenciales,

pero sin provocar cambios en la posición de los máximos de enerǵıa. Por esta razón no se

realiza para jitter un experimento similar al de la sección anterior. Tal como se mencionó

anteriormente, no se espera que el modelo final calcule internamente el valor de jitter,

pero se asume que las capas de convolución del modelo completo tienen la capacidad

para extraer la información necesaria sobre las variaciones de F0.

5.1.3. Ruido

El ruido puede ser una manifestación del esfuerzo vocal, y al mismo tiempo, el esfuerzo

vocal es un śıntoma cĺınico frecuente en personas con patoloǵıas vocales [93].

Las voces patológicas se caracterizan por la presencia de ruido. La medida más frecuente

para cuantificar el ruido en las señales de voz es probablemente armonics-to-noise ratio

(HNR) y se calcula como la relación entre la enerǵıa de los armónicos de F0 y la enerǵıa

del resto de la señal. En otras palabras, HNR es la relación entre enerǵıa periódica y

el ruido producido por vibraciones no periódicas de las cuerdas vocales [93]. Las voces

disfónicas tienen valores más bajos de esta medida que las voces normales. HNR se

puede calcular tanto en el dominio del tiempo como en el de la frecuencia. En [162] se

mencionan algunos de los métodos para ambos dominios. La ventaja de calcularlo en

el dominio de la frecuencia es que se evita el cálculo de F0. También se puede calcular

HNR a partir del cepstrum [163, 164].

Otra medida relacionada con el ruido es la prominencia del pico del cepstrum (CPP

por su sigla en inglés). Este se calcula como la diferencia de amplitud entre el pico

cepstral (altura del mayor rahmonic) y el valor correspondiente en la ĺınea de regresión

directamente debajo del pico. Una señal muy periódica tiene una estructura armónica

bien definida y un pico cepstral más prominente que una señal menos periódica.

En este trabajo, el diseño de las capas de extracción de caracteŕısticas permite que

la red neuronal cuente con la información necesaria para calcular un valor cercano a

la smoothed cepstral peak prominence (CPPS), una variante del CPP. Las capas de

extracción de caracteŕısticas, o por lo menos las relacionadas con la CPPS, deben recibir

entonces el cepstrum de la señal como entrada.
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Se elige CPPS en lugar de HNR por las siguientes razones:

El cálculo (o aproximación) de ninguna de las dos medidas ha sido implementado

hasta ahora con redes neuronales, pero dadas sus caracteŕısticas, la implementación

de CPP es más simple.

En el año 2018 un panel de expertos de la American Speech-Language-Hearing

Association propuso protocolos para la evaluación instrumental de la función vocal.

En el caso de la evaluación con medidas acústicas, se sugiere el uso de CPP para

medir el nivel general de ruido en la señal. Según el mismo documento, después de

mucha discusión, se eligió al CPP como una medida general de disfońıa que refleja

la relación global de enerǵıa periódica versus aperiódica en una señal [165]. Además,

en la bibliograf́ıa se menciona numerosas veces a CPP como la medida que mayor

correlación tiene con la disfońıa. En [166–168] por ejemplo, se obtienen resultados

satisfactorios de clasificación utilizando solo CPP o CPPS como caracteŕısticas.

El cálculo de HNR depende de la periodicidad de la señal en mayor medida que

el cálculo de CPP, por lo tanto en voces con grado 2 y 3 de disfońıa, CPP es más

confiable [92].

La elección de CPP no implica que la información provista por HNR no sea utilizada. Las

dos medidas están relacionadas porque ambas comparan la estructura de los armónicos

y el resto de la señal. En [169] Murphy analiza gmHNR, una variante de HNR obtenida

sobre los dB del espectro, y esta resulta directamente proporcional al primer rharmonic

(armónico en el cepstrum). Samlam et al. reportan en [170] que HNR y CPP están fuer-

temente relacionados entre śı y relacionados linealmente con la dimensión B de GRBAS

según los resultados de un experimento sobre 364 muestras de audio. Fraile y Godino-

Llorente en [171] hacen un estudio anaĺıtico del CPP y concluyen que la afirmación de

Murphy se puede extrapolar al CPPS.

5.1.3.1. CPP y CPPS

Las primeras quefrencies del cepstrum corresponden a la señal moduladora que define

los formantes. Esta señal se forma en el tracto vocal y no es de interés en el análisis

de la calidad vocal. Para el cálculo de la CPP se eliminan las primeras quefrencies y se

mantiene el resto, que es donde se encuentra la información sobre la señal producida en

las cuerdas vocales.

En la figura 5.8 se muestran las 200 primeras quefrencies del cepstrum calculado sobre

un segmento de 70.4 ms del audio LA9018 de la PVQD. La ĺınea de puntos vertical
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indica el lugar donde se corta el cepstrum para separar la señal proveniente del tracto

vocal de la de las cuerdas vocales. En este caso, se eliminan las 20 primeras quefrencies.

Los cuatro picos que se ven a la derecha de la ĺınea vertical son los rharmonics.

Figura 5.8: 200 primeras quefrecies del cepstrum del audio LA9018 de la PVQD.

La señal resultante de eliminar los 20 primeros elementos se puede ver (primeras 180

quefrencies) en la figura 5.9. Sobre esta señal se calcula la CPP. La prominencia del pico

es la distancia entre los dos puntos marcados con “×” en la figura. El punto superior es

la amplitud del rharmonic más alto (máximo absoluto), mientras que el punto inferior

es el valor, justo bajo el máximo, de la ĺınea obtenida por regresión lineal de toda la

señal.

Figura 5.9: Prominencia del pico del cepstrum (CPP) del audio LA9018 de la PVQD.

En este trabajo se utiliza la CPPS, una versión de la CPP frecuentemente elegida. CPPS

fue propuesto en el trabajo de Hillenbrand y Houde en 1996 [172], donde mediante ex-

perimentación encontraron que suavizando el cepstrum antes de calcular la prominencia

del pico se mejora la exactitud de las predicciones. En la figura 5.10 se compara el

cepstrum original con el suavizado y se marcan los puntos para el cálculo de la CPPS.

En este ejemplo el suavizado se realizó convolucionando el cepstrum con una campana

gaussiana de tamaño = 5 y desviación estándar = 2.
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Figura 5.10: Prominencia del pico del cepstrum suavizado (CPPS) del audio LA9018
de la PVQD.

5.1.3.2. Red neuronal

El cálculo de la CPPS con redes neuronales se complica debido a la regresión lineal del

cepstrum. Para obtener una red simple se cambia el valor del referencia para el cálculo

de la prominencia por la media de los valores del cepstrum. En la figura 5.11 se puede

ver, utilizando los mismos datos que en las figuras anteriores, una comparación entre las

dos referencias (media y regresión lineal). También se muestra la prominencia del pico

tomada desde el valor de la media.

Figura 5.11: Comparación entre el uso de la media y de la regresión lineal para calcular
la prominencia del pico del cepstrum suavizado.

La red neuronal que se presenta en esta sección calcula internamente los valores máximo

y medio del cepstrum suavizado. Claramente, con estos valores no se puede calcular la

CPPS tradicional, pero śı se puede obtener una idea de la amplitud del pico. La amplitud

del pico cepstral refleja el nivel de organización armónica. Se espera que las señales de

voces normales tiendan a mostrar mayor grado de organización armónica que las de

voces patológicas que contienen escapes de aire (B en GRBAS) y/o perturbaciones de

frecuencia [172].
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La figura 5.12 muestra la arquitectura de la red neuronal utilizada como parte del modelo

inicial. La entrada es el cepstrograma, o cepstrum en el tiempo. El suavizado se realiza

con una capa de convolución 2D que se conecta a la entrada con un kernel de tamaño

n × 1. Los pesos del kernel se inicializan con los valores de una campana gaussiana

y pueden mantenerse fijos o permitir que se ajusten. Sobre la salida completa de la

convolución se calculan el valor máximo y el valor medio con capas de max pooling

y average pooling respectivamente. Finalmente, las salidas de las capas de pooling se

conectan a una única neurona con activación lineal. El valor de n se define en el proceso

de optimización de la arquitectura del modelo final.

Figura 5.12: Arquitectura de la red neuronal de extracción de caracteŕısticas de ruido

5.2. Clasificación

El grado G de disfońıa es una variable categórica ordinal. En consecuencia, los errores

de clasificación tienen mayor importancia en la medida que aumenta la distancia entre

la clase predicha y la clase esperada. Además, tal como lo expresan Gómez et al. en

[36], dado que G se clasifica con cuatro puntos o etiquetas, la escala es insensible a

otros estados sutiles pero potencialmente informativos entre las etiquetas. Por lo tanto,
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el sistema debe considerar la existencia de más de cuatro estados que caracterizan a las

voces bajo análisis.

Desde el punto de vista de la evaluación, esta situación se tiene en cuenta a través de la

métrica del error absoluto medio. Para que el clasificador tienda a minimizar los errores

entre las clases más distantes, el objetivo del modelo se planteó en primer momento como

una regresión, es decir utilizando una neurona lineal de salida y codificando la salida

con funciones umbral para determinar la clase. Se comparó el rendimiento con el de

un clasificador que utilizaba cuatro neuronas (una por clase) con función de activación

sigmoidal. La última configuración obtuvo mejores resultados, por lo tanto el modelo

inicial tiene cuatro neuronas de salida.

5.2.1. Red Neuronal

La clasificación se realiza con capas densamente conectadas. Tal como se adelantó, la

capa de salida tiene cuatro neuronas con función de activación sigmoidal. El resto de las

capas utiliza función de activación ReLU. La cantidad de capas, la cantidad de neuronas

por capas y el uso de técnicas de regularización o dropout se definió durante el proceso

de optimización del modelo.



Caṕıtulo 6

Modelo inicial

En este caṕıtulo se presenta una red neuronal, el modelo inicial, creada a partir de los

desarrollos de los caṕıtulos 4 y 5. El modelo inicial es el punto de partida del proceso

de optimización que se lleva a cabo más adelante para obtener el clasificador del grado

general de disfońıa.

6.1. Datos de entrada

La entrada del modelo es un audio de un segundo de duración muestreado con una tasa

de 25000 muestras por segundo. En consecuencia, cada vector de entrada tiene tamaño

1× 25000.

6.2. Representación frecuencial

La red neuronal calcula internamente el cuadrado de la autocorrelación, variante del

power cepstrum sin logaritmo, tal como se hace en la sección 4.2.1. Se eligió esta re-

presentación frecuencial porque, a diferencia del cepstrum y tal como se concluyó en

la sección 4.2.4, permite entrenar las capas anteriores del modelo. El logaritmo en el

cálculo del cepstrum ayuda a identificar y separar fácilmente los efectos del filtro y la

fuente en la producción de la voz [88], por lo tanto, eliminarlo supone una desventaja.

Para determinar cuál de las dos alternativas es conveniente, se probarán dos modelos

iniciales:

El modelo completo presentado en este caṕıtulo, que recibe raw audio como entrada

y calcula internamente el cuadrado de la autocorrelación (MIA en la sección 6.4).
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Un modelo reducido que recibe el power cepstrum como entrada y lo inserta di-

rectamente en las capas de extracción de caracteŕısticas (MIB en la sección 6.4).

A partir de las capas de extracción de caracteŕısticas (incluidas), los dos modelos iniciales

son exactamente iguales. Con estas variantes se busca determinar si es más importante,

para este caso particular, la ventaja obtenida al utilizar logaritmo en el cálculo del

cepstrum o la ventaja de ajustar los pesos de las capas previas. Por conveniencia, en

ambos casos se utilizará el término quefrency para indicar la posición de un elemento

determinado en el cepstrum o en el cuadrado de la autocorrelación, según corresponda.

Antes del cálculo del cuadrado de la autocorrelación, se multiplica el audio de entrada, en

tramos de longitud 1760, por una ventana adaptable utilizando una capa STHadamard.

Los segmentos de audio de longitud 1760 resultan en una duración de 70.4 ms, con lo que

se asegura que cada segmento contenga por lo menos 7 ciclos de F0. La salida de la capa

STHadamard tiene tamaño 1760× 117, mientras que el cuadrado de la autocorrelación

resulta con tamaño 420× 117 porque se eliminan las 20 quefrencies más bajas.

En la figura 6.1 se muestra el modelo completo, donde cada capa u operación tiene

una etiqueta formada por una letra y un número. La capa STHadamard, por ejemplo,

tiene la etiqueta A1. El cálculo del cuadrado de la autocorrelación se realiza entre las

operaciones A2 y A8.

6.3. Extracción de caracteŕısticas y clasificación

La extracción de caracteŕısticas se hace por dos caminos distintos de la red neuronal.

Uno de los caminos (camino 1) se diseñó para extraer información similar a la de las

perturbaciones de amplitud y de F0 según lo planteado en las secciones 5.1.1 y 5.1.2

respectivamente. El camino 2 fue pensado para obtener información similar a la del

CPPS y sigue la arquitectura del modelo propuesto en la sección 5.1.3.2. A continuación

se describen los dos caminos.

Camino 1. Comienza con una capa de convolución 2D (B1) compuesta por 10 kernels

de tamaño 1 × 20, desplazamiento 1 × 1 y padding = “same”. La capa siguiente (B2)

realiza la operación de max pooling con una ventana de tamaño 1× 11, desplazamiento

1 × 11 y padding = “valid”, lo que resulta en una salida de dimensión 420 × 10 × 10.

El camino termina con tres capas densamente conectadas, B3, B4 y B5, con 20, 20 y 1

neuronas respectivamente y funciones de activación ReLU para las dos primeras y lineal

para la última.
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Figura 6.1: Modelo inicial MIA.

Camino 2. El segundo camino empieza con el suavizado del cepstrum o cuadrado

de la autocorrelación, que se realiza en la capa C1 con una convolución 2D de un solo

kernel inicializado con una campana gaussiana de tamaño 5× 1, desplazamiento 1× 1 y

padding = “same”. Sobre el suavizado completo, se calculan el máximo y la media con

las capas C2 y C3, ambas con ventanas de tamaño 420× 117.
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La clasificación se realiza con cuatro neuronas sigmoidales (D2) sobre las salidas de los

caminos 1 y 2 concatenadas en D1. Tanto en la clasificación como en la extracción de

caracteŕısticas, se eligieron opciones que mantuvieran la red con baja complejidad, para

que esta se incrementara, en caso de ser necesario, durante el proceso de optimización.

La estrategia inversa, de mayor a menor complejidad, requiere más recursos.

6.4. Variantes

En el caṕıtulo siguiente se detallan los experimentos realizados. Tal como se explicó en

la sección 6.2, los experimentos se realizan sobre dos variantes.

La primera variante, MIA (por modelo inicial A), corresponde al modelo completo tal

como se lo presentó en este caṕıtulo.

La segunda variante, MIB, es un red neuronal reducida que no incluye la etapa de

representación frecuencial y recibe el cepstrum como entrada en lugar de raw audio. La

arquitectura se obtiene tomando el modelo completo y eliminando la capa A8 y capas

anteriores.



Caṕıtulo 7

Experimentos

En este caṕıtulo se presentan los detalles de los experimentos realizados sobre los modelos

de clasificación iniciales MIA y MIB. El objetivo de estos experimentos es tanto la

definición del modelo final como su evaluación.

7.1. Definición del modelo final

El modelo final es el resultado de un proceso de búsqueda en el espacio de los hiper-

parámetros, donde se realizan pruebas sobre cada modelo y se ensayan modificaciones,

como por ejemplo, la cantidad de capas densas o de convolución, cantidad de neuro-

nas, tamaño de los kernels, tamaño de las ventanas en capas de pooling, funciones de

activación, valores de inicialización de parámetros y estrategias de regularización entre

otros.

Debido a la cantidad de variables de ajuste y al alto costo computacional de cada en-

trenamiento, no se realizó una búsqueda en rejilla (grid search), sino un proceso de

optimización guiado por los resultados sobre los datos de validación, donde las deci-

siones sobre las modificaciones de hiperparámetros se tomaron en base al análisis de la

evolución de ambas métricas durante el entrenamiento, la evolución y configuración final

de los parámetros (pesos sinápticos) y de las salidas intermedias (salidas de las capas

ocultas).

El proceso de búsqueda se repitió para cada uno de los modelos iniciales.
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7.2. Datos

Se utilizan los datos de la PVQD, presentada en la sección 3.3.1. A continuación se

explican brevemente las razones de esta elección.

La base de datos de referencia para la clasificación de la calidad vocal ha sido hasta hace

pocos años la Massachusetts Eye and Ear Infirmary (MEEI) Voice Database[173], una

base de datos comercial que fue luego muy criticada en la literatura por tener condiciones

de grabación distintas para individuos de control y patológicos, lo que limita la validez de

las conclusiones que se saquen sobre sus datos. En la actualidad no es posible conseguir

la base de datos de MEEI porque, a ráız de las cŕıticas, dejó de venderse.

Se analizó el uso de varias bases de datos, pero por problemas de acceso, cantidad

reducida de datos y falta de valoraciones de la calidad, la elección se redujo solo a dos,

PVQD y HUPA.

Existen dos razones importantes en la elección de la PVQD. Por un lado, las clases

(niveles de G) están mejor distribuidas que en la base de datos HUPA. Si se desea

que los datos estén balanceados, la cantidad de ocurrencias de la clase menos frecuente

determina la cantidad de datos que se pueden utilizar. La clase menos frecuente es

G = “3” para ambas bases de datos (al igual que para la población), pero en la PVQD

la cantidad es mayor. Por otro lado, la PVQD es la única base de datos que tiene el

detalle de las instancias de valoración, por lo tanto es la única que se adapta a las

caracteŕısticas de la evaluación planteada en este trabajo, para la cual se requieren las

variabilidades intraevaluador e interevaluador.

7.2.1. Revisión de PVQD y nueva valoración GRBAS

Tal como se comentó anteriormente, la PVQD contiene dos valoraciones en escala GRBAS

por cada uno de cuatro evaluadores. El cuarto evaluador valoró solo el 16% de los casos,

por lo tanto solo se pueden usar las valoraciones de los tres primeros. El autor de PVQD

asegura que los evaluadores tienen experiencia suficiente en el área de la voz, pero no

ofrece información sobre cuál de ellos es el más experimentado, ni cuánta experiencia

tiene. Este dato seŕıa útil, tanto para confiar en las valoraciones de PVQD, como para

decidir qué conjunto de valoraciones utilizar durante el entrenamiento y evaluación de

la red neuronal.

Debido a que los audios de la PVQD deben ser controlados (ver sección 3.3.1) y que es

deseable tener una referencia concreta sobre el evaluador, la base de datos completa se
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analizó y valoró por un profesional local con más de 20 años de experiencia en trata-

mientos cĺınicos de la voz. Para ello se firmó un acuerdo de cooperación con la Escuela

de Fonoaudioloǵıa de la Facultad de Ciencias Médicas de la Universidad Nacional de

Córdoba. A continuación se detallan los pasos realizados para el control y valoración de

los audios de PVQD.

1. Segmentación de vocal /a/ sostenida. Los audios de la base de datos contienen

las vocales /a/ e /i/ sostenidas, algunas frases de audio continuo y en algunos

casos también glissandos. Estos elementos no están siempre en el mismo orden, no

tienen la misma duración, ni existen todos en todos los archivos. La vocal /a/ śı se

encuentra siempre. En este paso del procedimiento se editaron manualmente todos

los archivo de audio con el software Audacity1 dejando solo la vocal /a/ sostenida.

Se mantuvieron el nombre y la codificación originales de los archivos. Los archivos

con audios de duración menor a un segundo se eliminaron.

2. Renombrado de archivos y generación de planilla. El nombre de los archivos tiene

cierta relación con la calidad vocal. Existen grupos de archivos que comienzan

con las mismas letras y las grabaciones de cada grupo tienen niveles de calidad

vocal muy distintos. Para evitar un sesgo en la nueva valoración, se generaron

nombres aleatorios para los archivos y se entregó una planilla para completar por

el evaluador. En la planilla, los audios se ordenaron alfabéticamente (por los nuevos

nombres).

3. Análisis y valoración. En un ambiente sin ruido, con auriculares de alta calidad

Sennheiser HD 202, una PC con placa de sonido externa Audiobox PreSonus, el

software Audacity y cuidando los tiempos de descanso recomendados, el profesional

local analizó y valoró en escala GRBAS los audios según el orden de aparición en

la planilla. Siempre que el profesional consideraba que un audio no era apto para

la valoración lo indicaba en la planilla y escrib́ıa un comentario. También se pod́ıa

escribir comentarios sin recomendación.

4. Selección y corrección de archivos de audio. Se eliminaron los archivos marcados

por el profesional local y se analizaron los comentarios. Para los archivos con

comentarios en la planilla se tomó la decisión de eliminar, editar o mantener en

estado original según corresponda.

5. Generación de base de datos transaccional. En una base de datos SQLite2 se car-

garon los resultados de las planillas haciendo referencia a los nombres originales

de los archivos. También se cargaron las valoraciones GRBAS de PVQD.

1https://www.audacityteam.org
2https://www.sqlite.org

https://www.audacityteam.org
https://www.sqlite.org
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En el primer paso se eliminaron 6 archivos de audio porque no cumpĺıan con la condición

de duración mı́nima.

En la tabla 7.1 se muestran los resultados de la valoración del paso 3. La columna

NC contiene la cantidad de archivos que no pudieron ser valorados en cada categoŕıa

GRBAS. Las razones son ruidos en la grabación, voces inestables (la valoración vaŕıa en

el tiempo) y voces cantadas con vibrato (variación periódica intencional de la frecuencia

fundamental). Los archivos no valorados fueron marcados para borrar.

Tabla 7.1: Valoración del evaluador local durante el tercer paso del proceso.

Grado

Categoŕıa 0 1 2 3 NC Total

G 61 126 65 30 8 290

R 129 79 62 11 9 290

B 59 139 65 18 9 290

A 212 54 14 - 10 290

S 238 24 13 5 10 290

En el paso 4 se eliminaron 17 archivos más, 2 por vibrato, 5 por ruido, 2 por errores

de grabación y 8 por falta de uniformidad. Los archivos con valoraciones no nulas que

fueron eliminados teńıan grados de G iguales a “0”, “1” o “2”, por lo tanto no afectan

a la cantidad de datos en el juego de datos balanceado. Además, 8 archivos fueron

editados, se les cortó alguno de los extremos para eliminar ruidos o la voz del profesional

médico/técnico grabada por error.

7.2.2. Aumentación de datos

Tal como se menciona en la sección 2.2, las redes neuronales profundas tienen muchos

parámetros internos para ajustar y, por lo tanto, son propensas al sobreajuste. Una de las

formas de lidiar con el sobreajuste es aumentar la cantidad de datos de entrenamiento.

En este trabajo se realizaron tres transformaciones para aumentar la cantidad de datos,

desplazamiento en frecuencia, segmentación por tiempo (cropping) y flipping. Después

de las tres transformaciones la cantidad de datos se multiplicó por 18, salvo cuando no

se pudo realizar el incremento en frecuencia (en ese caso, cada archivo se multiplicó por

12).

Antes de transformar los audios, estos fueron remuestrados a 25000 muestras por se-

gundo, la misma frecuencia utilizada en HUPA. La frecuencia de muestreo original de
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PVQD (44100 Hz) es excesiva para representar voces. Si se mantuviera la frecuencia

original los vectores de entrada (un segundo de audio) seŕıan significativamente más

grandes, el modelo más complejo, más costoso de entrenar y, lo más importante, con

mayor tendencia al sobreajuste. Los remuestreos se realizaron con la función resample

de la libreŕıa Librosa3.

7.2.2.1. Desplazamiento en frecuencia

Para cada archivo de audio se realizaron dos desplazamientos en frecuencia, incre-

mentándola un 20% en el primero y decrementándola en la misma proporción para

el segundo. Cada desplazamiento generó un nuevo archivo de audio, multiplicando por

3 la cantidad de datos. El proceso implica un remuestreo (resample) a 20000 muestras

por segundo en el primer caso y 31250 en el segundo caso. Después del remuestreado los

datos se guardaron con frecuencia de muestreo de 25 KHz en los metadatos del archivo

de audio. El resultado de estos cambios se muestra en la figura 7.1, donde se puede ver el

efecto en los dominios del tiempo y la frecuencia de la transformación sobre un segmento

de audio. Desde arriba hacia abajo, se puede ver que la señal en el dominio del tiempo

se acorta, es decir, aumenta la frecuencia, mientras que en el dominio de la frecuencia el

cambio se hace evidente en la ubicación de los picos y la separación entre los armónicos.

Figura 7.1: Desplazamiento en frecuencia. En la fila central se ubica la señal original,
en la fila superior la señal con un decremento del 20% en la frecuencia y en la fila
inferior la misma señal con un 20% de incremento. En la columna de la izquierda se
muestra el efecto en el dominio del tiempo (25000 muestras por segundo) y a la derecha

el espectro de frecuencias.

El remuestreado a 20.000 muestras por segundo puede resultar en un audio de longitud

menor a un segundo. En esos casos se descartó la nueva señal.

3https://librosa.org

https://librosa.org
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7.2.2.2. Segmentación por tiempo

De cada archivo de audio se extrajeron tres segmentos de 1 segundo de duración. La

ubicación de los segmentos izquierdo (I), central (C) y derecho (D) depende de la longitud

L del audio original. Para L > 2 segundos, se tomó el segmento central S de dos segundos,

en otro caso, el segmento S fue el audio original completo. El segmento I es el primer

segundo de S, C es el segundo central de S y D el último segundo de S. En la figura 7.2

se muestra gráficamente la segmentación.

Figura 7.2: Extracción de tres segmentos de audio para un archivo original de longitud
L > 2 segundos (izquierda) y para un archivo original de L < 2 segundos (derecha).

7.2.2.3. Flipping

Con esta transformación se generó un nuevo audio a partir de cada uno de los audios

existentes invirtiendo el orden la señal en el tiempo. En la Figura 7.3 se muestra la

transformación de un segmento pequeño de audio.

Figura 7.3: Segmentos de audio original y transformado en la etapa de flipping.

Esta técnica de aumentación de datos no es aplicable al reconocimiento del habla porque

cambia el orden y la forma de los fonemas, pero śı resulta útil para la clasificación de la

calidad vocal si se utiliza, como en este caso, audios de vocales sostenidas. El espectro

de frecuencias de la señal original es el mismo que el de la señal invertida, pero su

espectrograma resulta en un espejado horizontal, tal como se puede ver en la figura 7.4.
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Figura 7.4: Espectrogramas de audio original (izquierda) y del audio transformado
en la etapa de flipping (derecha).

7.2.3. Generación de los juegos de datos

Para la evaluación final del modelo (test) se reservó el 20% de los datos. Con los datos

restantes se utilizó un esquema de validación cruzada de k iteraciones (k-fold) para k=4.

En total fue necesario crear 5 juegos de datos del mismo tamaño.

Para evitar problemas similares a los del trabajo de Ritchings et al. [33, 34] (ver sección

1.5), el proceso de creación de los subconjuntos de datos se llevó a cabo de manera tal

que, en ningún caso, dos audios generados (durante la aumentación de datos) a partir

del mismo archivo original, pudieran pertenecer a juegos de datos distintos. Los pasos

son:

1. División por datos originales. Se generó una tabla con los nombres de los archivos

originales y la valoración de G según el evaluador local. La tabla se dividió en k

partes (para k=5) llamadas k-tablas. La división se hizo de forma estratificada, es

decir, manteniendo en cada k-tabla la misma proporción de cada clase (grado de

G) que teńıa la tabla original.

2. Creación de k grupos de datos aumentados. Para cada k-tabla se creó un grupo que

contiene todos los audios generados en la aumentación de datos con los archivos

de origen de la k-tabla correspondiente.

3. Creación de los k subconjuntos. En este paso se generó un subconjunto balanceado

de datos, es decir, que contiene la misma cantidad de audios de cada clase, por

cada grupo de datos aumentados. Para cada grupo generado en el paso anterior

se calculó la cantidad de ocurrencias de cada clase. La cantidad más baja de
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cada grupo, mc, es el ĺımite de datos para todos las clases. Para los datos de

este trabajo, mc siempre está definido por el grado “3” de G. Finalmente, cada

subconjunto se formó eligiendo aleatoriamente mc audios de cada clase en el grupo

correspondiente.

Los resultados de este proceso fueron cinco subconjuntos de datos balanceados que con-

tienen, como máximo, 432 audios cada uno. El tamaño se redujo en algunos casos, aunque

no significativamente, dependiendo de la longitud de los archivos de audio originales para

el nivel G=“3” (en los casos donde no se pudo incrementar la frecuencia).

7.3. Detalles de implementación

7.3.1. Entrenamiento

El entrenamiento se realizó con el método del descenso por el gradiente de la función

del error cuadrático medio.

Se utilizaron lotes del tamaño del juego de datos de entrenamiento completo para el

modelo MIB y de tamaño 216 para MIA. La cantidad de ciclos dependió del rendimiento

del modelo. En todos los casos el entrenamiento se cortó cuando el modelo comenzó a

sobreajustar o dejó de mejorar. Cada 100 ciclos se controló el error absoluto medio. Si

el error de validación aumentaba y el de entrenamiento disminúıa significativamente, el

entrenamiento se deteńıa y se tomaban los valores de los parámetros y rendimiento del

modelo al momento del corte. No se tomaron los parámetros en el mı́nimo del error de

validación para evitar caer en soluciones adaptadas al juego de datos de validación.

7.3.2. Condiciones iniciales

Salvo por las excepciones enumeradas a continuación, los pesos sinápticos se inicializaron

con valores aleatorios tomados de una distribución uniforme con ĺımites [−lim, lim],

donde lim =
√

6/(ne + ns), ne es la cantidad de entradas de la capa y ns es la cantidad

de salidas.

Excepciones:

Los pesos de la capa STHadamard (solo modelo MIA) se inicializaron con una

ventana Hann discretizada.
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Los pesos de la capa A2 (solo modelo MIA) se inicializaron con los coeficientes de

DFT (matrices FC y F S en la sección 4.2.2.2).

Los pesos de la capa A6 (solo modelo MIA) se inicializaron con los coeficientes de

la DCT (ver sección 4.2.2.2).

Los pesos de las capa de suavizado (C1) se inicializaron con una ventana gaussiana

discretas de la longitud correspondiente.

La condiciones iniciales presentadas se utilizaron sobre los primeros modelos. Algunos

detalles cambiaron durante el proceso de optimización.

7.3.3. Entorno de desarrollo y ejecución

El lenguaje de desarrollo del modelo es Python 3.7. Para la red neuronal se utiliza la

libreŕıa Keras4 y TensorFlow5 como backend. En el ajuste de los pesos, con el error

cuadrático medio como función error, se usa el optimizador Adam provisto por Keras

con tasa de aprendizaje = 0.001. El entorno de ejecución es una PC con procesador Intel

Core i7-8700, 32 GB de memoria RAM, GPU NVIDIA Titan XP, sistema operativo

Ubuntu 20.04 y la plataforma CUDA versión 10.0 para el uso de la GPU.

7.4. Esquema de evaluación de resultados

Tal como se explica en la sección 3.2, las métricas para evaluar el rendimiento del modelo

son la exactitud y el error absoluto medio. Durante la validación cruzada k-fold se calculó

la media aritmética de las métricas entre las k iteraciones. El proceso completo se repitió

10 veces inicializando el generador de números aleatorios con semillas distintas y se

calculó la media de las métricas. Si en alguno de los entrenamientos se detectaba que la

red cáıa en un mı́nimo local, se repet́ıan todas las iteraciones con una semilla distinta.

Se consideró que esta situación ocurŕıa cuando el error sobre los datos de validación era

mayor que 0.5 y exist́ıan pesos en las capa B1 (o B2 del modelo final presentado en el

caṕıtulo 8) que no se modificaron durante el entrenamiento o, en caso de usar algún tipo

de regularización, se hicieron nulos.

Para la validación final, solo sobre el modelo definitivo, se realizaron 10 entrenamientos

bajo las mismas condiciones utilizando el juego de datos de test y entrenando con los

cuatro restantes.

4https://keras.io
5https://www.tensorflow.org

https://keras.io
https://www.tensorflow.org


Caṕıtulo 8

Resultados

Durante el proceso de optimización de los modelos iniciales, y a pesar de probar muchas

alternativas, no se logró ninguna configuración que produjera resultados satisfactorios

partiendo del modelo MIA. En contraste, partiendo desde el modelo MIB śı se logró pre-

decir el grado general de disfońıa. En las secciones siguientes se presentan los resultados

del modelo definitivo obtenido a partir de MIB.

8.1. Modelo final

El modelo final se obtuvo a partir del modelo MIB, por lo tanto no incluye las capas

de representación frecuencial. La entrada del modelo es el cepstrum en el tiempo o

cepstrograma sin las 20 primeras quefrencies para eliminar el efecto del filtro, tal como

se explicó en la sección 5.1.3.1. Al igual que en MIA y MIB, el tamaño del cepstrograma

es 420× 117. En la figura 6.1 se muestra el modelo final completo.

8.1.1. Escalas de suavizado

Durante el proceso de optimización se observó que suavizar la entrada, no solo para el

cálculo de CPPS, sino para toda la extracción de caracteŕısticas, mejora la clasificación.

El suavizado, al igual que en el modelo inicial, se realiza con una capa de convolución.

Durante las pruebas también se observó que era beneficioso realizar distintos grados o

escalas de suavizado, es decir más de un suavizado con ventanas de ancho distinto, y

extraer caracteŕısticas de cada escala. Las razones de este comportamiento se discuten

en el caṕıtulo 9.

113



114

Figura 8.1: Modelo final de clasificación del grado general de disfońıa.

En el modelo final se realizan suavizados en paralelo con kernels de ancho 1, pero

distintas alturas (3, 11, 21 y 31) y desplazamientos de 1× 1. El cálculo se realiza en las

capas de convolución con activación lineal A1. Los pesos son inicializados con los valores

de una campana gaussiana y no se modifican durante el entrenamiento. En la figura 8.2

se muestra un ejemplo de la salida de las cuatro capas de convolución del suavizado.
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Estas capas tienen padding = “same”, por lo tanto mantienen el tamaño de la capa

anterior.

Figura 8.2: Salidas de las capas de suavizado en el modelo final. De izquierda a
derecha, A1(A), A1(B), A1(C) y A1(D).

8.1.2. Extracción de caracteŕısticas

La extracción de caracteŕısticas, al igual que en el modelo inicial, se hace por dos caminos

distintos de la red. A diferencia del modelo inicial, en el modelo final la entrada de cada

camino no es el cepstrograma sino los suavizados del mismo.

Camino 1. Comienza con una capa de max pooling (B1) para cada capa de suavizado.

La ventana de estas capas tiene tamaño 3 × 5 (alto × ancho) y desplazamiento 3 × 5.

Se usa padding = “valid”, lo que resulta en un vector de salida de tamaño 140× 23× 1.

La salida de estas capas es la entrada de las capas de convolución B2, con 2 kernels de

tamaño 10×32, desplazamiento 1×1, padding = “same” y función de activación ReLU.

El tamaño de las salidas de las capas B2 es 140 × 23 × 2. Después, la señal pasa por

las capas de max pooling B3, con ventanas de tamaño 6 × 2, desplazamiento 6 × 2 y

padding = “valid”, los que resulta en vectores de tamaño 23 × 11 × 2. La salida de las

últimas cuatro capas de max pooling se reordena (B4) en un vector de tamaño 23×11×8.

Sobre este vector se hace una nueva convolución (B5) con 2 kernels de tamaño 5 × 11,

desplazamiento 1× 11, padding = “same” y función de activación ReLU. El tamaño de

la salida de este camino es 23× 1× 2. En las capas B2 y B5 se aplica regularización L2

con penalidad λ = 0, 001.

Camino 2. Sobre cada capa de suavizado (A1) se conecta una capa de max pooling

(C1) y una de average pooling (C2). Ambas con ventana de tamaño 420× 117, el mismo

tamaño que la salida de las capas de suavizado, por lo tanto el tamaño de las salidas

de C1 y C2 es 1 × 1. Luego, las cuatro capas C1 y las cuatro C2 se reordenan en C3 y

se utilizan como entrada para dos neuronas densamente conectadas (C4) con función de

activación ReLU.
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8.1.3. Clasificación

En D1 los dos caminos de extracción de caracteŕısticas se unen, las salidas de ambos se

reordenan y concatenan formando un vector de tamaño 48. Este vector es la entrada de

una capa densa (D2) de 3 neuronas con función de activación ReLU, la que se conecta a

la capa densa D3, con 10 neuronas con activación ReLU y, por último, la salida de D3 es

la entrada de las cuatro neuronas de salida, que tienen función de activación sigmoidal.

Para el cálculo de los indicadores, la salida de la red con mayor valor se toma como 1 y

el resto es 0.

8.1.4. Parámetros

La tabla 8.1 muestra las capas del modelo final que tienen parámetros entrenables y la

cantidad de parámetros de cada una.

Tabla 8.1: Cantidad de parámetros entrenables por capa del modelo final.

Código Tipo Función Parámetros

A1 Conv. 2D Suavizado 66

B2 Conv. 2D Ext. caract. 2568

B5 Conv. 2D Ext. caract. 882

C4 Densa Ext. caract. 18

D2 Densa Clasificación 147

D3 Densa Clasificación 40

D4 Densa Clasificación 44

Total 3765

8.2. Métricas

El modelo final obtuvo una exactitud media de 0.711 y error absoluto medio 0.303 como

resultado de las evaluaciones realizadas según las definiciones de la sección 7.4.

En la figura 8.3 se muestran los diagramas de caja de las dos métricas para las 10 ejecu-

ciones del proceso. Los resultados se comparan con la concordancia y el error absoluto

intraevaluador e interevaluador para los mismos datos.
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Figura 8.3: Diagrama de caja para la exactitud (a) y el error absoluto medio (b) en
los resultados del experimento. En ambos casos se puede ver la comparación con los

valores (concordancia y error absoluto) medios interevaluador e intraevaluador.

En la matriz de confusión de la tabla 8.2 se comparan las valoraciones del evaluador local

con las salidas del clasificador para la primera ejecución. En esta iteración, la exactitud

fue 0.713 y el error absoluto medio 0.292.

8.3. Pesos y salidas intermedias

Las redes neuronales artificiales frecuentemente son consideradas un modelo de “caja

negra” porque no es posible interpretar, al menos de forma intuitiva, cuáles son las

relaciones que detectan en los datos de entrada para realizar la clasificación. Asimismo,

en algunos casos el análisis de los parámetros obtenidos durante el entrenamiento puede

ayudar en la comprensión.
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Tabla 8.2: Matriz de confusión entre la valoración del evaluador local y la valoración
automática para la primera ejecución de la evaluación.

Red neuronal

0 1 2 3

E
va
l.
lo
ca
l

0 67 41 0 0

1 14 70 24 0

2 0 26 74 8

3 0 2 9 97

Como es natural, los pesos donde es más fácil interpretar qué información es útil para

el modelo son los pertenecientes a los primeros filtros de extracción de caracteŕısticas.

En este caso, son los pesos de las capas B2.

En la figura 8.4 se muestran los pesos de las capas B2 del modelo final entrenado para

500 ciclos de entrenamiento y su evolución en el tiempo. Intencionalmente se grafican

los pesos de un caso donde dos kernels (el primero para suavizado n = 21 y el segundo

para suavizado n = 31) no llegaron a una configuración útil. Se puede ver que los pesos

antes mencionados tienden a cero por el efecto de la regularización. El resto de los pesos

de B2 toman formas bien definidas, con variación de magnitud más rápida (frecuencia

más alta) en el sentido vertical (quefrency) que en el horizontal (tiempo). Claramente

la frecuencia de variación en el sentido vertical disminuye a medida que aumenta n.

En la figura 8.5 se muestran las salidas de las capas B2 para un caso de G=“0” utilizando

los pesos de la figura 8.4. Notar que las salidas de los primeros kernels que reciben como

entrada los suavizados para n = 21 y n = 31 son nulas.
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Figura 8.4: Pesos de las capas B2 en el modelo final entrenado. A la derecha se
muestran los pesos de los kernels de convolución y a la izquierda la evolución de cada

uno durante el entrenamiento. Las ĺıneas gruesas en negro representan los bias.
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Figura 8.5: Salidas de las capas B2 del modelo final para los pesos de la figura 8.4
utilizando una entrada con G=“0”.



Caṕıtulo 9

Discusión

9.1. Interpretación de los resultados

9.1.1. Métricas

Una clasificación, con datos balanceados, realizada al azar sobre cuatro clases tendŕıa un

acierto del 25%, por lo tanto el 71.1% de acierto informado en el caṕıtulo 8 evidencia

que la red neuronal profunda obtenida es capaz de reconocer ciertos patrones de la voz

que están relacionados con la percepción de la calidad.

No solo la exactitud indica un buen rendimiento, el error absoluto medio y la matriz

de confusión (tabla 8.2) muestran que, para los casos donde no hay coincidencia, el

modelo generalmente asigna clases cercanas a la de referencia; tal como ocurre entre

expertos humanos, donde es poco frecuente que la valoración difiera en más de un grado

de disfońıa. Notar que en la matriz de confusión, las clasificaciones erróneas (fuera de la

diagonal) se concentran cerca de la diagonal y son nulas en los extremos más lejanos de

la misma.

Es dif́ıcil comparar los resultados obtenidos con los resultados de otros trabajos sobre el

tema, principalmente, porque se utilizan bases de datos diferentes. Tal como se puede

ver en la sección 1.5, en la literatura se encuentran art́ıculos con predicciones de G

superiores al 80% de exactitud [31, 32, 35]. Por otro lado, el grupo de Godino-Llorente,

un referente en el área, obtuvo resultados (exactitud y error absoluto medio) inferiores

a los de esta investigación en dos trabajos recientes [36, 37]. Un análisis más útil que la

comparación directa de las exactitudes logradas en distintos trabajos podŕıa obtenerse

de la camparación de las relaciones entre las exactitudes y los ı́ndices de concordancia

interevaluador e intraevaluador de las bases de datos utilizadas, tal como se propone en
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la sección 3.2, pero lamentablemente esta información no está disponible en los art́ıculos

mencionados.

En este trabajo, y para ambas métricas, el clasificador automático logra valoraciones

con variaciones muy cercanas a las que obtendŕıa un evaluador medio tras evaluar por

segunda vez el mismo conjunto de audios (variabilidad intraevaluador). También para

ambas métricas se puede ver una gran mejora comparando con la concordancia y el error

interevaluador.

Los resultados son prometedores y permiten pensar en futuras aplicaciones cĺınicas de

clasificadores basados en la red neuronal obtenida. Por un lado, los valores medios de

las métricas son cercanos a los valores equivalentes de concordancia entre distintas va-

loraciones de un mismo evaluador experto, por lo tanto la utilización cĺınica permitiŕıa

que profesionales con menor experiencia obtengan una valoración automática como re-

ferencia que se pueda tomar en momentos distintos de un tratamiento. Por otro lado, la

exactitud es mucho mayor que la concordancia entre evaluadores humanos, por lo tanto

el uso extendido de la clasificación automática tendŕıa un efecto estandarizador entre

distintos profesionales y centros de salud.

9.1.2. Arquitectura del modelo

El aprendizaje profundo es el estado del arte en la mayoŕıa de las tareas de reconoci-

miento de patrones. El reconocimiento de patrones en audio no es la excepción, aunque

los avances importantes se han logrado en el reconocimiento del habla (speech recog-

nition). Las áreas de la calidad vocal y detección/clasificación de patoloǵıas han sido

poco abordadas con esta tecnoloǵıa. Entre los trabajos realizados, varios utilizan mo-

delos neuronales existentes que fueron desarrollados para reconocimiento de imágenes

[40, 42, 43], mientras que otros solo utilizan capas densas [32, 41]. Se han presentado

pocos modelos desarrollados ad hoc. En la categoŕıa de los modelos ad hoc están los de-

sarrollados por Arias-Lodoño et al. [37], pero los autores no reportan buenos resultados,

ya que los comparan con un modelo neuronal más simple que recibe medidas acústicas

como entrada, y este último funciona mejor. Harar et al. también presentan una red

neuronal diseñada ad hoc para clasificar entre voces sanas y patológicas [38]. El modelo

de Harar es completamente distinto al de Arias-Lodoño y los resultados generan dudas

porque los datos utilizados no están bien balanceados.

En este contexto, donde no hay conocimiento sobre las caracteŕısticas que debe tener

una red neuronal profunda para clasificar la calidad vocal, los desarrollos del presente

trabajo pueden aportar información útil.
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En primer lugar, las capas de extracción de caracteŕısticas divididas en dos caminos,

donde uno fue pensado para obtener información sobre el ruido y el otro sobre las per-

turbaciones de amplitud y frecuencia, son novedosas y, de acuerdo con los resultados,

cumplen su propósito. El uso de dos caminos separados con capas convolucionales fue

utilizado también en el trabajo de Arias-Lodoño, aunque con objetivos distintos; se uti-

lizó para obtener caracteŕısticas acústicas y de modulación por separado sobre entradas

de modulation spectra.

Con respecto a las distintas escalas de suavizado, el efecto de mejora puede estar relacio-

nado con un concepto bien conocido en el reconocimiento de patrones sobre imágenes, la

teoŕıa del espacio escalar. Esta propone que el ojo humano es capaz de reconocer patrones

en distintos niveles de suavizado (al mismo tiempo) de la imagen original y que los pa-

trones reconocidos en diferentes niveles mejoran la clasificación general. Existen trabajos

de reconocimiento de patrones en audio que utilizan la misma idea [104, 112, 174, 175],

pero no sobre la calidad vocal.

Con respecto a la representación frecuencial del audio, en los experimentos se mostró

que, para una extracción de caracteŕısticas basada en el cepstrum, la utilización del

logaritmo en el cálculo es necesaria y la ventaja de ajustar los parámetros de las capas

anteriores no es suficiente para eliminarlo. No obstante, se piensa que el ajuste de pesos

en la capa STHadamard y en el cálculo de la STFT con redes neuronales podŕıa ser

beneficioso para otro tipo de extracción de caracteŕısticas, aunque es necesario diseñar

nuevos experimentos para probarlo. En la sección 4.3 se mostró que la capa STHadamard

se puede entrenar y que, si bien marginal en ese caso, el efecto fue positivo.

Durante los experimentos se analizó la evolución y la configuración final de los pesos

sinápticos, pero por esta v́ıa no se logró obtener información clara sobre las caracteŕısticas

relevantes del modelo para la clasificación. La falta de complejidad del modelo (pocos

kernels en este caso) puede tener relación con la dificultad para encontrar estos patrones.

Tampoco se encontraron relaciones entre la presencia de entradas pertenecientes a ciertas

clases y zonas de activación de neuronas en las capas de convolución. Śı se notó que las

activaciones de las capas B2 disminuyen levemente a medida que aumenta el grado de

disfońıa. Esto podŕıa indicar que algunos kernels están detectando las regularidades que

existen en las voces normales y que se pierden en los niveles más bajos de calidad, donde

la señal se vuelve más caótica.
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9.2. Limitaciones

Debido a la escasa cantidad de datos disponibles para entrenar con clases balanceadas,

no se pudo utilizar modelos más complejos. Es posible que incrementando la complejidad

de la red neuronal, como por ejemplo aumentando la cantidad de kernels en las capas

de convolución de extracción de caracteŕısticas, el modelo mejore el rendimiento, pero

con la cantidad de datos utilizados el aumento de los parámetros produce sobreajuste.

Con respecto a la representación frecuencial (en ambos casos, utilizada como entrada

o calculada dentro de la red neuronal), existen muchas opciones además del cepstrum,

como por ejemplo el espectrograma y las transformadas wavelet. El estudio de estas

alternativas quedó fuera del alcance de este trabajo, pero es necesario un análisis más

completo para determinar cuál es la representación frecuencial más útil en la arquitectura

de una red neuronal profunda diseñada con el enfoque de esta investigación.

En el último párrafo de la sección 9.1.1 se menciona la posibilidad de lograr aplicaciones

cĺınicas basadas en la red neuronal obtenida. Si bien se piensa que el modelo presenta-

do es un buen punto de partida para futuros trabajos y que el conocimiento generado

ayudará a acercar los sistemas inteligentes a la práctica cĺınica en el área vocal, no se

debe interpretar que el modelo final presentado se puede utilizar de forma directa en la

práctica cĺınica. Esta es una situación frecuente en la inteligencia artificial aplicada a la

medicina. A pesar de los esfuerzos, la mayoŕıa de los avances que la inteligencia artificial

y el aprendizaje profundo logran en los trabajos cient́ıficos no llegan a utilizarse en la

práctica cĺınica. Este tema es actualmente muy estudiado en el área de procesamiento

automático de imágenes médicas y los desaf́ıos que aún deben abordarse antes de que

la inteligencia artificial pueda alcanzar un valor cĺınico han sido tratados en numerosos

trabajos [176–181]. Muchos de estos desaf́ıos son comunes a los encontrados en el área

de la patoloǵıa vocal. Uno de los obstáculos más importantes es que los datos utiliza-

dos para ajustar los modelos generalmente pertenecen a una población particular. Un

ejemplo claro es el del trabajo de Kather et al. [182], donde se reconoce la inestabilidad

de microsatélites (MSI) sobre imágenes de microscopio utilizando dos redes neuronales

ResNet-18, una para reconocer el tumor y otra para clasificar la MSI. El rendimiento se

evaluó con el área bajo la curva ROC (métrica para evaluación de modelos cuyo valor

óptimo es 1) y el área obtenida fue 0.84 sobre la base de datos de validación. El mismo

modelo logró un área bajo la curva menor que 0.69 cuando se evaluó con una base de

datos japonesa, probablemente reflejo de que la base de datos de entrenamiento estaba

compuesta por un 80% de no asiáticos. Esto indica la necesidad de datos de entrena-

miento multicéntricos para obtener modelos de clasificación más generales. Además de

las diferencias entre pacientes de distintas regiones, las muestras de distintos laborato-

rios tienen gran variabilidad en la tinción, la calidad de la imagen, las caracteŕısticas
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de escaneo y la preparación de los tejidos. En la clasificación de la calidad vocal, para

lograr un clasificador suficientemente general, será necesario contar con bases de datos

que tengan variabilidad en la edad, ocupación, género, idioma y región geográfica de las

personas, además de variabilidad en las condiciones de grabación (ambiente, micrófono,

placa de sonido y formato entre otros). Obtener grabaciones con la variabilidad necesaria

es una tarea dif́ıcil, pero también lo es la clasificación de todas las voces por un número

suficiente de especialistas (por lo menos dos veces cada uno para medir la concordancia

interevaluador). El principal desaf́ıo para lograr la aplicación de la inteligencia artificial

en la práctica de la cĺınica vocal probablemente esté relacionado con lograr datos gene-

rales y en mayor volumen para ajustar los modelos. Después, el uso de más datos y más

descentralizados, permitirá y/o forzará cambios en la arquitectura de la red neuronal.

9.3. Trabajos futuros

En investigaciones futuras se debeŕıa ampliar el estudio de modelos de representación

frecuencial del audio para utilizar como entrada raw audio. Se puede trabajar tanto

con redes neuronales basadas en representaciones predeterminadas, como con arquitec-

turas más generales. Para los casos donde la red debe ajustarse a la señal original (raw

audio) sin configuraciones predeterminadas (a diferencia del trabajo actual, donde se

inicializaron los pesos con los coeficientes de la DFT por ejemplo) es necesario contar

con volúmenes de datos mayores. En estos casos se podŕıa entrenar previamente modelos

que calculen medidas acústicas con el objetivo de ajustar los pesos de las primeras capas.

Para entrenar modelos que calculen medidas acústicas no es necesario contar con datos

clasificados, por lo tanto se pueden utilizar bases de datos que solo contienen audios,

como la Saarbrücken Voice Database1.

Una tarea necesaria es la de obtener nuevos datos con grabaciones locales y nuevas

valoraciones para datos locales y externos con el objetivo de ampliar la base de datos. En

todos los casos será necesaria la evaluación repetida de varios evaluadores. Con mayor

cantidad de datos se pueden estudiar modelos más complejos para clasificar el grado

general de disfońıa G. Además, la generación de datos locales aportaŕıa variabilidad al

universo de datos vocales, lo que es necesario para lograr la aplicación en la práctica

cĺınica de los sistemas automáticos de clasificación de la calidad vocal.

Otra ĺınea de investigación que se desprende de este trabajo es la clasificación del resto

de las dimensiones GRBAS. La distribución de las clases para estas dimensiones en la

base de datos utilizada es menos favorable que para G (existen menos ocurrencias con

grado “3”), en consecuencia, como primer paso seŕıa necesaria la ampliación de la base

1http://stimmdb.coli.uni-saarland.de

http://stimmdb.coli.uni-saarland.de
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de datos. G es la dimensión más compleja porque incluye componentes del resto, por lo

tanto el modelo presentado también puede ser un buen punto de partida para clasificar

R, B, A y S.



Caṕıtulo 10

Conclusión

Se concluye que el modelo obtenido es capaz de predecir el grado general de disfońıa

con una exactitud cercana a la de un evaluador humano para los datos de la Perceptual

Voice Qualities Database.

Con respecto a la arquitectura del modelo se concluye que el cepstrum no puede ser

calculado por una red neuronal si los pesos de las capas anteriores deben ser ajustados

y que, al menos bajo las condiciones de los experimentos realizados, una red neuronal

no puede calcular una representación interna equivalente al cepstrum que sea útil para

la clasificación. En referencia a la extracción de caracteŕısticas, se concluye que una

red neuronal profunda diseñada para reconocer patrones de perturbación de amplitud,

perturbación de frecuencia y ruido obtiene información útil para la predicción del grado

general de disfońıa.

Por último, se concluye que el modelo presentado puede ser un punto de partida para

futuros desarrollos de clasificadores de la calidad vocal, los cuales debeŕıan ser entrenados

y evaluados con bases de datos más grandes y con mayor variabilidad para lograr su

aplicación en la práctica cĺınica.
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[158] Marcelo de Oliveira Rosa, José Carlos Pereira, and Marcos Grellet. Adaptive

estimation of residue signal for voice pathology diagnosis. IEEE Transactions on

Biomedical Engineering, 47(1):96–104, 2000.

[159] Paulo Rogério Scalassara, Maŕıa Eugenia Dajer, Carlos Dias Maciel, Rodrigo Ca-
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