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Abstract

La inteligencia artificial ha generado una revolucion
importante en el mundo de la computacion en los
ultimos arios aplicandose en diversos campos. En este
documento se propone estudiar dos formas de
inteligencia artificial, como lo son las redes
neuronales y la vision computacional, y la posible
aplicacion del paralelismo en estas mismas para
optimizarlas. En este contexto las aplicaremos a un
modelo de prediccion de incendios, ya existente y
llevado a cabo por el Laboratorio de Investigacion en
Computo Paralelo/Distribuido de la UTN-FRM.
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1. Introduccion

La Inteligencia Artificial es la simulacion de
inteligencia humana por parte de las
maquinas. Dicho de otro modo, es la
disciplina que trata de crear sistemas capaces
de aprender y razonar como un ser humano.
Normalmente, un sistema de inteligencia
artificial es capaz de analizar datos en
grandes cantidades, identificar patrones y
tendencias y, por lo tanto, formular
predicciones de forma automadtica, con
rapidez y precision.[1]

Con el fin de reducir la incertidumbre en el

modelo de prediccion de incendios
desarrollado en el Laboratorio de
Investigacion en Computo
Paralelo/Distribuido  se  estudiaran a

continuacion dos métodos de la misma:
Redes neuronales y Vision Computacional.

En la Seccion 2 y 3 estudiaremos dos
técnicas o métodos de la inteligencia
artificial, a saber las Redes Neuronales y la
Vision Computacional, con la finalidad de
analizar las posibilidades que ofrecen para
ser incorporadas a una familia de métodos de
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prediccion de incendios forestales [2] y asi
mejorar su rendimiento. En la Seccion 4
describiremos la propuesta de paralelizacién
de estas dos técnicas y el trabajo
desarrollado en ellas.

2.Redes Neuronales

Las redes neuronales artificiales son un
modelo computacional inspirado en el
comportamiento observado en el cerebro
humano. Consiste en un conjunto de
unidades, llamadas neuronas artificiales,
conectadas entre si para transmitir o
comunicar sefiales. La informacion de
entrada atraviesa la red neuronal (donde se
somete a diversas operaciones) produciendo
valores de salida. Para comprender mejor se
comparard, como se muestra en la figura 1,
una neurona bioldgica y una artificial. [3]

Dendritas(entradas)
Sinapsis (pesos) —

[~ Axon(salidas)

Figura 1:Comparacion entre neurona bioldgica y
artificial.

Una neurona biologica estd compuesta por el
cuerpo de la célula (soma), como se observa
en la parte izquierda de la figura y dos tipos
de ramificaciones: el axon y las dendritas. La
neurona recibe las sefiales (impulsos) de
otras neuronas a través de sus dendritas y
transmite sefiales generadas por el cuerpo de
la célula a través del axon.



Para establecer una similitud directa entre la
actividad sinaptica y las redes neurales
artificiales podemos considerar que las
sefiales que llegan a la sinapsis son las
entradas a la neurona; éstas son ponderadas
a través de un parametro denominado peso,
asociado a la sinapsis correspondiente. Estas
sefiales de entrada pueden excitar a la
neurona (sinapsis con peso positivo) o
inhibirla (peso negativo), y dichos pesos
influiran en la salida de la neurona [4].

2.1. Elementos basicos que componen una
red neuronal

Una red neuronal artificial estd constituida
por neuronas interconectadas y arregladas en
capas, como se muestra en la Figura 2. Los
datos ingresan por medio de la “capa de
entrada”, pasan a través de la “capa oculta”
y salen por la “capa de salida”. Cabe
mencionar que la capa oculta puede estar
constituida por varias capas de neuronas.

Entradas

Capa de

entrada

Capas Capa de

ocultas salida

Figura 2: Esquema de una red neuronal.

Ademas de las capas ya mencionadas, una
red neuronal cuenta con las funciones que se
detallaran a continuacion para poder llevar a
cabo su funcionamiento [4].

2.2.1. Funcion de entrada

La neurona trata a muchos valores de entrada
como si fueran uno solo; esto recibe el
nombre de entrada global. La forma de
lograr la entrada global es a través de la
funcion de entrada, la cual se calcula a partir
del vector entrada. La funcion de entrada
puede describirse como sigue:

input; = (inj ew)™® (inzewi)®... (ing® wiy)

(Ecuacion n°1)
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donde: * representa al operador apropiado, e

es el producto, n al nimero de entradas a la
neurona n; y w; al peso.

Los valores de entrada se multiplican por los
pesos anteriormente ingresados a la neurona.
Estos pesos de los valores de entrada
cambian los pesos de las neuronas haciendo
que cambie también la influencia de las
mismas, es decir, una neurona con mayor
peso tendrd mayor relevancia en el problema
que una con un peso inferior a esta.

2.2.2. Funcion de activacion

La funcion de activacion tiene como
objetivo acotar los valores de salida de una
red neuronal para mantenerlos en ciertos
rangos, es decir, calcula el estado de
actividad de una neurona; transformando la
entrada global en un valor (estado) de
activacion.

2.2.3. Funcion de salida

El ultimo componente que una neurona
necesita es la funcion de salida. El valor
resultante de esta funcion es la salida de la
neurona (out;); por ende, la funcion de
salida determina qué valor se transfiere a las
neuronas vinculadas. Si la funcion de
activacion estd por debajo de un umbral
determinado, ninguna salida se pasa a la
neurona subsiguiente.

Lo descripto anteriormente, de los
componentes y funciones de una red
neuronal, se puede apreciar en la Figura 3.

" —

n,
= =
Wij |
Funcién Funcion Funcion de
de Salida | | -
Entrada Activacion

de
Figura 3: Esquema de una red neuronal y sus

|

funciones.

2.3. Aprendizaje de las redes neurales

El aprendizaje es el proceso por el cual una
red neuronal modifica sus pesos en respuesta
a una informacion de entrada. Los cambios



que se producen durante el mismo se
reducen a la destruccion, modificacién y
creacion de conexiones entre las neuronas.
Una red neuronal debe aprender a calcular la
salida correcta para cada arreglo o vector de
entrada en el conjunto de ejemplos. En los
modelos de redes neuronales artificiales, la
creacion de una nueva conexion implica que
el peso de la misma pasa a tener un valor
distinto de cero.

El método de aprendizaje que nos interesa
para este articulo es el aprendizaje
supervisado, que se caracteriza porque el
proceso de aprendizaje se realiza mediante
un entrenamiento controlado por un agente
externo, que podria ser el programador
(supervisor, maestro) que determina la
respuesta que deberia generar la red a partir
de una entrada determinada. El supervisor
controla la salida de la red y en caso de que
ésta no coincida con la deseada, se procedera
a modificar los pesos.

Para el estudio practico de lo presentado
anteriormente, estudiamos y ponemos en
practica este tipo de aprendizaje con la red
neuronal Perceptron.

2.4. Perceptron

El perceptron es la red neuronal mas bésica
que existe de aprendizaje supervisado. El
funcionamiento del perceptron es muy
sencillo, simplemente lee los valores de
entrada, suma todas las entradas de acuerdo
a unos pesos y el resultado lo introduce en
una funcién de activaciébn que genera el
resultado final. En la Figura 4 se puede
observar un esquema del percpetron.

Entradas

X

Perceptron

Pesos

W

nj

Figura 4:Esquema de Perceptron.

Un aspecto importante a tener en cuenta es
que el perceptron utiliza un tipo particular de
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aprendizaje supervisado llamado Retro
propagacion de error o backpropagation.

Es un método de aprendizaje supervisado
con descenso del gradiente. En las redes de
retropropagacion primero se aplica un patron
de entrada, el cual se propaga por las
distintas capas que componen la red hasta
producir una salida de la misma. Esta salida
se compara con la salida deseada y se calcula
el error cometido por cada neurona de salida.
Estos errores se transmiten hacia atras,
partiendo de la capa de salida hacia todas las
neuronas de las capas intermedias. Cada
neurona recibe un error que es proporcional
a su contribucion sobre el error total de la
red. Basiandose en este error recibido se

ajustan los pesos sindpticos de cada neurona
(1.

Para ensefiarle a la red neuronal es necesario
entrenar un conjunto de datos, el cual consta
de sefiales de entradas asignadas a una
denominada “salida deseada”. En el
entrenamiento la salida deseada representa la
salida esperada para cierto patron de entrada,
es decir, pasamos a la red un conjunto de
entradas con la salida que deberia producir
ese conjunto.

En cada iteracion los pesos de los nodos se
modifican usando nuevos datos del conjunto
para el entrenamiento.

La salida de la red es comparada con la
salida deseada. La diferencia entre la salida
de la red y la salida deseada se denomina
error de la senal. El algoritmo de
retropropagacion propaga el error de regreso
a todas las neuronas, cuya salida fue la
entrada de la ultima neurona. Luego el error
se va propagando a las neuronas de capas
anteriores, considerando los pesos de las
conexiones.

Se considera que la red ha aprendido cuando
el error es 0 0 un margen proximo al mismo
[5116].

3. Vision computacional

La vision computacional trata de emular en
las computadoras la capacidad que tienen
nuestros ojos. Es decir, trata de interpretar
las imagenes recibidas por dispositivos y



reconocer los objetos, ambiente y posicion
en el espacio. Debido a que parte de nuestro
trabajo se centrard en el tratamiento de
imagenes satelitales, hemos considerado
estudiar este tema y su posible paralelizacion
para aplicarlo en el modelo de prediccion de
incendios anteriormente mencionado. Por lo
tanto, en la siguiente seccion se describira de
manera general el manejo de las imagenes a
través de la vision computacional [7].

3.1. Niveles de vision computacional

La Visidon computacional consiste en partir
de una imagen (pixeles) y llegar a una
descripcion (predicados, geometria, etc.)
adecuada de acuerdo a nuestro propdsito.
Como este proceso es muy complejo, se ha
dividido en varias etapas o niveles de vision:
* Procesamiento de nivel bajo: se trabaja
directamente con los pixeles para extraer

propiedades como orillas, gradiente,
profundidad, textura, color, etc.
e Procesamiento de nivel intermedio:

consiste generalmente en agrupar los
elementos obtenidos en el nivel bajo, para
obtener lineas, regiones, generalmente con el
proposito de segmentacion.

* Procesamiento de alto nivel: esta
generalmente orientada al proceso de
interpretacion de lo obtenido en los niveles
anteriores y se utilizan modelos y/o
conocimiento del dominio.

Estos niveles de procesamiento son llevados
a cabo por algoritmos. El algoritmo
seleccionado para estudiar en este articulo es
el de redes convolucionales [7] que se
describe a continuacion.

Etapas en un proceso de vision artificial
En esta secciéon se detallardn los pasos
fundamentales para llevar a cabo la vision
computacional.

El primer paso en el proceso es adquirir la
imagen digital. Para ello se necesitan
sensores y las capacidades para digitalizar la
sefial producida por el sensor.

Una vez que la imagen digitalizada ha sido
obtenida, el siguiente paso consiste en el
procesamiento de dicha imagen. El objetivo
del procesamiento es mejorar la imagen de
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forma que el objetivo final tenga mayores
posibilidades de éxito.

El siguiente paso es la segmentacion. Su
objetivo es dividir la imagen en las partes
que la constituyen o los objetos que la
forman. En general la segmentacion
autébnoma es uno de los problemas mas
dificiles en el procesamiento de la imagen.
La salida del proceso de segmentacion es
una imagen de datos que, o bien contienen la
frontera de la region o los puntos de la
misma.

La eleccion de una representacion es solo
una parte de la transformacion de los datos
de entrada. Es necesario especificar un
método que extraiga los datos de interés. La
parametrizacién, que recibe también el
nombre de seleccion de rasgos, se dedica a
extraer rasgos que producen alguna
informacion cuantitativa de interés o rasgos
que son basicos para diferenciar una clase de
objetos de otra.

En el ultimo Ilugar se encuentra el
reconocimiento y la interpretacion. El
reconocimiento es el proceso que asigna una
etiqueta a un objeto basada en la informacion
que  proporcionan  los  descriptores
(clasificacién). La interpretacion lleva a
asignar significado al conjunto de objetos
reconocidos.

En la Figura 5 se muestra un diagrama para
resumir y entender de manera sintética lo
explicado anteriormente.



ESCENA

T

ADOLASICION DE
IMAGENES

|

TRANSFORMACIONES Y
FILTRADD DE IMAGENES

}
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OBJETOS DE LA IMAGEM

}

— Elapa sansoria

—l Elapa de pregrocesado

—p Flapa de segmentacion

CALCULD DE .
—i Elapa de paramelrizasdn
CARACTERISTICAS o '
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. ACILIBCEON un resullados
ESCENA "

Figura 5: Diagrama

A continuacion, se describira como llevar a
cabo este proceso con redes neuronales.
Siguiendo la  analogia  presentada
anteriormente, el cerebro humano es el
encargado del procesamiento de imagenes y
asi como existen las redes neuronales para
simular su proceso de aprendizaje y
decision, existen las redes convolucionales,
presentadas a continuacion, para simular su
procesamiento de imagenes.

3.2. Redes convolucionales

Las redes neuronales convolucionales son
muy similares a las redes neuronales
ordinarias como el perceptron multicapa que
fue descripto anteriormente; se componen de
neuronas que tienen pesos y capacidad de
aprender.

Lo que diferencia a las redes neuronales
convolucionales es que suponen
explicitamente que las entradas son
imagenes, lo que nos permite codificar
ciertas propiedades en la arquitectura de las
redes neuronales tradicionales, permitiendo
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ganar en eficiencia y reducir la cantidad de
parametros en la red.

Las redes neuronales convolucionales
trabajan modelando de forma consecutiva
pequenas piezas de informacion, y luego
combinando esta informacion en las capas
mas profundas de la red.

3.2.1. Estructura de las Redes Neuronales
Convolucionales

En general, las redes neuronales
convolucionales van a estar construidas con
una estructura que contendra tres tipos
distintos de capas que se detallardn a
continuacion y se pueden observar en la
Figura 6.

Capa de partida Capa clasificadora

.

Figura 6: Esquema de la estructura de una red
convolucional.

3.2.1.1. Capa convolucional

Esta es la capa que le da nombre a la red, lo
que distingue a las redes neuronales
convolucionales de cualquier otra red
neuronal es que utilizan una operacion
llamada convolucion en alguna de sus capas.
La operacion de convolucion recibe como
entrada o input la imagen y luego aplica
sobre ella un filtro o kernel que nos devuelve
un mapa de las caracteristicas de la imagen
original, y de esta forma logramos reducir el
tamafio de los parametros.

3.2.1.2. Capa de reduccion o pooling

La capa de reduccion o pooling se coloca
generalmente  después de la capa
convolucional. Su utilidad principal radica
en la reduccion de las dimensiones
espaciales (ancho x alto) del volumen de
entrada para la siguiente capa convolucional.



En la figura 7 se observa lo explicado
anteriormente de manera grafica.

Capa de partida
1 0O 2z 3 Capa de reduccion
i 6 6 B8 6 8
>
3 1 1 0 3 4
1 2y 2 4

Figura 7: Esquema de la Capa de Reduccion.

3.2.1.3. Capa clasificadora totalmente
conectada

Al final de las capas convolucional y de
pooling, las redes utilizan generalmente
capas completamente conectadas en la que
cada pixel se considera como una neurona
separada al igual que en una red neuronal
regular.

4. Paralelismo

El procesamiento paralelo es un método
mediante el cual se dividen grandes
problemas en componentes, tareas o calculos
que puedan resolverse en simultaneo. A
continuacion, haremos una introduccion
tedrica de los aspectos que son relevantes
para luego explicar como se aplica el mismo
a las redes neuronales y a la vision
computacional.

4.1. Master — Worker.

El modelo Master-Worker es un modelo
aplicado a la descomposicion de dominio, es
decir, el domino del problema se divide en
subconjuntos de datos y los mismo son
asignados a nodos diferentes.[8]

El proceso principal denominado Master es
el proceso encargado de coordinar todo el
tratamiento y procesamiento del problema,
para lo que genera muchos subprocesos, que
son ejecutados como procesos
independientes denominados Workers, y en
general se ejecutan en procesadores
independientes. La interaccion que existe
entre ellos es que el Master inicia los
procesos Worker, les asigna el trabajo a
realizar, y estos devuelven el resultado al
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proceso Master. En la figura 9 se encuentra
graficado este concepto.

Computadora
[ \
| Master /J

I

y N / B
I\ Worker 1 \\ 1' Worker 2] Worker3 )
>

. ~— _~ = =

| Workern )

-

Computadora Computadora ~ Computadora Computadora

Figura 9:Esquema del modelo Master-Worker.

5. Propuesta de trabajo

En las secciones que siguen se detallara
como se pretende trabaja con redes
neuronales y redes convolucionales, el
objetivo de paralelizarlas y lo que se
pretende lograr para aportar estos conceptos
como ayuda al modelo de prediccion de
incendios ya existente.

5. 1. Propuesta de trabajo en redes
neuronales

Dado que este trabajo esta propuesto por una
alumna de grado de la carrera de Ingenieria
en Sistemas de Informacion, al principio de
esta investigaciébn se contaba con poca
experiencia en redes neuronales, y se decidié
comenzar a estudiar el perceptron multicapa.
También se tuvo en cuenta que en el LICPaD
se trabajaba con lenguaje C/C++ y que una
de las pocas redes neuronales que se pueden
implementar en este lenguaje es el
perceptron, debido a que es mas sencillo de
implementar cuando no se cuenta con clases.
Luego de determinar que se utilizaria el
perceptron para experimentar, se estudio
como funcionaba y las formas de pasaje de
parametros, o valores de entrada que podia
tener el mismo. Dado que se pretende
pasarle una gran cantidad de variables para
poder aplicarlo a la prediccion de incendios
decimos trabajar con el pasaje de entradas
por archivo para mantener un buen orden y
simpleza en el codigo.



Como se detallo en las secciones anteriores,
una red neuronal estd compuesta por una
capa de entrada, capas ocultas y una capa de
salida. Se propone determinar al Master
como el encargado de almacenar datos y de
realizar el envio y recepcion de estos. Este,
ademas, realizara los célculos en la capa de
entrada, para transformar los datos de
entrada en valores utilizables por la red
neuronal.

En segundo lugar, proponemos considerar a
cada capa oculta y a la capa de salida como
instancias donde una o mas neuronas,
contenidas en las mismas, seran
representadas por un proceso. El Master
distribuira la cantidad de neuronas de cada
capa -n- por procesador -p-, realizando la
division n/p. De esta forma, cada
procesador -Worker- quedaria a cargo de
cierta cantidad de neuronas y realizaria
diversos calculos en cada neurona que le
fuera asignada obteniendo una salida.
Luego de ingresar los datos de entrada en la
capa de entrada, se obtendria sus salidas que
seran enviadas a cada proceso Worker.

El procedimiento explicado anteriormente
representa el primer ajuste de pesos y calculo
de salidas de las neuronas de las capas.

El algoritmo de backpropagation ajusta los
pesos de las entradas de cada neurona hasta
que el error de salida, comparado con la
salida esperada, sea minimamente aceptable
(como se explica en la Seccion 2.4). Por lo
tanto, primero se calcula el error de cada
salida de las neuronas en la capa de salida y
luego, estos se transmitiran a cada
procesador. Recordemos que cada proceso
se sigue manteniendo a cargo de las
neuronas asignadas por el Master al
principio del algoritmo.

Una vez recibido los errores, cada neurona
procederd a realizar sus ajustes de pesos y el
calculo de su error de salida. Este
procedimiento se repetira en cada capa,
excluyendo la capa de entrada.

Finalmente, se realizara nuevamente el
calculo de las salidas con los ajustes de pesos
aplicados y en el caso que el error no sea
aceptable, volvera a aplicar el algoritmo
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backpropagation  cuantas  veces  sea
necesario.

El proposito de lo explicado anteriormente
es ver si se puede potenciar el rendimiento
del perceptron para aplicarlo a problemas
como seria la prediccion de incendios. Las
redes neuronales proporcionan herramientas
de gran ayuda a la hora de trabajar con
predicciones y se pretende aplicarlas en el
modelo anteriormente mencionado para
tratar la incertidumbre de variables con la
que se trabaja.

El objetivo de paralelizar la red neuronal y
su aprendizaje es que, al trabajar con una
gran cantidad de datos, el analisis de los
mismos y el aprendizaje de la red neuronal
podrian llevar mucho tiempo, por lo que se
pretende potenciar su rendimiento y tiempo

paralelizandolo.

5.2. Propuesta de Trabajo con redes
convolucionales

La red toma como entrada los pixeles de una
imagen. Si tenemos una imagen con apenas
28x28 pixeles de alto y ancho, eso equivale
a 784 neuronas. Si tenemos una imagen a
color, necesitariamos 3 canales (red, green,
blue) y entonces usariamos 28x28x3 = 2352
neuronas de entrada. Esa es nuestra capa de
entrada.

La propuesta de trabajar con las redes
neuronales convolucionales es encontrarle
un objetivo practico a la hora de analizar
imagenes o mapas satelitales.

En el modelo de prediccion de incendios se
trabaja constantemente con mapas, [9] al
aplicar visidbn computacional a través de
redes convolucionales se busca automatizar
y hacer lo mas rapido posible este analisis.
La propuesta de paralelizacion, es similar a
la aplicada en las redes neuronales, la
descomposicion sera de dominio, es decir, se
repartird el dominio de problema (datos), en
este caso mapas, en los diferentes nodos.

El nodo master se encargaria de tener y
repartir las imagenes satelitales, en los
diferentes nodos de la red convolucional.
Los diferentes nodos tendran su propia red
convolucional y manejardn un gran niamero
de neuronas.



En un futuro se estudiara la descomposicion
funcional de la misma, teniendo en cuenta
las diferentes capas con las que cuenta la red
convolucional.

Actualmente se esta estudiando la libreria
OpenCV [10], que es una libreria de
inteligencia  artificial con  muchas
herramientas de vision computacional. La
misma nos permite manipular imagenes y
videos. También se estudia la posibilidad de
desarrollarlas en el lenguaje C, debido a los
aspectos anteriormente mencionados.

6. Conclusiones

Este trabajo menciona los conceptos
estudiados para entender el funcionamiento
de una red neuronal y los conceptos que se
aplicaran en ésta para lograr paralelizar su
aprendizaje.  Actualmente, se  sigue
estudiando el algoritmo de la construccion y
el aprendizaje de una red neuronal para
realizar la implementacion y la prueba
practica de los conceptos mencionados al
paralelizarla.

Se buscara también mejorar la granularidad
y la asignacion de tareas del programa, es
decir, como se divide el programa en los
procesadores para aumentar la eficiencia del
mismo ya que los conceptos presentados
darian una mejora lineal. Se estudiaran
funciones para el traspaso de mensajes y
sincronizacion de las partes de un programa
mas eficientes que brinden, al menos, una
mejora logaritmica al paralelizar. Esta
eficiencia puede mejorar a costa de mayor
complejidad para implementarla.
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También nos encontramos estudiando co6mo
llevar a cabo una red convolucional y a partir
de esto comenzar a estudiar la posible
implementacion de las formas de
paralelizacion mencionadas.
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