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Resumen

En el dmbito legal, los profesionales se encuentran
recurrentemente con la necesidad de encontrar fallos
relacionados a la temdtica que estd tratando. La editorial
juridica con la que se trabajo ofrece el servicio de
bisqueda y recuperacion de dichos fallos. Para hacerlo
necesita clasificar los mismos de acuerdo con un tesauro
propio, consistente de tres niveles, que representan los
temas de interés juridico. La automatizacion de esta
clasificacion, a través del uso de técnicas de inteligencia
artificial, permitio acelerar los tiempos de disponibilidad
de los fallos y por ende el servicio brindado a sus clientes.
En este trabajo se presenta la solucion que se brindé para
clasificar mds de 200.000 fallos en muiiltiples categorias,
para lo cual se realizo un trabajo de andlisis y depuracion
del dataset como también seleccion y entrenamiento de
modelos.

1. Introduccion

La clasificacién de textos ha tenido un desarrollo
vertiginoso en los dltimos afios. Esto se debe, entre otras
cosas, a la disponibilidad de texto digitalizado, como
pdginas web, correos electrénicos, blogs, bibliotecas
digitales, anuncios en linea, documentos corporativos,
resefias de productos, entre otros. Muchas aplicaciones
basadas en estas diferentes fuentes de datos pueden
plantearse como problemas de clasificacion de texto. En
estos problemas, es necesario clasificar los documentos en
clases predefinidas que representan diferentes grupos
semdnticos (por ejemplo, spam y no spam, tdpicos o
sentimientos).

Independientemente de los avances, la clasificacién de
textos sigue presentando un conjunto de desafios a
resolver. En primer lugar, los documentos de texto estdn
re-presentados de una forma dispersa en un espacio de
términos de muy alta dimension, lo que dificulta el
aprendizaje y la generalizacién. En segundo lugar, debido
al elevado coste del etiquetado de los documentos, los
investigadores se ven obligados a recurrir a pequefios
conjuntos de entrenamiento o a recopilar datos de
entrenamiento procedentes de fuentes distintas del
dominio de destino. Esto da lugar a un cambio de
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distribucién entre los datos de entrenamiento y los de
prueba. En tercer lugar, los documentos son de diferente
calidad, idioma y longitud, lo que hace que un enfoque
uniforme basado en el conocimiento sea ineficaz o
inviable [1].

En la actualidad la clasificacion de documentos con
etiquetas multiples tiene una gran variedad de aplicaciones
en el mundo real que van desde, la clasificacién de
publicaciones en redes sociales [2], el andlisis de
sentimientos [3], hasta la clasificaciéon de cddigos de
diagnésticos médicos [4]. Se han desarrollado diversos
métodos para este tipo de problemas, entre los que se
incluyen los clasificadores tradicionales one vs. all [5,6],
los enfoques cldsicos de aprendizaje automdtico (por
ejemplo, Random Forest [7] y Perceptron Multicapa [8]) y
las Redes Neuronales Profundas [9][10][11]. Los avances
en el aprendizaje automético y otros campos relacionados
han permitido que los algoritmos de clasificacion
multietiqueta logren mejoras continuas en conjuntos de
datos de diferentes dominios [12][13][14].

A nivel internacional y dentro del dmbito juridico
especificamente, existe una fuerte demanda de algoritmos
de clasificaciéon multietiqueta de alto rendimiento para
diferentes tareas, como la deteccion de mociones y érdenes
[15] y la predicciéon de resultados de casos [16]. Sin
embargo, los investigadores y los profesionales se
enfrentan a menudo a dos grandes retos. Por un lado, s6lo
existen unos pocos conjuntos de datos textuales legales
anotados por humanos [17,18], y la falta de datos
etiquetados manualmente de alta calidad se ha convertido
en un gran obstidculo para seguir avanzando en la
investigacion de vanguardia en este campo. Por otra parte,
aunque los métodos existentes han conseguido
rendimientos aceptables en diversas tareas, se centran
principalmente en las clases mayoritarias y tienen
dificultades para conseguir un rendimiento decente para
las clases que no tienen suficientes muestras de
entrenamiento. Por ejemplo, para la clasificacion de fallos
judiciales en ramas del derecho, existen clases menos
frecuentes que otras. Asi, por ejemplo, en la rama Civil y
Comercial hay una gran cantidad de fallos, mientras que
en la rama Penal Comercial hay menos. La omisién de
estas categorias poco frecuentes, pero importantes, puede
tener consecuencias importantes para las tareas de
clasificacion en este contexto.
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En este trabajo se presenta el resultado de clasificar
240.181 fallos de acuerdo con un tesauro de 3 niveles,
donde en el primer nivel existen 8 clases, en el segundo
nivel 931 clases y en el tltimo nivel 3.459. Tanto el
dataset como el tesauro recibido estin protegidos por un
acuerdo de confidencialidad ya que pertenece a una
editorial legal que comercializa su acceso. Los fallos
judiciales constituyen una fuente muy importante de
jurisprudencia para los profesionales judiciales y la
empresa editorial busca ofrecer un sistema de bisqueda y
recuperacién que exceda la simple buisqueda de palabras
en el texto clasificando los fallos por temdtica y, de esta
forma, mejorar los resultados presentados a sus clientes.
En este sentido se plante una estrategia que permitiera
sortear las principales dificultades encontradas: la gran
cantidad de etiquetas disponibles y la ausencia de ejemplos
para muchas de ellas.

El resto del articulo estd organizado de la siguiente
manera. En la seccion 2 se analizan los trabajos
relacionados con el tema. Las secciones 3 y 4 presentan
los detalles del conjunto de datos y la estrategia de
clasificacion propuesta, respectivamente. En la seccién 5
evaluamos el sistema propuesto y en la secciébn 6 se
presentan conclusiones y trabajos futuros.

2. Trabajos Relacionados

La clasificacién de documentos legales consiste en
identificar la categorfa de un texto juridico basdndose en la
asociacién entre el texto juridico y esa categoria. Existen
una variedad de tareas que estdn relacionadas al proceso de
clasificacioén: la categorizacién en dreas del derecho, la
identificacién de sentencias, la mineria de argumentos y la
prediccion de decisiones judiciales. En los dltimos afios se
han realizado muchos estudios sobre la clasificacion de
textos legales. Por ejemplo, Palau y Moens [19]
identificaron las proposiciones argumentativas, la funcién
y la estructura argumentativas en textos legales del
Tribunal Europeo de Derechos Humanos. Boella y col.
[20] clasificaron textos juridicos en italiano en un dominio
relevante. Aletras y col. [21] también trabajaron sobre
documentos del Tribunal Europeo de Derechos Humanos
intentando predecir la sentencia, el drea juridica y la fecha
de emisién de la sentencia. Sulea y col. [22,23] aplicaron
técnicas de aprendizaje automdtico para predecir
sentencias del Tribunal Supremo francés y el drea juridica
a la que pertenece un caso. Ji, Tao, y col. [24]
incorporaron la tarea de clasificacién legal a la tarea de
extraccion de informacion como wun problema de
aprendizaje multitarea para la extraccion de pruebas de
documentos judiciales chinos. Posteriormente, aplicaron
los mismos textos legales para la resolucion de
coreferencias de hablantes [25].

Luz de Araujo y col. [26] presentan los resultados de
aplicar una diversidad de en-foques (bag-of-words, redes
convolucionales, redes recurrentes y algoritmos de
boosting) a un conjunto de documentos legales
digitalizados pertenecientes a la Corte Suprema de Justicia
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de Brasil para realizar clasificacion y asignacién de temas.
Otro trabajo en textos en portugués es el presentado por
Domingues y col. [27] quienes utilizan una estrategia de
clasificacion para apoyar el andlisis de los documentos
juridicos que citan o podrian citar un precedente
vinculante creado por la Corte Suprema de Justicia.

Li [28] desarrolla una estrategia de clasificacién de
documentos legales basada en la extraccién de palabras
caracteristicas representativas de cada documento. Dichas
palabras son determinadas a través de TF-IDF y luego
modificadas con un factor de correccién que tiene en
cuenta la posicién de la palabra en el texto.

Song y col. [29] presentan un conjunto de datos de
aproximadamente 50.000 opiniones legales
(POSTURESOK) y proponen una arquitectura de
aprendizaje profundo que adopta un preentrenamiento
especifico del dominio y un mecanismo de atencién a la
etiqueta para la clasificacién de documentos.

Chen y col. [30] presentan un algoritmo de aprendizaje
automdtico que utiliza conceptos de dominio como
caracteristicas y bosques aleatorios como clasificador de
textos juridicos con una gran coleccién de documentos de
casos de EE.UU. (SigmalLaw) etiquetados en 50
categorias.

Priyadarshini y col. [31] proponen un método de
recuperacion de informacién semdntica que pretende ir
mds alld de la recuperacion de informacién estindar que
permitiria obtener documentos juridicos relacionados
dentro de un corpus. El sistema propuesto identifica los
documentos legales y aumenta la precision y el
rendimiento del andlisis de los mismos utilizando un
modelo ensamblado.

Finalmente, y a nivel local, se encuentra la propuesta
de Perezzini, Casali y Deco [32] que presentan un sistema
de soporte para recuperar de forma periédica y semi-
automdtica, normativas potencialmente relevantes con
respecto a las actividades realizadas por una empresa.
Dicho sistema realiza un proceso de clasificaciéon de
normativas utilizando clasificadores binarios con el corpus
y las categorias presentes en el Sistema Argentino de
Informacién Juridica (SALJ).

Si bien se observa una variedad de técnicas aplicadas
para la clasificacién de documentos legales con resultados
disimiles la particularidad de la tarea a resolver para la
editorial legal tanto en el corpus de documentos
(normalmente los fallos son de mayor longitud y
heterogéneos en cuanto a su estructura y contenido) como
en el esquema de etiquetas multinivel propio de la
empresa, conducen a la necesidad de repensar un enfoque
diferente que se describe en las secciones siguientes.

3. Conjunto de Datos

El conjunto de datos consiste en 240181 fallos
judiciales en diferentes formatos (en su mayoria archivos
PDF) que pueden contener 1 o mds sumarios relacionados
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a diferentes categorias y subcategorias del derecho (Figura
1). El primer desafio fue extraer el texto a partir de los
archivos PDF. En esa instancia también se realizd, a
pedido de la editorial, un proceso de extracciéon de
caracteristicas utilizando expresiones regulares que
permitian identificar el nimero de fallo, la cardtula, las
partes involucradas, la fecha, el tribunal y el texto del
fallo. Una parte de los datos recibidos estaban constituidos
por imédgenes (documentos escaneados) que debieron pasar
un proceso previo de reconocimiento de caracteres.
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del afio dos mil diecinueve, se reine la Sala I de la
Cémara Federal de Casacidon Penal, integrada por el sefior
juez Diego Gustave Barroetavefia como Presidente y los
sefiores jueces Daniel Antonio Petrone y Doctora Ana Maria
Figueroa como Vocales, a los efectos de resoclver el
recurso de casacidn interpuesto por los representantes del
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Figura 1. Ejemplo de fallo judicial.

Como resultado del proceso de extraccién de
caracteristicas se obtuvieron 240.181 archivos en formato
JSON. Cada uno de estos archivos contenia los datos y
texto de un fallo judicial y uno o mds sumarios
relacionados. A pedido de la empresa la clasificacion debia
realizarse a nivel de sumario. Los sumarios son porciones
del texto del fallo que tratan sobre algiin tema particular de
interés y que son seleccionados y extraidos por
profesionales del derecho denominados sumariantes. Cada
uno de los sumarios tiene una o mds categorias asociadas
que son determinadas por los sumariantes. Esto introdujo
un nuevo desafio en la problemdtica ya que se estaba en
presencia de un esquema de etiquetado multinivel.

100000 4
80000 |
60000 |
40000

20000 1

AJEA - Actas de Jornadas y Eventos Académicos de UTN
DOI: https://doi.org/10.33414/ajea.1146.2022

fallo: {...
sumario_1000031: {
texto: El término establecido por el articulo.
vocas: {
300170: {
idNivel3: 300170,
idNivel2: 300159,
idNivell: 3
}
300257: {
idNivel3: 300257
idNi
idNi
}
400159: {

1dNil 300159: Modos Anormales de

idNi| L

sani Terminacion

}
402929: {

idNivere—— vear="

idNivel2: Null,

idNivell: 4

}

Clasificacion Multinivel

3: Procesal

300170: Caducidad de la Instancia

}
sumario_.

Figura 2. Ejemplo de etiquetado de un sumario de un fallo.

Cada uno de los sumarios (asociados a su
correspondiente fallo) contenidos en los archivos JSON
fue etiquetado por el sumariante que lo confecciond. La
estructura final puede observarse en la Figura 2.

3.1 Conjunto de datos para pruebas iniciales

Inicialmente y a los fines de probar distintas estrategias
de preprocesamiento y modelos de clasificacion se
confecciond, a partir de los archivos JSON, un primer
dataset en el que cada muestra consté del texto del sumario
y la etiqueta (denominada por la empresa como “voz”)
correspondiente al Nivel 1 de clasificacion (Figura 3).

{'texto’ . texto_del_sumario, ‘voz': voz_de_nivel_1}

Figura 3. Estructura de datos del dataset utilizado en las
pruebas iniciales.

Sobre este dataset inicial se realiz6 un anélisis
exploratorio que mostré un marcado desbalance entre la
cantidad de muestras de las categorias a clasificar (Figura
4). Las etiquetas del nivel 1 contenian, de origen, una
numeracion del 2 al 9.

2 3 4 5

6 7 8 9

Figura 4. Cantidad de sumarios por categoria de Nivel 1.
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A continuacion, se realizaron los primeros procesos
sobre este conjunto de datos (Figura 5) que comprendieron
las siguientes operaciones: pasaje a mindsculas,
eliminacién de caracteres especiales, stop words y palabras
de longitud menor a tres caracteres. Todas estas tareas
tuvieron como objetivo normalizar los textos y eliminar
palabras que no aporten a la solucién del problema de
clasificacion.

i Pasar a mindsculas '

Eliminar caracteres especiales

! Eliminar STOPWORDS

! Eliminar palabras de longitud
menor a 3 caracteres

: Normalizacion ;

Lematizacién Derivacion Sustantivos

data_lema_1.csv data_raiz_1.csv data_noun_1.csv|

Figura 5. Diagrama de flujo del proceso de
normalizacién

A partir de este conjunto de datos normalizado, se
realizaron tres copias a las que se aplicaron distintas
técnicas, seglin se describe a continuacién: lematizacion
[33] al primero, derivacién [33] al segundo y seleccién
solo de sustantivos al tercero, finalizando esta etapa con la
creacion de tres archivos que contenian los resultados de
cada proceso a fin de que sirvieran como entrada a la etapa
siguiente.

Una vez obtenidos los tres conjuntos de datos
normalizados, se aplicé una secuencia de procesos con el
fin de terminar el preprocesamiento de los textos,
vectorizando y optimizando su representaciéon Este
preprocesamiento consistié en aplicar la técnica de bolsa
de palabras [34] para vectorizar los textos y a estos
vectores se los procesé utilizando TF-IDF [35] de esta
manera se optimizan los textos resaltando las palabras que
més los caracterizaban. En la Figura 6 puede verse un
diagrama de flujo con los procesos aplicados en esta
dltima etapa.
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labels.csv

data_XXXX_1.csv

________________________________ .

Extraccion de atributos y etiquetas

Armado de diccionario y matrices Bow

Aplicacion de TF-IDF a las matrices
Bow

__ Preprocesamiento |
Figura 6. Diagrama de flujo del preprocesamiento.

El objetivo final del armado de estos 3 dataset (con las
clasificaciones sélo a nivel 1) fue probar diferentes
estrategias de pre-procesamiento seguido de su
clasificacion, también con distintos modelos.

4. Estrategias de Clasificacion
4.1 Pruebas iniciales de modelos

Con los tres conjuntos de datos para pruebas iniciales
se entrenaron dos modelos: un KNN [36] y un Regresor
Logistico [37] para clasificar sumarios en la categoria de
primer nivel correspondiente. La seleccién de estos
modelos se basé en la pequefia cantidad de muestras
presentes en las clases minoritarias. Si bien el conjunto de
datos presenta un marcado desbalance en la cantidad de
muestras por categoria a clasificar, este se utilizé en esta
primera instancia de pruebas solo con fines comparativos,
para medir el desempeflo de distintas técnicas de
preprocesamiento 'y modelos de clasificaciéon. Las
muestras se dividieron en dos conjuntos, uno para
entrenamiento con el 70% y uno para test con el 30%
restante, salvo en las categorias 6 y 9 donde las muestras
no eran suficientes para realizar la divisién del conjunto vy,
a pesar de no ser recomendable, se utilizé el total de estas
tanto para el entrenamiento de los modelos, como para la
etapa de prueba.

Cantidad de Predicciones correctas i

Accuracy =
4 Cantidad total de predicciones

Figura 7. Calculo de Accuracy

La Tabla I presenta los resultados para cada conjunto
de datos obtenido con las distintas técnicas de
preprocesamiento 'y cada modelo, para medir los
desempeifios se utiliz6 el Accuracy (Figura 7). Como se
observa, el mejor resultado se obtuvo con el regresor
logistico en todos los casos. Basados en estos resultados
preliminares, se decidié continuar los trabajos utilizando
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Lematizacién como técnica de pre-procesamiento y el
Regresor Logistico como modelo de clasificacion.

Tabla 1. Precision obtenida por cada combinacion de tipo de
preprocesamiento y modelo.

Preprocesamiento  Modelo Accuracy
Lematizacion KNN 68,67 %
Regresor Logistico 70,97 %
Derivacion KNN 68,74 %
Regresor Logistico 70,98 %
Solo sustantivos KNN 64,31%
Regresor Logistico 67,89 %

4.2 Estrategia seleccionada para el problema de
clasificacion

Habiendo seleccionado la secuencia de
preprocesamiento se prepara finalmente, a partir de los
archivos JSON, el dataset final donde cada muestra
constaba del texto del sumario y las voces de clasificacién
de Nivel 1 y Nivel 2. En esta primera etapa, la empresa
consideré no incluir el nivel 3 por la escasez de ejemplos
para muchas de las categorias. Los textos de los sumarios
se procesaron entonces en esta secuencia: pasaje a
mindsculas, eliminacién de caracteres especiales,
eliminacién de stop words, eliminacién de palabras de
longitud menor a 3 caracteres, vectorizacién mediante
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Bolsa de Palabras y aplicacion de TF-IDF a los vectores
resultantes. Luego de este preprocesamiento todos los
sumarios quedan representados con un vector la misma
longitud.

De acuerdo con la estrategia de clasificacion elegida,
fue necesario generar un dataset por cada categoria de
Nivel 1 y por cada categoria de Nivel 2. Para balancear
cada uno de estos datasets se optd por incorporar al mismo
los casos positivos de la clase en cuestion y la misma
cantidad de casos negativos seleccionados al azar entre las
restantes muestras. Por dltimo, previo al entrenamiento del
modelo, cada conjunto de datos se dividié en un 70% para
el proceso de entrenamiento y un 30% para test posterior.

Con los resultados de los andlisis realizados al conjunto de
datos y los resultados obtenidos en las pruebas iniciales se
llegé a varias conclusiones que desafiaron la aplicacién del
modelo a utilizar. En resumen, se abordé un problema de
clasificacién multinivel, el conjunto de datos mostraba un
marcado desbalance en las cantidades de muestras por
categoria, las categorias minoritarias poseian muy pocas
muestras (menos de 5 en algunos casos) por ultimo, la
clasificacion era multi-categoria, esto quiere decir que un
sumario podia corresponderse con mds de una categoria en
el mismo nivel.

Con un problema de estas caracteristicas se planted
como solucién descomponerlo en problemas binomiales,
entrenando un modelo de Regresor Logistico para cada
categoria de nivel 1 y cada categoria de nivel 2.

Luego se implementé un prototipo (Figura 8) que, dado

Modelos binomiales
Uno por clase de Nivel 1

=N

Selecciona el grupo de
clasificadores de acuerdo a

[ Clasificador de ]
la clase de Nivel 1 predicha.

resultados

ot Pﬁ%} {ﬁi’%} S
. Modelos binomiales uno por clase de Nivel 2 perteneciente al
: . grupo }
i Modelos binomiales uno por clase de Nivel 2 perteneciente al
\_ grupo
. A
Nivel 2 :

Grupos de clasificadores
! binomiales, uno por clase
de Nivel 1

i Modelos binomiales uno por clase de Nivel 2 perteneciente al
L grupo ;

Figura 8. Diagrama de flujo del proceso de clasificacion.

10 mo. Congreso Nacional de
Ingenieria Informatica / Sistemas de Informacion

210
(1-2021)



Universidad Tecnolégica Nacional
3y 4 de noviembre de 2022

un texto de sumario a clasificar, primero lo haga con los 8
modelos para el Nivel 1. Una vez obtenidas las categorias
predichas de Nivel 1, se seleccionan los modelos de las
categorias de Nivel 2 correspondientes a los de Nivel 1
predichos y se realiza una nueva clasificacién del texto del
sumario, obteniendo de esta forma las categorias predichas
de Nivel 1 y Nivel 2, pudiendo ser estas multiples en
ambos niveles.

Debido al gran volumen de datos y la gran cantidad de
artefactos que se generarian mediante esta estrategia, se
automatizé el proceso de generacion de todos los
artefactos necesarios para la implementaciéon de Ila
solucién mediante un pipeline de procesos.

La primera etapa proces6 los fallos en archivos
individuales para obtener un dnico archivo JSON con un
sumario por registro con la correspondiente etiqueta de
Nivel 1 y Nivel 2 y el texto pre-procesado (pasado a
mindsculas y sin caracteres especiales, stop words o
palabras de longitud menor a tres caracteres).

La segunda etapa divide y replica el archivo generado
en la primera para obtener los conjuntos de datos de
primer y segundo nivel, generando un archivo CSV de
sumarios y uno de etiquetas por cada clase de cada nivel.

Por dltimo, la tercera etapa toma los archivos
generados en la anterior y por cada categoria a clasificar
evalda, si hay menos de 6 muestras en el conjunto de
datos, no prepara un clasificador para esa categoria, caso
contrario vectoriza los textos mediante la técnica de bolsa
de palabras, para luego mejorar la representacién
utilizando la transformacién TF-IDF. A partir de los textos
vectorizados y procesados y los archivos de etiquetas, se
genera un modelo de Regresor Logistico por cada conjunto
de datos (cada categoria de cada nivel) y se entrena. Esta
etapa devuelve cuatro archivos: el diccionario utilizado
para vectorizar los textos, el transformador TD-IDF
entrenado con los textos del entrenamiento, €l modelo de
regresion logistica entrenado y un archivo CSV con los
resultados del entrenamiento.

4.3 Modelo y parametros utilizados

Como se cita en la seccidén anterior, cada uno de los
modelos consté de un Regresor Logistico y el ajuste de los
hiperpardmetros (Tabla 2) se hizo de acuerdo con una
configuraciéon recomendada para la libreria utilizada,
Scikit-Learn [38], en conjuntos de datos de gran
dimension.

Tabla 2. Hiperparametros aplicados al Regresor Logistico.
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5. Evaluacion

La evaluacion de la estrategia seleccionada no puede
realizarse con una unica medida debido a la gran cantidad
de modelos resultantes para las diferentes etapas. Luego de
la ejecucion del prototipo se generaron 8 modelos para la
clasificacién en nivel 1 y 427 modelos para la de nivel 2,
el prototipo devolvié en archivos CSV por cada modelo
(categoria y nivel) la etiqueta de la categoria, la cantidad
de muestras y la Accuracy alcanzada con el conjunto de
prueba, luego del entrenamiento (Tabla 3).

Tabla 3. Precision de los modelos entrenados para las 8
categorias de nivel 1.

Categoria de Cantidad de muestras Precision
Nivel 1
2 66988 90.01
3 123743 81.98
4 190422 86.25
5 122752 81.82
6 6050 93.25
7 63249 91.52
8 50415 91.27
9 11 40.00

Hiperpardmetro Valor
Solver (Método de entrenamiento) Liblinear
Penalty (Método de regularizacion) L2
Max_iter (Maximo de iteraciones para el 1000

entrenamiento)
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Si bien la estrategia utilizada permitié obtener
resultados razonables teniendo en cuenta los problemas
antes citados con respecto al dataset y el tipo de
clasificacién, cabe aclarar que esta estrategia también
favorece la expansion de errores de prediccidn para el caso
de un falso positivo en Nivel 1 que causard la clasificacién
de ese sumario en un conjunto de categorias de nivel 2 que
no corresponde.

6. Conclusiones y Trabajos Futuros

La gran cantidad de documentos legales que hoy en dia
se encuentran almacenadas electrOnicamente son, en su
mayoria, heterogéneos y de gran tamafio. Esto ha llevado
al desarrollo de metodologias para procesamiento de
dichos documentos y para la extraccion de informacién
util con el objetivo de mejorar la recuperaciéon de
informacién relevante.

En este trabajo se presentdé una estrategia de
clasificacién multinivel de documentos legales (fallos
judiciales) que intenta hacer frente a las particularidades
de la empresa editorial por un lado y de la tarea en si
misma por otro. A las dificultades propias de Ia
clasificacion de documentos se suma la necesidad de
utilizar una estructura de clasificacién con distintos niveles
para los cuales a veces los ejemplos son insuficientes o
directamente inexistentes. En la propuesta realizada se
busco sortear estas dificultades balanceando los conjuntos
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de datos y utilizando una estrategia de multiples regresores
logisticos, con resultados aceptables que pueden ser
mejorados reentrenando los regresores en caso de obtener
mds muestras en alguna categoria gracias a la divisién del
problema que permite entonces reentrenar solo algunos
regresores sin afectar al resto.

Los resultados obtenidos, en relacion con la utilizacion
que la empresa realizard de los mismos, son prometedores.

Como trabajo futuro se plantea la extensién de la
estrategia para el nivel 3 del tesauro y estudiar la
posibilidad de la generacién automética de los sumarios.
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