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Resumen 

El uso de los datos que proporcionan los satélites solo tiene como límite a la imaginación 

del hombre, ejemplo de esto son los trabajos sobre distribución espacial de población y su 
relación con el producto bruto interno o con el nivel de consumo, también su aplicación para 

detectar la presencia de población en zonas escasamente pobladas o bien para cuantificar la 
dispersión de la población en grandes aglomeraciones urbanas. Este trabajo busca estable- 

cer una metodología que permita definir los límites de las ciudades a nivel regional (Argen- 

tina) a partir de las imágenes satelitales obtenidas por el Suomi National Polar Partnership. 
 

PALABRAS CLAVE: IMÁGENES SATELITALES NOCTURNAS - MANCHA URBANA - LÍMITES 
URBANOS - PROCESAMIENTO DE IMÁGENES - APRENDIZAJE SUPERVISADO 

Abstract 

The use of data provided by satellites is only bounded by human imagination, an example 
of this is the analysis of spatial distribution of the population and its correlation with GDP or 

consumption level, also on its implementation to detect the presence of people in sparsely 
populated areas or rather to quantify the distribution of population in large urban agglome- 

rations. This work seeks to establish a methodology to define the boundaries of cities at re- 

gional level (Argentina) from satellite imagery through the Suomi National Polar Partnership 
 

KEYWORDS: NIGHTLIGHT SATELLITE IMAGES - URBAN AREA – URBAN BOUNDARIES - 
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Introducción 

Desde que el hombre lanzó los primeros satéli- 

tes a fines de la década de 1950 el crecimiento 

de la presencia humana en el espacio fue ex- 
ponencial. Esta situación es lógica y tiene un 

motivo: los satélites nos permiten ver aquello 
que no se ve desde la Tierra, permiten extraer 

información valiosa para los estados y la hu- 
manidad, permiten prevenir catástrofes, medir 

variaciones de temperatura o salinidad o sim- 

plemente observar cómo fluctúa el espesor de 
la capa de ozono en las distintas partes del glo- 

bo. Estos instrumentos requieren el desarrollo 
de nuevas tecnologías que constantemente van 

desplazando la barrera tecnológica y evolutiva, 

cada vez a una mayor velocidad. Dentro de las 
funcionalidades que incluyen los satélites se en- 

cuentra la de ser capaces de tomar fotografías, 
no solo de la tierra “visible” sino también de las 

emisiones no visibles – ondas infrarrojas, emi- 
siones de metano, radiación electromagnética, 

entre otras –. En la década de 1960 Estados 

Unidos comenzó con el Defense Meteorological 
Satellite Program (DMSP) el cual puso en órbi- 

ta un atlas de satélites que permitió comenzar 
a contar con mucha información sobre lo que 

sucedía en la superficie de la tierra. A fines de 

los años 1990 se comenzaron a ver las prime- 
ras imágenes procesadas de la tierra durante la 

noche, esto gracias al módulo de Operational 
Linescan System (OLS) el cual permitía cap- 

turar imágenes de baja intensidad de luz y a 

partir de allí elaborar un atlas del mundo por 
la noche. 

En el año 2011 la NASA lanzó el Suomi National 
Polar Partnership (SNPP) el cual incorporaba  
el Visible Infrared Imaging Radiometer Suite 

(VIIRS) un instrumento que permitió obtener 
los primeros datos sobre las emisiones de on- 

das Infrarrojas y a partir de allí desarrollar pro- 

ductos de mayor capacidad que los elaborados 
a partir del DMSP, permitiendo confeccionar un 

atlas de la tierra por la noche. Estas ventajas ya 
han sido analizadas y contrastadas en Elvidge 

et al. (2013). 
 

Este trabajo busca establecer una metodología 
que permita definir los límites de las ciudades a 

nivel regional (Argentina) a partir de las imáge- 
nes satelitales obtenidas por el SNPP - VIIRS. 

Para ello se elaboró un algoritmo basado en el 

reconocimiento de patrones que permita com- 

pensar los efectos de la reflectancia y satura- 
ción de los sensores – blooming and saturation 
– ya que estas distorsiones no permiten visua- 
lizar de forma definida estos límites (Small, C., 
2003). Conocer los límites de las ciudades tiene 
varias implicancias: revela el comportamiento 
humano en lo que respecta a la distribución 
espacial; permite estimar el tamaño de las 
“manchas urbanas” y su evolución temporal; 
distribuir información demográfica – económi- 
ca – social que se encuentra de forma puntual 
y que precisa estudiarse en un marco regional; 
desarrollar política pública contemplando su 
impacto local, entre muchas otras aplicaciones. 
En particular este estudio se encuentra dentro 
del marco del trabajo de investigación Adapta- 
ción y mitigación de GEI del sector transporte 
en Argentina y su impacto regional en la cali- 
dad de aire (Puliafito, et al. 2015). 

 
Objetivos 

 

El principal objetivo de este trabajo es lograr un 
método válido que permita extraer de la ima- 

gen satelital nocturna georreferenciada de la 

Argentina el contorno real de las ciudades ana- 
lizadas. Como referencia vale destacar que en 

la mayoría de los casos la información georre- 
ferenciada disponible sobre ejidos urbanos no 

coincide o no se ajusta de forma apropiada a la 

situación real en parte por su permanente evo- 
lución en el tiempo, baste simplemente compa- 

rar las regiones administrativas respecto de los 
límites reales de las ciudades para evidenciar 

que son sólo algunos los casos en donde estos 
coinciden, mientras que en la mayoría de las 

regiones urbanas estas fronteras no represen- 

tan la real superficie de la ciudad. Por ejemplo, 
la ciudad de Córdoba (Capital), tiene un límite 

administrativo delimitado por un polígono cua- 
drado de 24 km de lado (576 km2) mientras 

que la superficie aproximada de la ciudad con 

su aglomerado es de tan solo 256 km2. Desde 
el punto de vista metodológico se aborda desde 

un enfoque orientado al aprendizaje supervisa- 
do debido a que se han demostrado inconsis- 

tencias cuando el límite se calcula a partir de un 
umbral de intensidad ya que ese método puede 

llevar a subvalorar o sobrevalorar los límites de 

la urbanización según las condiciones económi- 
co/sociales de la región analizada (Small, et al., 
2005; Cao, et al., 2009). 
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Una de las ventajas que posee este enfoque 
es que no se ve distorsionado por la saturación 

de los píxeles de la imagen, ya que al no es- 
timar datos demográficos/económicos a partir 

de la intensidad de los mismos el análisis no se 

ve afectado por los problemas que causan la 
saturación en intensidad y color a los píxeles 

de la muestra. Por el contrario, en este trabajo 
se afronta el problema del efecto de blooming 

que se da por la dispersión de la radiación de 
luz que se produce en la tierra sumado a la 

refracción que se genera en la atmósfera. 
 

Metodología 
 

Datos 

Para este trabajo se cuenta con los siguientes 

conjuntos de datos: 
 

● Imagen Geotiff dnb.tif (Day-Night Band) 
descargada desde NASA Earth Observatory 
and NOAA National Geophysical Data Center, la 
misma “was acquired over 9 days in April 2012 
and 13 days in October 2012. It took satellite 
312 orbits and 2.5 terabytes of data to get a 
clear shot of every parcel of Earth’s land surface 
and islands”.1 FileSize: 49651429. Format: 'tif'. 

Height: 13500px. Width: 13500px. BitDepth: 
8. ColorType: 'truecolor'. ModelType: 'ModelTy- 
peGeographic'. GCS: 'WGS 84'. Datum: 'World 
Geodetic System 1984'. Ellipsoid: 'WGS 84'. 
SemiMajor: 6378137. SemiMinor: 6.3568e+06. 
PM: 'Greenwich'. UOMAngle: 'degree'. 

 
● Archivo ESRI Shapefile roads.shp (Data/ 
Maps Copyright 2015 Geofabrik GmbH and 
OpenStreetMap Contributors) descargado des- 

de la web Geofabrik.de2 y confeccionado por la 
OpenStreetMap Foundation y su comunidad de 

colaboradores. Este archivo es usado como re- 
ferencia para determinar los límites reales de las 

ciudades ya que es un atlas de todas las calles, 
rutas, autopistas y otros caminos de menor je- 

rarquía de la Argentina, es decir, refleja de for- 

ma correcta la forma de las ciudades. Bounding- 
Box: -73.181W -55.035S; -53.525W -21.558S. 
ShapeType: 'PolyLine'. NumFeatures: 599565. 

 

● Archivo ESRI Shapefile 010_Ejidos_Urbanos. 
shp (Instituto Geográfico Nacional de la Repú- 

blica Argentina) descargado desde la web del 
IGN3. Este archivo contiene polígonos que re- 

presentan la superficie de los ejidos urbanos 
de las distintas ciudades argentinas y se usará 

 

 
 

Fig. 1. Ejemplo de recortes de imagen 
 

Fig. 2. Ejemplo de extracción píxel por píxel de la información RGB 
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Fig. 3. Extracción de clases para la ciudad de Paraná 

para comparar los resultados obtenidos por este 
proyecto en conjunto al shapefile roads.shp. 
BoundingBox: -72.894W -54.832S; -53.642W 
-21.940S. ShapeType:'Polygon’. NumFeatures: 
2386. 

 
Pre-procesamiento de los datos 

 

Debido al tamaño de la imagen y la gran canti- 
dad de memoria que requeriría para ser proce- 

sada entera – ya que abarca toda la Argentina 
– este trabajo se debió realizar circunscripto al 
área que rodea a una serie de ciudades elegidas 
para este análisis, esto implicó la creación de 
recortes de la imagen satelital alrededor de las 
mismas tal como se puede observar en Figura 1. 

 

Para el procesamiento era necesario poder con- 

tar con la información de cada pixel de la ima- 
gen ya que es a través de los píxeles que se pue- 

de clasificar si ese punto pertenece a la ciudad o 

no, es por esto que las imágenes RGB satelitales 
se descompusieron en una matriz compuesta en 

sus filas por los distintos píxeles y donde sus 
columnas representaban el valor de cada color 

para ese pixel, 3 columnas, una para el Rojo (R) 

otra para el Verde (G) y otra para el Azul (B) 
(Figura 2). 

 

Los algoritmos de aprendizaje supervisado re- 
quieren que se les suministre un conjunto de 

entrenamiento, es decir, en conjunto de datos 
en los que se conoce la etiqueta de clase, en 

este caso el valor es 1 si pertenece al interior 
de la ciudad y (-1) si no pertenece. Para ge- 

nerar el entrenamiento se destinaron las imá- 

genes suburbanas de Junín y Paraná. En estas 
ciudades se extrajeron dos polígonos definidos 

visualmente, uno para la categoría “ciudad” y 
otro para la categoría ”no ciudad” de acuerdo 

a la densidad de calles obtenidas en el archivo. 
 

La Figura 3 muestra este procedimiento para 
la ciudad de Paraná. Luego para el conjunto de 

evaluación se utilizaron las imágenes suburba- 
nas sin alteraciones ni indicadores adicionales, 

porque se busca que sobre ellas sea el algoritmo 

el que clasifique qué puntos (píxeles) pertene- 
cen a la categoría “ciudad” y qué puntos no. 

 

Métodos de clasificación 

 

Para la clasificación de los píxeles se adoptaron 
dos métodos: por un lado el método de k-veci- 

nos más cercanos (KNN por sus siglas en inglés) 
el cual consiste en un método sencillo que cla- 

sifica un punto nuevo en función del conjunto 

de puntos más cercanos que encuentra: primero 
mide la distancia entre el nuevo punto y todos 

los del conjunto de entrenamiento; luego selec- 
ciona a los k más cercanos; por último pondera 

la etiqueta que poseen estos k vecinos más cer- 

canos y en función de esto le otorga la etique- 
ta al punto nuevo, es un método relativamente 

sencillo de implementar, con un bajo costo com- 
putacional y muy efectivo cuando la dimensio- 

nalidad del conjunto es baja – en nuestro caso: 
3 dimensiones –. El segundo método utilizado es 

el de Support Vector Machines (SVM) (Cristianini 

and Shawe-Taylor, 2000) el cual es un método 
sofisticado basado en la teoría estadística del 

aprendizaje. El algoritmo del SVM4 puede ser 
formulado como el siguiente problema de op- 

timización: 

 
 

4 Cristianini, N., Shawe-Taylor, J., 2000. An Introduction to Support Vector Machines: and Other Kernel- 
based Learning Methods. Cambridge Univ Pr. 
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En líneas generales, lo que busca este méto- 

do es minimizar las diferencias al cuadrado en 
un espacio de mapeo de mayor dimensionali- 
dad. Este planteo genera una transformación de 
la función de mapeo hacia un espacio 
de dimensión infinita, conocido como espacio de 
Hilbert, donde el conjunto de datos es lineal- 
mente separable por un hiperplano. Se seleccio- 
nó un kernel gaussiano dado que se considera 
una buena aproximación inicial y posee una res- 
puesta suave. Entonces existen dos parámetros 
ajustables del  

Donde: 

 
  es el ancho de banda del kernel gaussiano y 

C el costo de penalización. 

 

Al minimizar la relación lo que se bus- 

ca es maximizar el margen entre los hiperplanos 

frontera de ambos conjuntos – el conjunto de los 
valores que pertenecen a la clase 1 del conjunto 

de valores que pertenecen a la clase (-1) –. 
 

Para la determinación de los  parámetros 

se realizó un proceso de validación 

cruzada utilizando el set de entrenamiento de 
la información extraída de la ciudad de Paraná 

y como conjunto de validación la información 
extraída de la ciudad de Junín, esto permi-   

te encontrar los parámetros óptimos para los 

clasificadores que maximizan su eficacia. 

Reconstrucción de la imagen 
 

Así como para la construcción de los conjuntos 
de entrenamiento y prueba se descompuso la 

imagen en una matriz que contenía los pixeles 
ahora se debe, en función de la etiqueta otorga- 

da por el clasificador, reconstruir la imagen con 

el resultado. Para esto se realiza una nueva ima- 
gen (imagen*), que mantiene las proporciones y 

georreferenciación de la imagen original, donde 
para los valores iguales a (1) se le otorga un color 

RGB = [255, 255,255] – blanco – y para los valo- 

res iguales a (-1) un color RGB = [0, 0,0] – negro 
–. Debido a que esta imagen ficticia no se puede 

utilizar para construir nuevamente un geotiff - 
por la menor cantidad de valores que posee - la 

imagen final (final) surge de la diferencia entre la 

imagen resultado y la imagen original: 

final (i, j) = imagen*(i, j) - test (i, j) - 

donde: 

(i, j) son los pixeles de la imagen 
 

Discusión 

 

En función de los resultados se puede observar 

visualmente que el algoritmo logra el propósito 

esperado, con un resultado ajustado al shapefile 
Ejidos_urbanos.shp tal como se puede apreciar 

en la Figura 4. 
 

Como el resultado visual no puede ser tomado 
como una medida objetiva de "ajuste" se pensó 

un método a través del cual se pudiese cuantifi- 
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car la diferencia entre los distintos sets de datos 
que se disponen – roads.shp, resultado del algo- 

ritmo e información del IGN –. Para lograr esto 
se compararon y contrastaron tanto las áreas de 

los polígonos analizados así como sus centroides 

(o centros de masa). 
 

A partir de los resultados del análisis de estos 

dos clasificadores podemos apreciar que la dis- 

tancia entre los centroides de ambos es conside- 
rablemente baja – unos 380 metros en prome- 

dio – esto indica que ambos distribuyen el área 
de forma homogénea. A su vez el clasificador 

por KNN estima en promedio un área de ciu- 

dad un 16% menos que el SVM, esto puede de- 
berse a la lógica subyacente en la cual se basa 

el método de KNN, mostrando resultados muy 
interesantes donde llega a detectar tan solo 1 

píxel ocupado por un gran parque como zona 

de no ciudad, esto indica que posee una gran 
capacidad de aprendizaje y un gran nivel de de- 

talle (caso de la zona de parque alrededor de la 
planta de tratamiento de líquidos cloacales en 

Córdoba Capital). 
 

Para la comparación se elaboraron dos indicado- 
res – trabajados de a pares –: por un lado, una 

diferencia de áreas (entre los shapes arrojados 
 

 
 

Fig. 4. Comparación visual de los resultados entregados por los clasificadores. a) 
Córdoba, b) Chajarí, c) Mar del Plata, d) Mendoza, e) Rosario, f) San Luis y g) San 

Miguel de Tucumán 
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Fig. 5. Detalle de clasificación y centroides 

 

por el clasificador frente a los utilizados como 

referencias provenientes del IGN y del proyecto 

OpenStreetMap), y por el otro una comparación 
de distancias entre baricentros (de los mismos 

shapes). Excluyendo la clasificación de Mendo- 

za, debido a que la zona urbana se encuentra 
compuesta por pequeños municipios adyacen- 

tes, y esto repercute de forma directa sobre 
qué es considerado ciudad y qué no, se puede 

observar que el clasificador KNN proporciona 
polígonos tan solo un 15% por encima de la su- 

perficie considerada a partir del shapefile roads. 
shp, y donde el clasificador por SVM lleva esta 

cifra a alrededor del 39% en promedio. 
 

En la mayoría de los casos ambos clasificadores 
proporcionaron regiones urbanas superiores al 

shapefile de roads.shp y muy superiores al sha- 
pefile de Ejidos_urbanos.shp, demostrando prin- 
cipalmente la escasa correlación que posee este 

último frente a la superficie real de las ciudades. 
El análisis de la distancia entre baricentros arroja 

 

Tabla 1. Distancia entre centroides 
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Tabla 2. Áreas totales por shapefile y variación entre los clasificadores y las super- 
ficies de referencia 

 

conclusiones mucho más interesantes y robus- 
tas, ya que muestra una gran cercanía entre los 

baricentros de ambos clasificadores frente a los 
otros dos datasets. 

 
Sin embargo, es en las ciudades más pequeñas 
donde se encuentra la menor distancia entre 

los baricentros de los clasificadores, permitien- 
do suponer que ambos se han desviado en for- 

ma proporcional frente a los otros shapefiles. 

La Figura 5 muestra en detalle esta situación: 
en la ciudad de Tucumán la distancia entre el 

baricentro del polígono resultado del KNN y el 
de SVM es de aproximadamente 170 metros, 

mientras que en Mar del Plata esta distancia 
ronda los 190 metros. 

 

En la Tabla 1 se proporcionan todos los resulta- 

dos obtenidos, revelando esta característica de 

la clasificación en las ciudades más pequeñas. 
Es interesante remarcar que, nuevamente, 

Mendoza presenta los valores de desvío más 
elevados y es aquí donde juega un rol funda- 

mental el enfoque administrativo al momento 

de definir, desde nuestro punto de vista, que 
consideraremos zona urbana de aquella subur- 

bana, y es porque esta diferenciación se ve re- 
flejada tanto en el shapefile roads.shp como en 

Ejidos_urbanos.shp. Algo similar sucede en la 

zona de Rosario, donde la distancia entre ba- 
ricentros aumenta considerablemente, debién- 

dose fundamentalmente a que en los shapefile 
de roads.shp y Ejidos_urbanos.shp se encuen- 

tran de forma separada la zona de Rosario, 
San Lorenzo y el gran Rosario; mientras que 

para los clasificadores esto es un único aglo- 

merado urbano, asignándole toda la superficie 

– de marcada distribución Norte-Sur – a este 

polígono y por ende variando significativamen- 

te la posición de su baricentro. En la Tabla 2 
se resume el tamaño del área asignada a la 

ciudad según cada clasificador, por lo general 
ambos clasificadores arrojan superficies mayo- 

res a las actuales, esto es mayormente debido 

a que durante la clasificación se considera toda 
la extensión de la mancha urbana interconec- 

tada, mientras que los otros shapefiles o están 
concebidos desde un enfoque administrativo 

(Ejidos_urbanos.shp) o bien como la frontera 
estrictamente vial (roads.shp). 

 

A modo de resumen se adjuntan las Figuras   
6 y 7. En la Figura 6 se resumen, para cada 
ciudad, las áreas que le asigna cada polígono, 

evidenciando una mayor superficie para ambos 

clasificadores frente a las fuentes de referen- 
cia. La Figura 7 muestra la variación, para cada 

ciudad y para cada comparador, de un ratio 
que pondera la distancia entre los centroides 

respecto del área media estimada de esa ciu- 

dad. Esto permite poner en perspectiva los re- 
sultados obtenidos: evidencia una mayor tasa 

de dispersión en las ciudades más pequeñas, 
esto puede tener una explicación relacionada 

con la definición de los sensores si bien debería 
correrse análisis posteriores para profundizar 

en los motivos. A su vez, en todos los casos se 

demuestra una caída de este ratio para la dis- 
tancia entre los centroides de cada clasificador, 

indicando que la exactitud de ambos es similar. 
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Fig. 6. Comparación gráfica entre la superficie estimada para cada ciudad 

 

 

 

 
Fig. 7. Ratio de proporcionalidad - Distancia entre centroides sobre la superficie 
promedio de la ciudad 
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Conclusiones 

A partir de este trabajo se ha podido obser- 

var la importancia de las imágenes satelitales 

nocturnas de alta resolución así como la po- 
sibilidad de extender este enfoque y aplicarlo 

a la correlación de estos resultados con datos 
demográficos, sociales y económicos. 

 

Se ha podido demostrar que la implemen- 

tación de estos dos métodos de aprendizaje 
supervisado – KNN y SVM – permiten discri- 

minar los límites de una ciudad, conservando 

en las grandes ciudades un buen ajuste de su 
baricentro frente a los datasets actualmente 

disponibles. Este ajuste es aún más aprecia- 
ble de forma visual, donde se observa que 

las imágenes resultado responden de forma 

ajustada al contorno de las ciudades, incluso 
clasificando zonas puntuales en la mínima re- 

solución de 1 píxel. 
 

Los resultados numéricos que surgen de com- 

parar las imágenes clasificadas – y por consi- 
guiente las regiones poligonales que arrojan 
– frente a los dataset actuales permiten su- 
poner que es posible utilizar estos resultados 

de forma correcta para determinar los límites 
de las ciudades a nivel regional, reforzando el 

potencial y las posibilidades que ofrece el uso 
de imágenes satelitales a escala local, permi- 

tiendo contar con un dataset de mayor fideli- 
dad y, principalmente, más robusto. 
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